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摘  要 

目前火山岩油气藏正在引起广泛关注，其复杂程度超过其他油藏类型。针对二连盆地、准噶尔盆地复杂

火山岩油气藏，其岩性具有复杂多变的特点，常规方法难以准确识别的问题，本文提出利用机器学习的

方法对研究区岩性进行智能识别，获得了良好效果。研究中，在分析研究区火山岩储层地质特点基础上，

根据取芯描述、薄片分析、成像测井等信息，分析不同岩性的测井响应特征。并根据测井信息，构造M，

N两个对火山岩岩性极为敏感的参数，确定了识别岩性的8个敏感特征参数为：GR，DT，RHOB，CNL，
RT，RI，M，N。根据测井特征参数和岩性标签，利用机器学习中的决策树、随机森林、梯度提升树、

贝叶斯四种不同方法，建立了四种岩性识别预测模型。对不同模型进行了对比评价研究，优选出最优的

随机森林岩性识别模型，岩性识别的准确率达到0.9以上，为火山岩油气藏评价奠定了基础。 
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Abstract 
At present, volcanic rock oil and gas reservoirs are attracting widespread attention, and their 
complexity exceeds other reservoir types. Aiming at the complex volcanic reservoirs in Erlian Ba-
sin and Junggar Basin, their lithology is complex and changeable, and conventional methods are 
difficult to accurately identify the problem. This paper proposes to use machine learning methods 
to intelligently identify the lithology in the study area, and obtain good results. In the study, based 
on the analysis of the geological characteristics of the volcanic reservoir in the study area, the log-
ging response characteristics of different lithologies were analyzed based on information such as 
coring description, thin section analysis, and imaging logging. And according to the logging infor-
mation, the two parameters of structure M and N that are extremely sensitive to volcanic rock li-
thology, eight sensitive characteristic parameters for identifying lithology are determined: GR, DT, 
RHOB, CNL, RT, RI, M, N. According to logging feature parameters and lithology tags, four different 
methods of decision tree, random forest, gradient boosting tree, and Bayesian in machine learning 
are used to establish four lithology recognition and prediction models. Different models were 
compared and evaluated, and the best random forest lithology recognition model was selected. 
The accuracy of lithology recognition was above 0.9, which laid the foundation for the evaluation 
of volcanic reservoirs. 
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1. 引言 

1957 年中国火山岩油气藏在准噶尔盆地第一次被成功发现，到目前为止，该油气藏已勘探 50 年以上，

在准噶尔盆地等 11 个含油气盆地中找到了火山岩油气藏存在[1]。能够准确认识火山岩岩性是研究火山岩

油藏的重要基础，但火山岩岩性复杂，矿物成分复杂多变，测井响应特征不明显，岩性识别难度极大。 
前人在这方面做了很多的研究。Sanyal等人(1980)利用声波时差，中子测井曲线的交会图识别岩性[2]。

Benoit 等(1980)总结了声波时差测井、中子测井等常规测井在花岗岩，玄武岩等上的响应特征[3]。范宜

仁等(1998)在新疆准噶尔盆地，根据交会图技术有效识别火山岩岩性[4] [5]。张莹(2007)根据成像测井资

料识别火山岩。谭伏霖，王志章等人(2010)鉴于取芯样本有限，采取样本扩充法识别火山岩岩性[6] [7] [8] 
[9]。由于火山岩岩石类型多，仅根据单一的测井曲线很难将岩性准确识别出来，近几年许多人利用综合

的信息来识别岩性，主要利用地质结合测井和数学算法方法来识别岩性。田艳等(2010)根据逐步分析法和

fisher 判别的方法进行岩性识别[10]。程国建等(2010)为了提高测井在岩性识别的准确率，将粒子群优化

算法(PSO)与最小二乘支持向量机相结合对实际测井资料进行岩性识别。鞠武等(2012)利用有序聚类分析

方法识别岩性。李建国等(2015)利用深度神经网络结合测井资料进行岩性的识别。牟丹等(2015)基于最小

二乘支持向量机识别岩性[11] [12] [13] [14] [15]。 
本文综合利用取芯，薄片，成像资料解释的岩性标签标定测井资料，形成测井和岩性标签的样本库。

将样本库分为训练集(占 70%)和测试集(占 30%)两部分。结合机器学习中的决策树，随机森林，梯度提升
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树和贝叶斯方法，利用训练集建立 4 种火山岩岩性识别模型，利用测试集评价这 4 种模型的稳定性，选

择最优模型。结果表明，随机森林和梯度提升树方法模型最优，可作为该研究区利用常规测井曲线识别

火山岩岩性的有效方法。 

2. 原理方法 

2.1. 决策树 

决策树是一种描述对实例进行分类的树形结构，决策树由结点和有向边组成。决策树是属性与值之

间的一种映射关系。决策树算法过程包括特征的选择、树的生成和树剪枝的过程，根据特征选择的方法

不一样，形成了不同的算法，主要包括 ID3 算法，C4.5 算法和 CATR 算法。 
ID3 是决策树算法的一种，是在原始决策树算法的基础上实现的。采用的分治的思想，其主要特点

是在结点上选择特征时采用的是信息增益的方法。信息熵是衡量随机变量出现的期望值，熵值越大，代

表信息的不确定性越大。一般选择熵值大的特征属性作为结点的划分[16]。计算过程是：在开始计算输入

的所有属性，根据输入的所有特征属性，根据公式计算这些特征属性的信息增益，选择最大的作为分枝

结点。在每个分支结点都进行此运算，最后将每个类别分到不同的叶子节点中，形成一棵决策树。当有

未知样本输入时，每经过一个结点判断路径走向，最终预测类别。C4.5 算法它是根据 ID3 算法改进，继

承优势补齐缺点。其主要不同之处在于利用信息增益率来进行特征属性的选择。对这一点的改进主要是

避免了进行特征属性选择时会偏向多值的特征属性的缺点。另一个优点是加入了树的剪枝功能，从而防

止过拟合。此外还可以处理缺省值。CATR 算法与前面两种算法不同的是，利用基尼指数值来分枝不同

特征属性，并且该方法主要采用的是二分，即每个枝点都只分成两个结点，最终形成一颗二叉树。 
决策树方法最重要的一个环节是确定特征属性划分方案，这个划分方案的选择主要是依据信息论的

理论。假设训练数据集 ( ) ( ) ( ){ }1 1 2 2, , , , , ,N ND x y x y x y=  ，其中 ( ) ( ) ( )( )1 2, , , n
i i i ix x x x=  为输入实例，n 为特

征个数， { }1,2, ,iy K∈  为类标记， 1,2, ,i N=  为样本容量，A 表示某一特征属性。设 X 是一个取有限

个值的离散随机变量，其概率分布为 

( ) 1,2, ,,i iP X x p i n= = =                                 (1) 

其中信息量(Intormation)和嫡(Entropy)的定义为 

2Information log ip= −                                   (2) 

2Entropy logi ip p= −∑                                  (3) 

信息增益： ( ) ( ) ( ), Entropy EntropyA
A

DG D A D D
D

= −∑                                      (4) 

信息增益率： ( ) ( )
( )

,
,

EntropyR

G D A
G D A

D
=                                                     (5) 

基尼指数： ( ) 2Gini 1 iD p= −∑                                                           (6) 

假设用特征 A 将数据集 D 分为 D1，D2，则划分的基尼指数为： 

( ) ( ) ( )1 2
1 2Gini Gini Gini

D DD D D
D D

= × + ×                          (7) 

对于决策树还有另一个种类，是回归决策树。在机器学习中每一类方法即可以用来分类，判别某一

类的类别，也可以用于回归计算，计算某一个值，主要解决回归问题。在回归决策树中与分类决策树最

大不同点是判断结点分支的依据不是选用信息熵的理论，而是用最小化均方差来判断选择划分特征属性。 
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2.2. 随机森林方法 

随机森林属于组合分类器之一，由许多决策树叠加组成。分配给每棵树的样本是从数据集中随机抽

取，抽完后放回，抽取数据是有放回的抽样[17]。每抽取一次数据，就建立一颗决策树模型，重复这样的

操作，最后所有的决策树就形成了一片森林，即随机森林(图 1)。 
该方法与决策树方法有很多相同的地方，都是属于树形结构，且每个结点的特征属性划分方法基本

一致，都采用 ID3，C4.5，和 CATR 等算法。其主要不同点是在决策树的基础上，引入了两个不同的随

机条件，第一次随机是从数据集中随机的抽取训练数据集(Random subset)，该抽样方法是有放回的抽样，

每次抽取一次则形成一颗决策树(图 1)。在决策树里，随机森林该方法采用了第二次随机条件，即对抽取

的训练集中的数据的特征属性集合 n 中采取随机选取 S(S≤n)个特征属性集合，根据这 S 个特征进行结点

划分和决策树的生成。该方式使得生成的决策树具有随机性。正因为引入了这两个随机的特征，使得该

方法相比决策树而言具有更好的效果[18]。该方法优点主要：第一，有对训练数据不容易产生过拟合的现

象。第二，在不同属性中可以判断属性的重要程度，根据选择需要可以选折几个重要的特征属性参数。

第三，该方法对噪声、异常值等数据具有不敏感的性质。 
 

 
Figure 1. Schematic diagram of random forest 
图 1. 随机森林示意图 

2.3. 梯度提升树(GBDT)方法 

梯度提升树是一种迭代的回归决策树算法，由多颗决策树组成，将所有树的结论累加起来就是最终

的结论[19]。该方法是一个应用很广泛的算法，主要是用于分类和回归两方面，其次是特征的选择和创造

新特征。该方法学习的过程中，因为是属于加法模型，所以无论是分类还是回归，都应用的是回归模型

的决策树。在各结点分支时，不再是利用信息熵理论判断，而是选择最小化均方差来判断结点分支。均

方差最小的作为分支判断依据。 
该方法主要有两个不同特点。第一种是提升树，即残差方式生成的树。在所给的数据中学习时，最

开始是先生成一颗回归决策树。然后根据这颗树的结果与真实值做差值，得到了残差，然后根据每个数

据的残差的值再生成一颗决策树。到第 m 步的决策树模型表达式为 ( )mf x (公式 8)。其中参数 m∅ 主要依

据公式(1.9)，计算残差得到。以此类推，最后得到一个误差较小的树，利用前向分布算法最终把所有的

树结合起来即是该方法的分类或回归的决策函数模型(公式 10)。 

( ) ( ) ( )1 ;m m mf x f x T x−= + ∅                                (8) 
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( ); mT x ∅ 是第 m 次的决策树； ( )1mf x− 为前 1m − 步生成的模型； ( )mf x 是当前生成的模型， m∅ 为

决策树参数。 

( ) ( )( )1
1

arg min ;,
N

m i m m
i

L y f x T x−
=

∅ = + ∅∑                       (9) 

( ) ( )
1

  ;
M

M m
m

f x T x
=

= ∅∑                              (10) 

第二种是梯度提升树，也是本文所应用的树。该方法也是每一颗树学习前 N-1 棵树的残差，直到最

后得到分类或回归误差最小的树。与第一种不同的是，该方法利用的是梯度下降的方向求解误差值，这

样求解的是局部最优解。而做残差求解是求的全局最优，但仍然选择梯度下降的方向求解，主要是因为

该方法灵活，可以方便求解分类和回归问题，并且只要能求导的损失函数都可以使用，可以防止过拟合。

对于平方差损失，其二者方法求解方法相同。 
梯度提升树的算法过程为： 
输入训练集 ( ) ( ) ( ){ }1 1 2 2, , , , , ,n nD x y x y x y=  ，损失函数 ( )( ),L y F x ，迭代的次数为 M。 

1) 使用常量值初始化模型 ( ) ( )0
1

ar n ,g mi
N

i
i

F x L y γ
=

= ∑ 其中 γ 是常数。 

2) 迭代训练模型 
For m = 1:M 

计算伪残差：
( )( )( )

( )
( ) ( )1

,

m

i i
im

i
F x F x

L y F x
r

F x
−=

 ′
 = −  
  

                                           (11) 

其中 1,2, ,i n=   
将残差 rim 拟合到回归树 hm(x)中，即 hm(x)的训练集为{(xi, rim)} 
计算乘数 γ  

( ) ( )( )1
1

arg min ,
n

m i m i m i
i

L y F x h xγ γ−
=

= +∑                         (12) 

更新模型 

( ) ( ) ( )1m m m mF x F x h xγ−= +                               (13) 

优点：1) 能够允许不同特征组合拥有不同的判别式；2) 对非线性数据有着很好的处理效果；3) 能
解决数据缺失问题；4) 可以自动进行特征选择[20]。 

2.4. 朴素贝叶斯方法 

在机器学习中主要有两种模型，一种是判别模型，另一种是生成模型。前三种是判别模型，贝叶斯

是属于生成模型，从数据中学习到联合概率分布，再求出条件概率分布。朴素贝叶斯法分类主要是根据

已知的数据学习计算出先验概率，在根据条件独立性假设计算条件概率，最后计算后验概率，对未知数

据集进行预测。 
设输入的 χ属于 Rn 为 n 维向量的集合，输出的类标记集合为 { }1 2, , , kl c c c=  ，输入的向量 x 属于 χ，

输出的不同类 y 属于 l，X 为空间 χ上的随机向量，Y 为空间 l 上的类别标签。训练数据集为： 

( ) ( ) ( ){ }1 1 2 2, , , , , ,N ND x y x y x y=   
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在训练数据集中计算先验概率和条件概率。最后得到后验概率。 
先验概率分布： 

( ) , 1, 2, ,kP Y c k K= =                                (14) 

条件概率分布： 
( ) ( )1 1| , | , ,, , 1 2 ,n n

k kP X x Y c P X x X x Y c k K= = = = = = =             (15) 

条件独立性假设： 

( ) ( ) ( )1 1

1
| , , | |

n
n n j j

k k k
j

P X x Y c P X x X x Y c P X x Y c
=

= = = = = = = = =∏        (16) 

根据已经计算的先验概率和条件概率，即可根据贝叶斯理论公式构造出预测模型。对于未知数据 x，
加载到前面模型，计算出后验概率 ( )|kP Y c X x= = ，选择后验概率最大的为 x 的输出类。后验概率计算公

式为： 

( ) ( ) ( )
( ) ( )

|
|

|
k k

k K
k kk

P X x Y c P Y c
P Y c X x

P X x Y c P Y c

= = =
= = =

= = =∑
                  (17) 

则朴素贝叶斯法分类的基本公式： 

( )
( ) ( ) ( )( )
( ) ( ) ( )( )

|
arg max

|

n j j
k kj

K n j j
k kk j

P Y c P X x Y c
y f x

P Y c P X x Y c

= = =
= =

= = =

∏
∑ ∏

              (18) 

上式中分母对所有 ck 都是相同的，所以得到分类器为， 

( ) ( ) ( ) ( )( )arg max |j j
k ky f x P Y c P X x Y c= = = = =                  (19) 

贝叶斯算法的缺点是建立在样本属性独立性假设的基础上，所以如果样本属性有关联时其效果不是

很好[21]。 

3. 研究思路及流程 

以关键井，作为重要标签井，利用常规测井和非常规测井资料、取芯资料、通过交会图来判断不同

测井开展岩性特征分析，选取对岩性敏感的常规测井系列，如选取“GR”、“SP”、“CAL”、“AC”、

“RT”等，以取心井岩心描述组为标签数据。 
建立岩性知识库组成训练集，利用机器学习的决策树、随机森林、梯度提升树、贝叶斯等算法，根

据优选的测井参数和机器学习建立岩性分类模型，对所建立的各种算法模型进行评价，优选出较好的算

法模型，再对未知井段的岩性利用该模型进行预测。见图 2、图 3 流程如： 
 

 
Figure 2. Flow chart of machine learning 
图 2. 机器学习流程图 
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Figure 3. Flow chart of intelligent identification and prediction of complex volcanic rocks 
图 3. 复杂火山岩岩性智能识别及预测流程图 

4. 应用实例 

金龙 2 井区块位于准噶尔盆地西北缘中拐凸起东斜坡带。目的层位于二叠系佳木河组的火山岩地层，

岩性复杂，储集空间类型多。根据研究区 8 口取芯井数据，薄片数据，实验分析化验数据可知，研究区

火山岩岩性主要分为熔岩类和火山碎屑岩类，熔岩类包括玄武岩，安山岩，英安岩和流纹岩 4 种。火山

碎屑岩类包括熔结角砾岩，火山角砾岩和凝灰岩 3 种。 

4.1. 火山岩岩性常规测井响应特征 

测井的响应主要是应为地下岩石的组分、流体类型、裂缝等综合的影响。其主要的影响程度最高的

是岩石的类型。不同的岩石类型其岩石的化学成分、矿物成分等有很大不同，导致测井有不同的变化特

征。对于电阻率测井，火山岩岩石越致密电阻率越高，熔岩类的电阻率高于火山碎屑岩类[22] [23] [24]。
熔岩中英安岩裂缝发育较少，致密，电阻率很高，安山岩，流纹岩和玄武岩等由于裂缝和气孔的因素影

响导致电阻率会偏低。 
自然伽马测井的响应特征与岩石的放射性有关，而岩石的放射性与岩石的矿物成分有关。在火山岩

中，岩石的放射性与岩石属于基性岩，酸性岩等有关。从基性到酸性逐渐增加[25] [26]。在该研究区目的

层内，玄武岩自然伽马小于 26 API，安山岩在 45 API 左右，英安岩和流纹岩高伽马，大于 65 API，在相

同类岩石中，放射性的大小还与岩石的结构有关。从熔岩到火山碎屑岩，放射性增加。凝灰岩自然伽马

在 60 API 左右，熔结角砾岩低伽马，25 API 左右，火山角砾岩中伽马，50 API 左右。 
中子测井主要反映的是地层的孔隙情况。该地区目的层中，凝灰岩本身相对火山岩而言，不是很致

密，存在孔隙，测的中子值也比较大，在 25%左右。火山角砾岩和熔结角砾岩也存在较大的原生孔隙，

测的中子值约 20%左右，是该区主要储层。安山岩由于裂缝比较发育中子值约 17%左右。玄武岩由于发

育杏仁构造，中子测井值较高，约 25%。流纹岩和英安岩发育致密，中子测井值较低，约 10%左右[27]。 
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密度测井一般而言，由基性到酸性的火山岩，该测井值会逐渐变小[28]。流纹岩为酸性的喷出岩，密

度较低。安山岩为中性的喷出岩，密度相对流纹岩较高，为 2.54 g/cm3 左右。玄武岩为基性的喷出岩，

密度最高为 2.7 g/cm3 左右。在同类岩石中，火山碎屑岩的密度则低于熔岩。 
声波时差测井在火山岩石中，火山碎屑岩的致密程度低于熔岩类，其声波时差会高于熔岩[29] [30]。

火山角砾岩和熔结角砾岩声波时差在 65 μs/ft 左右。凝灰岩的致密程度最低，声波时差最高，约 80 μs/ft。
英安岩最致密，声波时差最低约 57 μs/ft 左右。玄武岩，流纹岩和安山岩声波时差约 60 μs/ft。 

成像测井反映周围岩石电阻率的变化，由一种渐变的色板(黑–棕–黄–白)对电阻率由低到高进行刻

度，常用来识别结构和构造。一般分为静态平衡图像和动态加强图。静态图采用统一配色，展现井段电

阻率的改变。动态图是采用分段配色，突出局部相对微电阻率的变化(颜色由深到浅，电阻率由小到大)。
所以利用静态图可以区分沉积岩和火成岩[31] [32]。利用 FMI 动态图可以识别火山碎屑岩(角砾岩和凝灰

岩)和具有流纹构造的流纹岩。利用动态图和常规测井曲线可以识别英安岩，安山岩和不具流纹构造的流

纹岩。该方法特点是能通过辨别岩石结构和构造来区分岩性。英安岩 FMI 图像呈块状构造，火山角砾岩

呈角砾结构，流纹岩呈流纹构造。凝灰岩呈凝灰结构。见图 4。 
 

 
Figure 4. Log response characteristics of volcanic rock 
图 4. 火山岩测井响应特征 

4.2. 交会图分析 

前人在识别火山岩的识别中，主要利用交会分析法，在交会图上描述不同岩性的特征。该方法优点是
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简单直观。缺点是利用特征太过单一，不具有代表性，错误率较高。本文采用机器学习的方法的优点是可

以融合前人所有研究的方法特点。本文采用交会图分析不同岩性特征，提取敏感特征[33] [34] [35] [36]。 
特征选取的个数对岩性预测的结果影响非常大。假如只有一个特征，即在一维空间中，如图 5，在

对角上面的 GR，DT，CNL，RHOB，RT，RI，即岩性在一维空间中的响应分布，很难把各类岩性区分

开。在二维空间上，即选择两个特征的交会图分析，相比一维特征，岩性的分类效果较好。 
 

 
Figure 5. Logging intersection 
图 5. 测井交会图 

4.3. M-N 交会图 

岩性识别前人除了利用常规的测井曲线交会图，还有其中确定岩性模型M-N交会图，主要应用中子、

密度和声波三种孔隙度测井。该交会图主要目的是消除孔隙度的影响因素，而突出岩性的作用(如图 6)。
M，N 定义为： 

M 0.01f

b f

t t
ρ ρ
∆ −∆

= ×
−

                                    (20) 

N Nf N

b f

φ φ
ρ ρ

−
=

−
                                       (21) 

https://doi.org/10.12677/ag.2020.1011110


孔垂显 等 
 

 

DOI: 10.12677/ag.2020.1011110 1127 地球科学前沿 
 

式中： ,ft t∆ ∆ 为声波时差的流体值和测井值； 
,b fρ ρ 为密度的流体值和测井值； 
,Nf Nφ φ 为中子的流体值和测井值。 

在火山岩中最主要的是裂缝对 M、N 的影响。当地层中的储集空间主要是裂缝时对 M、N 的值有影

响。当储层中发育裂缝时，且裂缝为高角度或垂直裂缝时，声波时差不受裂缝的影响，而密度测井值降

低，因此导致 M 值将增大，而对于 N 值结果趋于保持不变。所以，当地层中发育高角度裂缝时，数据点

向 M 值增大的方向移动，N 值基本不变。当地层发育低角度缝时，声波时差测井值明显增大，此时 M、

N 值不受裂缝的影响。假如裂缝很发育，声波时差出现“周波跳跃”现象时，M 值会变小。 
 

 
Figure 6. M-N intersection diagram 
图 6. M-N 交会图 

4.4. 机器学习岩性识别 

利用机器学习建立岩性分类及预测模型，具体包括：样本库的建立；特征选择；测井特征数据的归

一化；训练模型；评价模型以及岩性预测。 
1) 样本库建立 
根据取芯资料、测井数据和成像测井数据，分析测井数据与岩性的对应关系，生成样本空间。 
2) 特征选择 
前面已经具体分析了测井响应特征，优选岩性敏感的测井曲线，即 GR，DT，RHOB，CNL，RT，

RI。同时构造两个新的特征，即 M 和 N。最终确定的岩性敏感特征为：GR，N，RI，M，CNL，DT，
RT，RHOB 8 种特征，其占用的权重比依次为 0.22, 0.18, 0.16, 0.13, 0.11, 0.08, 0.07, 0.05。 

3) 测井数据归一化 
测井数据的预处理对推广到多井的岩性识别具有相当重要作用，因为相同的岩性数据利用不同规

格仪器测量时，数值上会存在一定的系统偏差。数据归一化处理可以消除量纲影响，降低不同测井仪

器测量绝对值误差导致的影响，利于后期建立的模型对全区井段都能有很好的预测效果。因此将前面

选取的 8 种特征全部归一化到[0, 1]中。对于 GR，DT，RHOB，CNL，M，N 采用线性变量的归一化，

即： 

min

max min

X XY
X X

−
=

−
                                    (22) 
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对于电阻 RT，RI 采用先取对数，在归一化，即： 

( )
( ) ( )

min

max min

log log
log log

X X
Y

X X
−

=
−

                              (23) 

如何选取变量的最大值和最小值变的格外重要，如果直接采用该变量的最大值，那么一些极端值会

参与运算，干扰主体数据的归一化。为准确获得最大值和最小值，采用累积概率曲线一次导(斜率)的方法

来获取特征的最大和最小。 
根据各特征的数据，绘制累积概率分布曲线，曲线形态一般是从小到大数据的累积百分比变化很小，

到达一定临界值时，数据变化开始变大，将这个临界值作为特征曲线的最小值，到达最后，数据变化慢

慢变小，到达一个临界值后数据变化趋于稳定，把这个临界值作为该特征曲线的最大值，如下图 7 所示，

在对 JIN202 井 DT 进行归一化时，根据两个的临界值取得最大值为 121 us/ft，最小值为 57 us/ft。原始

DT 数据分布范围为[48, 157]，剔除极端值后数据分布范围为[57, 121]，极端值占据数据范围比例为 41.3%，

极端值占数据量比例为 3%。 
 

 
Figure 7. The cumulative probability curve of JIN202 DT before and after normalization 
图 7. JIN202 DT 归一化前后累积概率曲线 
 

4) 参数优选 
根据前面建立的标签样本数据库，各类岩性标签总数为 4745 个，将样本数据随机切分为训练集和测

试集，训练集占 70%，数量为 3321 个岩性样本点，测试集占 30%，1154 个岩性样本点。训练集用来训

练模型，测试集用来检验模型的适用性，最终用该模型推广到全区。利用机器学习算法从数据集中学习

到良好并稳定的模型，对于参数的选取至关重要。在参数选择的过程中，为了防止过拟合现象，本文采

用交叉验证的方式，将数据集采用 5 折交叉验证。参数类型中，criterion 指定决策树结点切分质量评价准

则。min_samples_split 参数指定每个内部节点(非叶节点)包含的最少样本数。min_samples_leaf 指定每个

叶节点包含的最小的样本数。learning_rate 为每个学习器的学习率，就是权重的缩减系数或步长，取值范

围为[0, 1]。n_estimators：即弱学习器的最大迭代次数，或者是最大的弱学习器的个数。一般来说

n_estimators 太小，容易欠拟合，n_estimators 太大，容易过拟合，一般选择一个较好的适中值，调参过

程中与 learning_rate 一起考虑。subsample 抽取子样本的比例，取值为(0,1)，如果小于 1，则有部分样本

去做 GBDT 的决策树拟合，小于 1 的比例可以减少方差，防止过拟合，但会增加拟合偏度，一般选择在

[0.5, 0.8]。图 8、图 9、图 10、图 11 展现了决策树，随机森林和梯度提升树的各个参数优化。表 1 列出

了不同方法最后的搜索结果。 
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(a) criterion 和 depth 参数                                 (b) min samples leaf 参数 

 

(c) min samples split 参数 

Figure 8. Decision tree parameter optimization 
图 8. 决策树参数优选 

 

    
(a) criterion 和 depth 参数                                    (b) estimator 参数 

    
(c) min samples leaf 参数                                    (d) min samples split 参数 

Figure 9. Random forest parameter optimization 
图 9. 随机森林参数优选 
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(a) estimator 和 learning rate 参数 

    
(a) depth 参数                                       (b) min samples split 参数 

    
(c) subsample 参数                                 (d) min samples leaf 参数 

Figure 10. Gradient boosting tree parameter optimization 
图 10. 梯度提升树参数优选 
 

Table 1. Parameter selection values of different methods 
表 1. 不同方法的参数选择值 

方法模型 参数名称 参数值 

决策树 

criterion entropy(熵) 

max depth 7 

min samples split 3 

min samples leaf 3 
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Continued 

随机森林 

criterion entropy(熵) 

estimator 25 

max depth 6 

min samples split 3 

min samples leaf 3 

梯度提升树(GBDT) 

learning rate 0.2 

estimator 20 

max depth 3 

min samples split 2 

min samples leaf 2 

subsample 0.6 

 
5) 模型评价 
a) 表 2 和表 3 是各类方法在训练和测试集上的查准率，是所有预测为该岩性的结果中真正是该岩性

的比例。如在训练集上，随机森林方法在安山岩上查准率最高，表明预测为安山岩的结果中，真正是安

山岩的概率最高 0.956，并且在测试集上随机森林准确率最高。 
 

Table 2. Precision and recall rate of the test set 
表 2. 测试集的查准率和召回率 

岩性 样本数 
随机森林 决策树 GBDT 贝叶斯 

查准率 召回率 查准率 召回率 查准率 召回率 查准率 召回率 

安山岩 232 0.956 0.862 0.921 0.806 0.933 0.853 0.917 0.767 

火山角砾岩 269 0.925 0.973 0.868 0.959 0.909 0.970 0.918 0.966 

流纹岩 330 0.955 0.984 0.946 0.957 0.951 0.957 0.804 0.824 

凝灰岩 161 1 1 0.981 0.975 1 1 1 1 

熔结角砾岩 133 0.977 0.984 0.962 0.969 0.963 0.984 0.992 0.947 

玄武岩 101 1 0.980 0.990 0.980 1 0.960 0.970 0.970 

英安岩 198 0.969 0.969 0.959 0.949 0.934 0.939 0.640 0.712 

总 1424 0.962 0.962 0.936 0.936 0.948 0.948 0.867 0.867 

 
Table 3. Precision and recall rate of training set 
表 3. 训练集的查准率和召回率 

岩性 样本数 
随机森林 决策树 GBDT 贝叶斯 

查准率 召回率 查准率 召回率 查准率 召回率 查准率 召回率 

安山岩 526 0.991 0.901 0.903 0.855 0.953 0.853 0.936 0.750 

火山角砾岩 647 0.941 0.993 0.903 0.955 0.920 0.981 0.908 0.964 

流纹岩 743 0.976 0.993 0.956 0.966 0.954 0.977 0.808 0.816 

凝灰岩 403 1 1 0.992 0.977 0.997 1 1 0.995 
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Continued 

熔结角砾岩 300 0.986 1 0.957 0.980 0.961 1 0.967 0.980 

玄武岩 229 1 1 0.969 0.978 1 0.982 0.982 0.965 

英安岩 472 0.985 0.974 0.957 0.917 0.949 0.919 0.647 0.726 

总 3320 0.978 0.978 0.943 0.943 0.955 0.955 0.868 0.868 

 
b) ROC 曲线。 
TPR 代表将正类样本分对的概率，FPR 代表将负类样本错分为正类的概率。ROC 空间中，每个点的

横坐标是 FPR，纵坐标是 TPR。ROC 曲线中，(0,0)代表所有样本全部被判定为负类，(1,1)代表所有样本

被判定为正类，(0,1)代表最完美分类。通过二维 ROC 曲线图形，能很直观的比较不同分类器模型的分类

性能。从图 11 中看出，随机森林和梯度提升树的性能较好，能很好的向(0,1)点靠近。其次是决策树，而

贝叶斯方法较差。 
c) AUC 值。图 11 中“0”代表安山岩，“1”代表火山角砾岩，“2”代表流纹岩，“3”代表凝灰

岩，“4”代表熔结角砾岩，“5”代表玄武岩，“6”代表英安岩。根据 AUC 值都接近 1 可知，随机森

林和梯度提升树方法效果较好，每种岩性的 AUC 值都很接近于 1。 
 

   
(a) 梯度提升树 ROC 曲线                                   (b) 随机森林 ROC 曲线 

   
(c) 决策树 ROC 曲线                                      (d) 贝叶斯 ROC 曲线 

Figure 11. ROC curves of different models 
图 11. 不同模型 ROC 曲线 

 

d) 模型稳定性 
利用机器学习中的学习曲线判定训练模型的好坏。学习曲线中，横坐标为岩性样本数据量，纵坐标
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为准确率。主要评估样本数据量的大小的变化对模型的影响。本次岩性识别岩性数据样本为 4745 个数据，

每次从这些数据中按照不同比例随机抽取样本数据，本论文主要是在[10%, 100%]之间切分出 500 个不同

比例的样本数据集，并分训练集和测试集。为确保模型的准确，采用交叉验证的方式在抽取的样本数据

集内训练和测试，本次采用 5 折交叉验证。在梯度提升树和随机森林学习方法中，开始抽 500~1000 的岩

性样本数据中，训练集上准确率高，测试集上准确率低，属于低偏差，高方差，模型处于欠拟合状态，

随着数据点的增加，训练集上准确率下降缓慢，测试集上准确率明显升高，且方差变小，当数据点达到

4745 时，模型达到了低偏差低方差的稳定状态。在决策树模型中，根据学习曲线，上下波动，模型不稳

定。在贝叶斯模型中，训练集准确率较低，且在随数据增大过程中，方差发生由大变小再变大的过程，

模型不稳定。所以综上所述，梯度提升树和随机森林模型较稳定，见图 12。 
 

   
(a) 梯度提升树学习曲线                                   (b) 随机森林学习曲线 

   
(c) 决策树学习曲线                                      (d) 贝叶斯学习曲线 

Figure 12. The learning curve of different models 
图 12. 不同模型学习曲线 

5. 预测效果 

根据前面建立的模型对未知井段进行预测，为验证预测的准确性，采用前面未参与建模的取芯井进行

预测验证。本文选取 JIN204 井和 KE301 井。JIN204 有三段取芯，第一段深度为 4193.3~4198.1 m，厚度为

4.8 m，取芯描述为安山岩。根据统计在该段随机森林方法预测为安山岩厚度为 4 m，预测准确率为 83%。

决策树方法预测厚度为 3.45 m，预测准确率为 72%。贝叶斯方法预测厚度为 4 m，预测准确率为 83%。梯

度提升树(GBDT)方法预测安山岩厚度为 2.88 m，预测准确率为 60%。第二段取芯深度为 4289.4~4294.2 m，

厚度为 4.8 m，从图上可知，随机森林、决策树、贝叶斯和梯度提升树(GBDT)都预测准确为流纹岩，准确

率为 100%。第三段取芯深度在 4329.3~4329.9 m，取芯描述该段岩性为流纹岩和凝灰岩，在深度为
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4329.9~4330.5 m 的凝灰岩，随机森林和梯度提升树准确预测，而贝叶斯和决策树则预测错误。由于该段的

测井曲线变化较大，流纹岩部分均未预测出来。在 KE301 井中(见图 13)，在图片道中，从上往下，深度为

3852.83 m、3854.28 m 和 3855.03 m 处的薄片定名均为安山岩，与四种方法预测均吻合。在 3849.0~3852.75 m
的深度段内，自然伽马，电阻率测井数据均有较明显的变化，在该段随机森林方法较好预测出来，见图 14。 
 

 
Figure 13. Lithology prediction of Well KE301 
图 13. KE301 井岩性预测 

 

 
Figure 14. Lithology prediction of Well JIN204 
图 14. JIN204 井岩性预测 
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Figure 15. The results of intelligent recognition of lithology in multi-well volcanic reservoirs 
图 15. 多井火山岩油藏岩性智能识别成果图 
 

通过对四种方法的模型评价与优选表明，较好的模型有随机森林和梯度提升树两个模型。随机森林

方法的准确率为 0.96，梯度提升树方法准率为 0.94，相差不大，根据盲井预测的统计结。如图 15 所示，

利用常规方法进行复杂火山岩油藏岩性识别，符合率为 70%左右，而通过机器学习，特别是随机森林方

法识别，符合率提高到 93%以上，效果显著。 

6. 结论 

1) 结合取芯，薄片，成像，实验分析化验数据确定岩性，并跟据测井响应特征分析标定测井曲线对

应的岩性，形成测井曲线和岩性对应样本库，为后面机器学习训练预测打下基础。 
2) 根据建立的样本库数据，对数据进行归一化处理，利用机器学习中的决策树，随机森林，梯度提

升树和贝叶斯方法，采用交叉验证和网格搜索优选每个模型的最优参数，建立四种机器学习模型，并对

这四种不同模型评价优选，优选出最优的随机森林方法模型。 
3) 利用前面优选出学习最优的随机森林模型，对该研究区 45 口井岩性智能解释，通过对取芯井段

的统计验证，与井段取芯的符合率在 90%以上。 
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