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Abstract 
With the development of logging technology, the logging data is getting bigger, and the traditional 
method can’t solve the big data problems of multiple logging data. Machine learning is an impor-
tant subject in artificial intelligence. The way of its various research results is to automatically ex-
tract features from massive data. It can perfect application in well logging interpretation. This pa-
per summarizes the machine learning method and its application in geophysical logging formation 
evaluation, and puts forward the prospect. 
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摘  要 

随着测井技术的发展，测井数据量越来越大，传统方法在解决多种测井数据综合形成的大数据问题时遇

到了困难。机器学习是人工智能领域的一个重要学科，其多种研究成果的途径是从海量数据中自动提取

特征，并通过逐层特征变化进而解决复杂的分类或预测问题，可以完美应用在数据类型较多的测井解释

中。本文对机器学习方法及其在地球物理测井评价中的应用进行归纳总结，并提出了展望。 
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1. 引言 

机器学习在人工智能领域具有相当大的影响，其深度学习是构建分层模型结构[1]，对输入数据从底

层到高层逐级进行提取并建立对应关系。就实际贡献而言，深度学习也许是近十年来机器学习领域最成

功的课题。Geoffrey Hinton [2]因提出训练深度神经网络的方法，使深度学习因其强大的表现数据内部结

构的能力获得了各领域学者们的广泛关注，自 2012 年深度学习成功应用于图像识别和语音识别以来，各

领域的学者便一直在积极扩展深度学习的应用范围和影响力，目前正成为资源勘查领域的一个非常吸引

人的技术。 
神经网络技术具有求解问题时的强抗干扰能力和非线性映射能力，为测井解释的发展开拓了一个新

的研究思路。与传统的测井解释方法相比，神经网络技术的独特优势体现在：不需要建立具体的解释模

型和具体的计算公式；不需要对大量的参数进行选取；不需要太多的专家经验[3]。深度学习是在神经网

络的基础上使其层数更加深入，它可以从海量数据中自动提取特征，并通过逐层特征变化进而解决复杂

的分类或预测问题。因此，为了解决复杂的储层解释问题，机器学习在地球物理测井中的应用必将越来

越多。 
随着测井技术的发展，测井方法越来越多、精度越来越高、数据量越来越大。每一条测井曲线对地

层岩性信息都有相应的响应，如果同时解释多条测井曲线，就需要同时解决复杂的多维度非线性问题和
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多种测井数据综合形成的大数据的问题[4] [5]，这是传统的交会图法等方法无法解决的。作为智能算法，

机器学习具有从大量数据中自动提取特征，并通过逐层特征变化解决复杂的分类或预测问题的特点，其

在测井领域已经有了应用。对机器学习在测井中的应用进行调研并总结分析，可为测井智能解释奠定基础。 

2. 机器学习的概述 

机器学习是一门多领域交叉学科，涉及概率论、统计学、逼近论、凸分析、算法复杂度理论等多门

学科。机器学习的方法有很多，包括神经网络法、支持向量机算法、决策树算法等[6]，机器学习理论主

要是设计和分析一些让计算机可以自动“学习”的算法。机器学习算法是一类从数据中自动分析获得规律，

并利用规律对未知数据进行预测的算法。因为学习算法中涉及了大量的统计学理论，机器学习与统计推断

学联系尤为密切，也被称为统计学习理论。算法设计方面，机器学习理论关注可以实现的，行之有效的学

习算法。很多推论问题属于无程序可循难度，所以部分的机器学习研究是开发容易处理的近似算法。 
其分为两个阶段：浅层学习和深度学习。在 20 世纪 80 年代末期，发明了人工神经网络的反向传播

算法(BP 算法) [7]。该算法可以让一个人工神经网络模型从大量训练样本中学习统计规律，并利用此规律

对未知的事件做出预测。但是此时的神经网络模型隐层层数过浅，所以也被称为浅层学习。在 2006 年，

Hinton 和他的学生 Salakhutdinov 在学术刊物《Science》上发表了一篇文章[8]，该文章提出了深度学习的

概念。这篇文章主要提出了对于很多隐层的人工神经网络具有良好的特征学习能力，可以学习得到更精

准的数据特征，更有利于数据分类，这里提到的神经网络模型就已经是多隐层层数的了，所以可以被称

为深度学习。 
机器学习已经有了十分广泛的应用，例如：数据挖掘、计算机视觉、自然语言处理、生物特征识别、

搜索引擎、医学诊断、检测信用卡欺诈、证券市场分析、DNA 序列测序、语音和手写识别、战略游戏和

机器人运用[8] [9] [10]。 

3. 机器学习在测井地层评价中的应用 

尽管浅层学习时期发明的 BP 算法可以使人工神经网络模型从大量训练样本中学习统计规律，并利

用此规律对未知事件做出预测，但是这些模型的结构隐层节点层数极少，不能满足测井的需要。深度学

习的本质是通过构建含有很多隐层节点的机器学习模型，使用大量的数据进行训练，来学习更多更有用

的特征，从而提高分类或预测的精准度。所以，是用深度模型的方法，对样本进行特征学习。 

3.1. 机器学习在测井岩性识别中的应用 

岩性识别是储层含油气性评价、油藏描述等方面的重要内容之一，是求解油气储层各种参数的基础。

与其它岩性识别方法(如取岩心)相比，利用测井资料识别岩性速度快、费用低，也正因此才被广泛采用。

常规的利用测井资料识别地层岩性的方法主要有交会图法[11] [12]、统计学方法[13]以及成像测井[14]，
但是传统识别方法精度低、效率慢并且人为因素影响大，而成像测井价格昂贵，不利于广泛实际应用，

因此研究出一种高精度自动识别岩性的方法对于测井数据解释具有重要的意义。神经网络、决策树和支

持向量机在测井岩性识别领域具有良好的应用前景。 
神经网络(Artificial Neural Network, ANN)是由大量处理单元(神经元)互相连接组成的大规模、非线

性、自适应动力学系统[15]。信息由输入层到输出层不断传递，中间神经元根据某种准则不断调整对接收

到的相应信号的处理方式，最终使输出层得到想要的信息[16]。目前，在测井岩性识别中实际效果好且应

用最广泛的有 2 种神经网络模型：误差反传神经网络(BPNN)、径向基函数神经网络(RBFNN)。BPNN 是

一种全局逼近神经网络，在训练过程中误差逐层向输入层逆向传播，对网络中出现的所有权值和阈值进

行修正，RBFNN 是一种局部逼近网络，对于每个训练样本，它只需要对少量的权值和阈值进行修正，另
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外 RBFNN 通过径向基函数将低维空间中非线性可分的问题映射到高维空间，使其在高维空间中线性可

分。BPNN 与 RBFNN 两者功能相近，可以互相替代，但理论上后者结构简单、收敛速度快，能够逼近

任意非线性函数，相比 BPNN 更适用于测井岩性识别[17]。 
决策树(Decision Tree, DT)是一个类似流程图的树状结构，可以从一组无规则、无次序的分类样本中

推理出分类规则。DT 通过根节点到叶节点的顺序对样本进行分类，其中每个节点代表一个因变量，每个

分支代表它所连接的上节点在其自变量上的可能取值。分类时采取自顶向下的递归方式，在内部节点进

行因变量的比较，并根据不同的因变量值判断从该节点向下的分支，在树的叶节点得到结论即因变量 y，
整个过程都是以新节点为根的子树上的重复[18]。DT 的建立由建树和剪枝组成[19]，所有 DT 算法都遵

循这 2 个阶段，所产生的算法有 C5.0，CART，QUEST 和 CHAID，差异只在于测量指标不同，如在建

树过程中如何确定首先使用哪个自变量和自变量取值作为拆分点。其中，C5.0 算法与其他算法相比，通

常不需要很长的训练次数，而且面对数据缺失和数据量大的问题时稳健性明显高于其他算法[6]，这在测

井岩性识别时优势明显。 
支持向量机(Support Vector Machine, SVM)建立在统计学理论和结构风险最小原理基础上，在学习精

度和学习能力之间寻求最佳折中，可最大化模型的预测能力，是一项功能强大的分类和回归技术[20]。对

于线性不可分问题，SVM 的主要原理是:用核函数将样本映射到高维特征空间，在高维特征空间中构造

最优分割面，避免了在原空间中进行非线性曲面分割的计算，样本通过核函数映射到高维空间，增加了

线性分割概率。但对某些情况仍然无法实现线性分割，如数据有噪声。SVM 则允许样本点在一定程度上

偏离最优分割面，样本点 xi 允许偏离最优分割面的量称为松弛变量 ξi。因此，实现最优分类需调节松弛

变量，使其达到最优[21] [22]。与调节松弛变量相比，核函数的选择才是影响分类效果的关键，包括线性

核函数、多项式核函数、RBF 核函数和 Sigmeid 核函数，而核函数的选择没有唯一确定的准则，在测井

岩性识别中需要根据实际情祝进行尝试和比较[21] [23]。 
前人对进行岩性识别主要使用的是 BP 神经网络：侯俊胜和王颖(1999)对煤气层测井资料进行了定量

解释识别[24]，卢新卫和金章东(1999)对胜利油田某测井岩性进行识别[25]，范训礼等(1999)对塔里木油田

TZ4 测井的岩性进行了识别[26]，他们用的都是 BP 神经网络手段，而且相同的是识别结果准确率均不高。

蔡磊和程国建等人(2010)采用极限学习机的方法对测井岩性进行识别[27]。在蔡磊(2010)的文章中使用了

机器学习的支持向量机方法。在这次验证中，蔡磊的研究对象选择了自然伽玛，深感应电阻率，中子–

密度孔隙度差，平均中子–密度孔隙度，光电效应这 5 条测井曲线，选取了 10 口井中的 6 口作为训练集

3150 个样本，2 口作为验证集 421 个样本，2 口作为测试集 431 个样本。最终结果显示岩性识别正确率

如表 1。识别结果较好，表明了基于支持向量机的机器学习算法也能在岩性识别中发挥很好的作用。 
 
Table 1. Results of lithology identification of Cai Lei et al. (2010) [28] 
表 1. 蔡磊等(2010)岩性识别结果表[28] 

岩性编号 岩性名称 样本总数 SVM 正确样本数 正确率% ELM 正确样本数 正确率% 

1 陆相砂岩 8 8 100 8 100 

2 陆相粗砂岩 21 20 95.24 20 95.24 

3 陆相细砂岩 22 18 81.82 19 86.36 

4 海相粉砂岩和页岩 13 12 92.31 12 92.31 

5 泥岩 30 28 93.33 27 90 

6 泥粒灰岩 67 52 77.61 53 79.1 

7 白云岩 34 31 91.18 29 85.29 

8 泥粒灰岩–粒屑灰岩 56 52 87.5 50 87.5 

9 叶状–藻状积岩 32 30 93.75 31 96.88 
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安鹏和曹丹平(2018)基于深度学习对测井岩性识别进行了研究[28]，构建了一个包含多个隐层的深度

神经网络模型(图 1)，其中激励函数采用的是 Relu 函数，神经网络优化算法采用的是 Adagrad 算法，并

且在原始输出层和最终输出层之间添加了 softmax 层将神经网络输出转变成一个概率分布。 
 

 
Figure 1. Deep neural network constructed by An and Cao (2018) [28] 
图 1. 安鹏和曹丹平(2018)构建的深度神经网络[28] 

 
深度神经网络使用前馈传播(Forward propagation)将训练数据输入到网络中，逐层训练至输出层，得

到本次的样本数据的预测估计值，然后将预测估计值带入交叉熵损失函数计算误差，然后使用反向传播

算法获得每一个神经元的误差值。接着使用基于梯度的 Adagrad 优化算法，首先根据代价函数计算模型

的每一个参数的梯度，根据梯度计算“惩罚值”，调整模型参数，使预测结果向优化目标(即岩性标签)
接近。 

3.2. 机器学习在测井孔隙度预测中的应用 

储层孔隙度的准确计算队估算石油、天然气等资源的储量具有极大的影响。如果要计算孔隙度，要

先从储层测井曲线的特征出发，对测井资料进行综合分析[29]。对于砂泥岩剖面，有体积模型法、基于岩

心分析资料拟合法等[30]。对于碳酸盐岩储层，借助核磁测井、电成像等测井方法对储层空间类型进行孔

隙度求解[31] [32]。但有些地区缺少核磁测井、电成像测井等资料，又由于碳酸盐岩储层非均质性强[33] 
[34]，孔隙度与测井曲线并无确定的线性关系，所以在复杂岩性的碳酸盐岩储层中，要利用 BP 神经网络

的非线性的映射能力进行储层孔隙度的预测[35]。用神经网络法来解释孔隙度，就是通过给训练样本进行

学习得到一种解释模型，用该模型对未知井进行孔隙度预测[36] [37] [38]，网络的输出层单元只有实测的

孔隙度。王娜娜等[39]改进了传统的 BP 算法，改进后的 BP 算法收敛速度快，图 2 为王娜娜所用 BP 网

络计算孔隙度的模型。 
周雪晴等[38]利用邻域粗糙集选取孔隙度敏感曲线，并将磷虾觅食算法和 BP 神经网络相结合，建

立了最终神经网络孔隙度预测模型。在实验中，周雪晴等人得到的不同隐含层数目的误差的比较，如

表 2。 
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Figure 2. BP network porosity calculation model by 
Wang et al. (2008) [38] 
图 2. 王娜娜等(2008)计算孔隙度的BP网络孔隙度模

型[38] 
 
Table 2. Comparison of errors of different hidden layers by Zhou et al. (2017) [39] 
表 2. 周雪晴等(2017)部分不同隐含层数目的误差的比较[39] 

隐层层数 结点数/个 SEE R 最大迭代次数 训练时间/s 

1 4 22.75 0.67 111 1 

1 5 22.51 0.69 232 3 

1 6 21.07 0.72 374 5 

1 7 21.19 0.72 630 8 

2 4、4 21.60 0.70 592 9 

2 4、3 21.21 0.73 1397 21 

2 4、2 22.85 0.69 1250 18 

2 5、4 20.65 0.75 596 9 

3 3、2、4 22.95 0.69 1000 50 

3 3、3、3 22.23 0.70 1000 56 

3 4、3、2 22.11 0.71 1000 58 

3 5、5、2 22.19 0.74 1000 41 

 

周雪晴等(2017)选用不同的训练函数，为效果较好的部分训练函数结果。选取训练效果最好的训练函

数 trainlm 为最终孔隙度模型训练函数。最终对资料进行处理，结果如图 3 所示。 

3.3. 机器学习在测井渗透率预测中的应用 

反映储层非均质性最直接的参数是就渗透率，使用常规方法解释的渗透率精度一直较低[40] [41]。神

经网络是深度学习中的一种模型，人工神经网络具有结构、神经元传递函数及学习算法 3 个属性[42] [43]，
在实际应用中，大多采用的是 BP 网络，由于渗透率的影响因素较多，不确定性、非结构化现象严重，

因此，适用 BP 网络方法预测砂岩储层的渗透率。 

https://doi.org/10.12677/jogt.2020.422013
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Figure 3. Comparison of different porosity prediction methods by Zhou Xueqing et al. (2017) [39] 
图 3. 周雪晴等(2017)不同孔隙度预测方法对比[39] 
 

李继安(2010)以十红滩铀矿床为例实验的神经网络在渗透率预测的应用[44]，李继安选择用测井资料

向量组成训练模式对，由多个训练模式对组成学习样本集，建立对应实际地层情况的测井信息，形成输

入样本，并以此对其他钻孔进行渗透率的预测。在建立渗透率预测的神经网络模型时，李继安等人采用

https://doi.org/10.12677/jogt.2020.422013
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了三层网络模型，理论已证明：“一个三层网络能以任何精度近似任何连续函数”[45]。起构造的神经网

络结构如图 4 所示。最终预测结果见表 3。绝对误差小于 0.2 的为合格结果，总体合格率为 58.30%，效

果较好。 
 

 
Figure 4. The permeability prediction neural network constructed by Li Ji’an 
(2010) [45] 
图 4. 李继安(2010)构造的渗透率预测神经网络[45] 

 
Table 3. Comparison of predicted permeability and measured permeability in Shihongtan area by Li Ji’an (2010) [45] 
表 3. 李继安(2010)十红滩地区预测渗透率与实测渗透率对比表[45] 

序号 实测渗透率 
(m/d) 

预测渗透率 
(m/d) 

绝对 
误差 结果 序号 实测渗透率 

(m/d) 
预测渗透率 

(m/d) 绝对误差 结果 

1 0.0067 0.0079 0.181 合格 7 0.0168 0.0206 0.225 不合格 

2 0.0082 0.0089 0.091 合格 8 0.1005 0.0837 −0.167 合格 

3 0.0095 0.0148 0.554 不合格 9 0.2110 0.1545 −0.268 不合格 

4 0.0114 0.0096 −0.154 合格 10 0.3016 0.3954 0.311 不合格 

5 0.0088 0.0067 −0.234 不合格 11 0.3865 0.3231 −0.164 合格 

6 0.0083 0.0099 0.188 合格 12 0.2764 0.3032 0.097 合格 

3.4. 机器学习 AdaBoost.M2 算法在砂砾岩流体识别中的应用[46] 

流体识别是测井评价的重要环节。在某些储层情况下，流体很难准确识别，如图 5 所示，该地区利

用密度与电阻率难以识别流体。因而，选取反映储层岩性、物性、流体性质的 SP、GR (伽马)、RT、AC 
(声波时差)、CNL、(补偿中子)、DEN (密度)等六种测井资料，运用机器学习算法，提取反映流体的信息，

多参数结合实现砂砾岩中的流体识别。 
首先在关键井中，根据核磁共振、录井油气显示、试油等结果选取多个井段的储层样本，综合考虑

岩性、孔隙结构、地层水矿化度等因素选取.上述六种测井资料作为输入，建立研究区干层、水层、油水

同层、油层识别模型。 
建模前，对输入参数做归-化处理消除量纲的影响。图 6 为不同流体类型测井数据归-化后的平行坐标

系，从左到右分别为 DEN、CNL、GR、AC、SP、RT 测井类型。每一个样本为一条曲线，不同颜色的

曲线代表不同类型的流体。从图中可以看出，不同类型流体测井响应特征不同，同一种流体各测井响应

特征也不完全一致。因此，采用单一测井曲线无法对复杂储层流体类型进行划分，需要多个测井参数进

行学习分类获得学习模型，识别油水层。 
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Figure 5. Resistivity-density crossplot of the study area 
图 5. 研究区电阻率–密度交会图 

 

 
Figure 6. Parameter parallel coordinate system after normalization 
图 6. 归一化后的参数平行坐标系 

3.5. 机器学习在重建三维多孔介质建模中的应用[47] 

岩石物理是测井评价的基础。数字岩心作为一种新的手段，可以弥补常规岩石物理实验的不足。Lukas 
Mosser 等开发了利用一类无监督机器学习方法生成对抗网络(GAN)进行三维数字岩心建模的方法。生成

对抗网络由两个可区分的函数组成：鉴别器 D 和生成器 G。鉴别器 D 接收“真实”数据集的样本数据和

生成器 G 从隐藏的潜在空间 Z 中创建的“伪”样本 G(z) (潜在空间 Z 由独立的实际随机变量组成，通常

是正态或均匀分布的，表示发生器 G 的随机输入)。然后生成器 G 将潜在空间 Z 中的随机变量映射到空

间中生成图像。GAN 的训练流程如图 7 所示。 
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Figure 7. GAN training process 
图 7. 生成对抗网络(GAN)训练流程 

4. 结论与展望 

在测井解释中，机器学习覆盖范围极广。调研发现深度学习技术运用在岩性识别、孔隙度渗透率预

测中，不仅极大地提高了工作的效率，而且识别的准确率也相当高。现有的机器学习应用直观的体现了

机器学习技术在测井中的发展。随着计算机人工智能等快速发展，机器学习在大量数据预测，数据处理

过程中具有显著优势，并且在很大程度上也会带动测井仪器朝着高精度高维度高分辨率方向发展。 
近年来，机器学习在图像分类方面前景广阔，况且电成像技术在测井剖面解释中直观的展现了地下

地质情况，因此将机器学习应用到电成像裂缝识别中意义重大。深度信念网络(机器学习中的一种)也可以

引入煤田测井数据处理中。相信在不远的将来，机器学习会在更多的地球物理勘探手段中实现更深入的

应用。 
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