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摘  要 

随着人口老龄化程度进一步加深，加之人口死亡率的持续下降和人口预期寿命的不断延长，对死亡率有

更加有效的预测，在长寿风险的研究中尤为重要。在以往的死亡率预测中，死亡率模型的时间项大多采

用传统的ARIMA时间序列方法进行预测。本文选取中国人口死亡率数据，以长短期记忆(LSTM)网络和全

连接层为基础，构建基于循环神经网络的LSTM学习机，用于预测Lee-Carter模型的时间项。 
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Abstract 
As the aging degree of the population deepens, coupled with the continuous decline in population 
mortality and prolonged life expectancy, a more effective prediction of mortality is particularly 
important in the study of longevity risk. In previous mortality predictions, the time terms of mor-
tality models were mostly predicted using traditional ARIMA time series methods. This paper se-
lects Chinese population mortality data, based on long-short term memory (LSTM) network and 
dense layers, constructing a LSTM learning machine based on recurrent neural network to predict 
the time term of the Lee-Carter model. 
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1. 引言 

国家统计局 2021 年 5 月 11 日公布第七次全国人口普查主要数据结果。数据显示，全国人口共 141,178
万人，与 2010 年(第六次全国人口普查数据)的 133,972 万人相比，增加了 7206 万人，增长率为 5.38%，

平均增长率为 0.53%，比 2000 年到 2010 年的年平均增长率 0.57%下降 0.04 个百分点。近 10 年来我国人

口继续以低速态势保持增长。其中，0~14 岁人口为 25,338 万人，占比 17.95%；15~59 岁人口为 89,438
万人，占比 63.35%；60 岁及以上人口为 26,402 万人，占比 18.70% (其中，65 岁及以上人口为 19,064 万

人，占比 13.50%)。与 2010 年相比，0~14 岁、15~59 岁、60 岁及以上人口的比重分别上升 1.35 个百分

点、下降 6.79 个百分点、上升 5.44 个百分点。我国少儿人口比重回升，生育政策调整取得了积极成效。

与此同时，更应该关注的应是人口老龄化程度进一步加深，加之人口死亡率的持续下降和人口预期寿命

的不断延长，未来一段时期将持续面临人口长期均衡发展的压力。 
死亡率作为决定人口规模、结构和分布变化的主要因素之一，对其预测显得尤为重要。死亡率预测

应用在许多方面，并且有其特殊的意义。其中，在长寿风险领域，作为确定其成员年度缴款以及人口预

测。由于其重要性，近几十年来，死亡率预测技术有了很大的发展和提高，涌现了多形式的死亡率模型。

在国外，Lee 等(1992) [1]提出了一种将人口统计模型和时间序列联系在一起的对数双线性模型，即

Lee-Carter 模型(以下简称 LC 模型)。Renshaw 等(2006) [2]在 LC 模型的基础上加入了出生年效应，首次

提出了 RH 模型并将其应用到英格兰和威尔士男性死亡率预测中。Cairns 等(2011) [3]通过对 6 个随机死

亡率模型的分析，发现要从拟合和预测两个方面来判定一个模型的合理性。Li 等(2013) [4]运用扩展的 LC
模型方法对美国和日本死亡率数据进行拟合与预测。Enchev 等(2017) [5]利用 6 个国家的死亡率数据对共

同年龄效应(CAE)等随机死亡率模型的拟合效果进行比较，通过模型预测发现 CAE 模型最优。Li 等(2019) 
[6]运用一个新的双人口死亡率预测模型对比利时、瑞典、瑞士和英国 4 个国家的高龄死亡率数据进行了

拟合与预测。在国内研究中，李志生等(2010) [7]运用 2019 对中国人口死亡率数据进行拟合和预测，之后

黄顺林等(2010) [8]运用 RH 模型对中国男性人口死亡率进行了预测，并将其应用到预期寿命和年金系数

的估计中。韩猛等(2010) [9]对 LC 模型进行了改进，通过一个双随机过程对 LC 模型中的时间项进行建模。

曾燕等(2016) [10]采用Boostrap方法与LC模型拟合死亡率数据，运用带漂移项的随机游走模型进行预测。

LC 模型对中国人口死亡率进行预测后，根据预测的死亡率数据对中国人口平均预期寿命进行计算。樊毅

和张宁等(2018) [11]基于中国人口死亡率数据，对 8 个死亡率经典模型进行了比较分析，发现 APC 模型

对中国人口死亡率的拟合效果最优。王晓军等(2019) [12]运用台湾高龄人口死亡率数据对贝叶斯分层模型

等 8 种死亡率模型进行了比较分析，最后通过拟合中国大陆人口数据，发现 CBD 模型对我国大陆地区高

龄死亡率的拟合和预测较好。 
关于中国人口数据的死亡率模型研究，大多依赖于 LC 和 APC 等几个常见的随机死亡率模型。马海

飞等(2020) [13]对 APC 模型进行扩展，提出一个新的死亡率模型 EAPC (Extended Age-Period-Cohort)，通
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过比较模型的拟合效果和预测效果，并对其稳定性进行检验，发现 EAPC 模型更适合于拟合和预测中

国的人口死亡率。肖鸿民等(2020) [14]分别运用 ARIMA 方法和双随机过程对 LC 模型的时间项进行预

测，通过比较它们的预测结果表明，经典 ARIMA 方法更适合目前中国的人口死亡率预测。近些年来，

随着机器学习的不断深入，许多学者开始将机器学习方法应用到死亡率的预测研究中，而且发现其明

显地提高了死亡率的预测效果。Deprez 等(2017) [15]发现了机器学习算法可以有效评估标准的动态死亡

率预测模型(LC 模型和 RH 模型)的拟合优度。Hainaut (2018) [16]使用自编码器将死亡率中蕴含的信息

进行编码和解码，并通过带漂移项的随机游走模型进行预测，其死亡率预测性能要优于 LC 模型和 RH
模型。Levan-tesi 等(2019) [17]基于决策树、随机森林、梯度提升树等树方法对死亡率数据进行拟合和

预测，其效果显著优于 LC 模型、RH 模型和 Plat 模型。陈宁(2019) [18]在 Hainaut (2018)提出的神经网

络死亡率模型的基础上，根据我国人口死亡率数据的特征，对模型的估计方法和预测方法进行调整，

构建了适合我国人口的神经网络死亡率模型。在模型的估计方法上，文章采用降噪自编码神经网络来

提取潜在时间因子，在模型的预测方法上，应用 ARIMA 模型对潜在时间因子进行外推。通过将模型的

预测结果与 LC 模型的预测结果进行对比，对模型的预测效果进行分析。结果表明，文章建立的神经网

络死亡率模型的预测结果整体上优于 LC 模型的预测结果，该模型可以较好地预测我国人口死亡率。张

连增等(2020) [19]应用稀疏自编码器，建立死亡率的神经网络模型，使模型通过训练能够自行学习到死亡

率的潜在特征，并将模型的拟合结果和预测结果与传统 LC 模型进行比较分析。结果显示，自编码器对

死亡率的拟合效果与模型相近，而预测效果显著优于 LC 模型，说明自编码器显著提高了对死亡率的预

测性能。 
目前为止，大多死亡率的预测部分都是基于传统的 ARIMA 方法进行的，Wei Hong 等(2020) [20]提

出 LC-ANN 模型，即将 ANN 用于死亡率模型 LC 的预测过程中，分别对马来西亚男性、女性死亡率进

行预测，结果表明 LC-ANN 模型有着良好的预测能力。本文以我国人口死亡率数据为例，以经典死亡率

模型(LC 模型)为出发点，对模型进行参数估计，考虑其时间项受非线性因素的影响，尝试将 LSTM 网络

融进基于循环神经网络的死亡率的预测分析过程，得到死亡率预测值，与传统的 ARIMA 预测方法进行

比较。 

2. 随机死亡率模型 

2.1. 模型简介 

LC 模型假设对数死亡率与时间呈现关联性。以 ,x tm 表示 x 岁的人在 t 年内的中心死亡率，在传统的

LC 模型中，中心死亡率 ,x tm 的对数与年龄、时间的关系可用下式表示： 

, ,ln x t x x t x tm kα β= + +                                   (1) 

其中 ,x tm 表示 t 年龄为 x 岁群体的中心死亡率； ( )0,1,2,x xα =  为依赖年龄因子的参数，表示的是 x 岁人

口对数死亡率的平均数； ( )0,1,2,x xβ =  表示年龄因子对时间的敏感度； tk 反映了死亡率随时间 t 的变

化程度，通常称为死亡指数； ,x t 为随机误差项。 
LC 模型对死亡率的拟合和预测分为两步，第一步基于死亡率数据，对参数 xα 、 xβ 和 tk 运用 1极大

似然估计方法进行估计。第二步对时间因子 tk 建立时间序列模型，并预测未来的时间因子，将预测值代

入 LC 模型中，并根据 xα 和 xβ 的估计值，得到预测的死亡率数值。 

 

 

1极大似然估计法的一个优点是不需要对 kt 的估计值进行修正，因为该方法直接假设死亡数服从泊松分布，而 SVD (Singular Value 
Decomposition)法求出的 kt 的估计值需要进一步修正。 
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2.2. 参数估计 

对上述随机死亡率模型进行参数估计时，都假定死亡人数 ,x tD ，服从参数为 ,x tλ 的泊松分布，

, , ,x t x t x tm Eλ = ，即 

( ), , ,~ Poissonx t x t x tD m E                                  (2) 

其中， ( ), expx t x x tm kα β= + ， ,x tD 表示年龄为 x、时间为 t 的死亡人数， ,x tE 表示年龄为 x、时间为 t 的暴

露人数。 
根据以上假设，对于任一年龄 x、时刻 t，似然函数(不考虑下标)和对数似然函数可以表示为 

( ); e
!

d

L d
d

λλλ −=                                    (3) 

( ) ( ) ( )ln ; ln ln !l L d d dλ λ λ= = − −                            (4) 

若假设每一年龄的死亡相对独立，则总体对数似然函数表示为： 

( ) ( ) ( )
( ) ( )

, , ,,

, ,,

, , ln ln !

exp

x t x t x tx t

x t x x t x t x x tx t

l k d d

d k E k c

α β λ λ

α β α β

 = − − 
 = + − + + 

∑
∑

                  (5) 

对于一个给定的模型，用θ 来代表待估计的参数向量，运用牛顿迭代法得到各参数的估计值，牛顿

迭代公式如下： 

( ) ( )
( )

( )
1

2 2
ˆ ˆ

n
n n

n

L
L

θθ θ
θ

+ ∂ ∂
= −

∂ ∂
                               (6) 

其中， ( )ˆ nθ 是第 n 次迭代参数， ( ) ( )ˆn nL L θ =   。 
因此 LC 模型参数迭代具体内容为： 

( ) ( )
( )

( )
( ) ( ) ( ) ( ), ,1 1 1
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其中 ( ) ( ) ( ) ( )( ), ,
ˆˆˆ ˆexpn n n n

x t x t x x tD E kα β= + 或 ( )
,

ˆ n
x tD 为第 n 步迭代得到的死亡数估计值。利用更新的参数重新计算对

数似然函数，当参数更新使对数似然函数收敛(即增加量很小，通常小于 10−10)时停止迭代，得到参数估

计值。 

3. LSTM 神经网络 

3.1. 理论准备 

LSTM (Long Short Term Memory, LSTM)网络[21] [22]，是一种 RNN (Recurrent Neural Network，循

https://doi.org/10.12677/aam.2021.1010367


肖鸿民，李祥 
 

 

DOI: 10.12677/aam.2021.1010367 3481 应用数学进展 
 

环神经网络)特殊的类型，可以学习长期依赖序列的信息，通过训练时在“时间上的反向传播”来克服

梯度消失的问题。LSTM 网络可以用来构建大规模的递归神经网络来处理机器学习中复杂的序列问题，

与此同时，得到不错的效果。 
与 RNN [23]不同的是，他在算法中加入了一个判断信息有用与否的“处理器”，这个处理器的作用

结构被称作是激活单元(cell)。一个 cell 中被放置了三扇门，分别叫做输入门(Input Gate)、遗忘门(Forget 
Gate)、输出门(Output Gate)。一个信息进入 LSTM 网络中，只有符合信息的才会留下，不符合的信息则

通过遗忘门被遗忘。有了这种机制的存在，理论上减少了梯度爆炸(消失)的风险。 

3.2. 模型构建 

时间序列预测相对是较困难的一类问题。最简单明了的思路就是寻找当前和过去数据 ( )1, ,t tX X −  与

未来数据 ( )1tX + 之间的关系，一般情况下将这种关系表示成为一个回归问题。本文应用 R 软件中的 keras
包，以 LSTM 网络回归为出发点，通过 keras 包中的 keras_model_sequential，layer_lstm，layer_dense 函

数建立神经网络，compile 函数编译模型的优化目标，并用 fit 函数进行拟合。 

4. 预测结果分析 

4.1. 数据来源 

本文采用的数据来源于 1995~2017 年的《中国人口统计年鉴》，选取连续 23 年的中国人口 0~90 岁

死亡率数据。大部分日历年死亡率数据的末组都为 90+ (90 岁及以上用 90+表示)，因此本文的年龄上限

设为 90。 

4.2. 参数估计 

选取上述数据 1995~2013 年的死亡率数据，结合(7)、(8)、(9)式对 LC 模型进行参数估计，结果如下

表，见表 1。从图 1 中可以看出，参数 xα 表示 x 岁人口对数死亡率的平均水平，随着年龄的增长，其值

呈现了先下降后上升的趋势； xβ 作为年龄因子对时间的敏感度，其低年龄的值较高，高年龄的值逐渐趋

向 0，表明低年龄人群对对死亡率时间因子的变化更加敏感，高年龄组人口死亡率的时间敏感度较小； tk
的估计值随着时间的推移而逐渐降低。 

 

 
Figure 1. Parameters estimation 
图 1. 参数估计 
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Table 1. Estimates of ˆ xα  and ˆ
xβ  

表 1. ˆ xα 和 ˆ
xβ 的估计值 

age ˆ xα  ˆ
xβ  age ˆ xα  

ˆ
xβ  age ˆ xα  

ˆ
xβ  

0 −6.485755 0.049524 31 −7.409944 0.012716 62 −4.738761 0.009012 

1 −7.198779 0.020768 32 −7.361465 0.013027 62 −4.667308 0.008762 

2 −7.830775 0.024110 33 −7.323007 0.012140 63 −4.425088 0.008303 

3 −8.154655 0.024250 34 −7.171831 0.010912 64 −4.387482 0.008935 

4 −8.315216 0.021919 35 −7.093256 0.011141 65 −4.221649 0.008949 

5 −8.365536 0.019267 36 −7.032488 0.009878 66 −4.169830 0.008340 

6 −8.358963 0.015974 37 −6.979232 0.010494 67 −4.000924 0.009830 

7 −8.461958 0.016142 38 −6.908745 0.010090 68 −3.845957 0.009423 

8 −8.461274 0.015274 39 −6.790529 0.009456 69 −3.793029 0.009199 

9 −8.397840 0.011985 40 −6.675657 0.009538 70 −3.648517 0.008879 

10 −8.286131 0.010071 41 −6.629195 0.008605 71 −3.555675 0.009007 

11 −8.307184 0.008829 42 −6.449000 0.007348 72 −3.436063 0.008381 

12 −8.253405 0.007470 43 −6.412013 0.007117 73 −3.328049 0.008381 

13 −8.299446 0.008700 44 −6.312303 0.006716 74 −3.337263 0.007712 

14 −8.284689 0.009693 45 −6.201040 0.006787 75 −3.105504 0.007461 

15 −8.153931 0.009627 46 −6.188423 0.007416 76 −3.022168 0.009118 

16 −8.150109 0.010607 47 −6.134400 0.008166 77 −3.105504 0.006511 

17 −8.058737 0.011165 48 −5.872851 0.004936 78 −2.748997 0.007347 

18 −8.062973 0.014415 49 −5.847377 0.006449 79 −2.693988 0.008332 

19 −8.051155 0.015831 50 −5.765416 0.007645 80 −2.600064 0.007584 

20 −8.007657 0.017679 51 −5.713672 0.006740 81 −2.510195 0.007328 

21 −7.973424 0.016873 52 −5.688740 0.008439 82 −2.395216 0.007403 

22 −7.936838 0.017557 53 −5.576178 0.007652 83 −2.327588 0.007149 

23 −7.831353 0.015875 54 −5.444280 0.007531 84 −2.249628 0.006536 

24 −7.786893 0.016131 55 −5.424943 0.008543 85 −2.162488 0.006468 

25 −7.746648 0.015897 56 −5.317418 0.007452 86 −2.057567 0.006176 

26 −7.759412 0.015594 57 −5.267246 0.008868 87 −1.964543 0.006264 

27 −7.726829 0.015981 58 −5.147719 0.008245 88 −2.162488 0.006029 

28 −7.689415 0.015375 59 −5.039057 0.008870 89 −1.964543 0.005800 

29 −7.557582 0.014048 60 −4.958702 0.010389 90 −1.720298 0.005833 

30 −7.556472 0.015389 61 −4.834724 0.008555    
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4.3. 死亡率预测 

对得到的时间项估计值进行最大–最小特征缩放，见表 2。划分数据集，取 1995~2011 年数据作为

训练集，2012~2017 年数据集为测试集，带入前文搭建好的神经网络模型进行训练、拟合和预测，预测

结束后将预测数据进行反归一化，得到预测值，见表 3。 

4.4. 比较分析 

见图2所示，通过与实际死亡率数据以及传统的ARIMA方法预测值比较，基于循环神经网络的LSTM
学习机在预测中国人口死亡率的应用中有良好的效果。下面我们尝试适当地改变 LSTM 学习机的网络结

构，寻求更适合中国人口死亡率预测的神经网络结构，同样得到新的死亡率预测值，与前面的两次结果

作比较。 
见图 3 所示，在适当的改变 LSTM 网络层单元数后，预测值(RNN-LSTM2)明显优于前文所提到的

ARIMA 方法得到的预测值与起初的神经网络预测(RNN-LSTM1)，故充分展示了神经网络在死亡率预测

中的优越性。 
 

Table 2. Time-term estimated value after feature scaling 
表 2. 经过特征缩放后的时间项估计值 

year kt year kt year kt 

1995 0.98479325 2003 0.77086595 2011 0.45249095 

1996 0.98469093 2004 0.70996925 2012 0.44552309 

1997 1.00000000 2005 0.66548162 2013 0.39046947 

1998 0.96067694 2006 0.49316280 2014 0.39483149 

1999 0.91298239 2007 0.47151582 2015 0.01595222 

2000 0.91137558 2008 0.52402043 2016 0.09414175 

2001 0.83687991 2009 0.32367418 2017 0.00000000 

2002 0.83754272 2010 0.43880770   

 
Table 3. Mortality estimated value (Unit: %) 
表 3. 死亡率估计值(单位：%) 

Age 
year 

Age 
year 

2015 2016 2017 2015 2016 2017 

0 0.610 0.315 0.106 47 0.272 0.244 0.249 

1 0.133 0.101 0.060 48 0.323 0.302 0.306 

2 0.078 0.056 0.043 49 0.345 0.317 0.322 

3 0.057 0.041 0.035 50 0.388 0.350 0.357 

4 0.045 0.033 0.032 51 0.398 0.364 0.370 

5 0.040 0.030 0.030 52 0.428 0.383 0.391 

6 0.037 0.029 0.027 53 0.469 0.423 0.432 

7 0.033 0.026 0.027 54 0.533 0.482 0.491 

8 0.032 0.026 0.027 55 0.559 0.499 0.510 
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Continued 

9 0.031 0.026 0.029 56 0.604 0.547 0.557 

10 0.033 0.029 0.028 57 0.661 0.587 0.600 

11 0.031 0.028 0.029 58 0.732 0.656 0.669 

12 0.032 0.029 0.028 59 0.830 0.738 0.754 

13 0.031 0.028 0.029 60 0.939 0.818 0.839 

14 0.033 0.029 0.033 61 1.010 0.901 0.921 

15 0.037 0.033 0.034 62 1.126 0.998 1.021 

16 0.038 0.033 0.038 63 1.201 1.068 1.092 

17 0.043 0.037 0.040 64 1.396 1.250 1.276 

18 0.047 0.038 0.041 65 1.537 1.365 1.396 

19 0.049 0.040 0.045 66 1.597 1.417 1.450 

20 0.054 0.043 0.046 67 1.853 1.658 1.694 

21 0.055 0.044 0.048 68 2.035 1.785 1.830 

22 0.058 0.046 0.052 69 2.382 2.101 2.152 

23 0.061 0.050 0.054 70 2.764 2.445 2.503 

24 0.065 0.052 0.056 71 2.888 2.566 2.624 

25 0.067 0.054 0.055 72 3.349 2.971 3.039 

26 0.066 0.053 0.058 73 3.611 3.230 3.299 

27 0.068 0.055 0.059 74 3.995 3.605 3.676 

28 0.070 0.057 0.066 75 4.419 4.001 4.077 

29 0.077 0.064 0.068 76 4.587 4.063 4.157 

30 0.080 0.065 0.075 77 5.376 4.930 5.011 

31 0.086 0.072 0.079 78 5.981 5.424 5.526 

32 0.091 0.076 0.081 79 6.688 5.986 6.113 

33 0.092 0.078 0.092 80 7.913 7.153 7.291 

34 0.104 0.090 0.100 81 8.301 7.529 7.670 

35 0.113 0.097 0.104 82 9.137 8.280 8.436 

36 0.116 0.102 0.111 83 9.926 9.025 9.189 

37 0.124 0.108 0.118 84 10.946 10.034 10.201 

38 0.132 0.115 0.132 85 11.689 10.725 10.902 

39 0.146 0.129 0.148 86 12534 11.545 11.726 

40 0.164 0.145 0.153 87 13709 12.613 12.813 

41 0.168 0.149 0.179 88 15.126 13.960 14.173 

42 0.194 0.176 0.185 89 16..494 15.269 15.494 

43 0.200 0.182 0.203 90 21.077 19.503 19.792 

44 0.218 0.200 0.227     

45 0.245 0.224 0.233     

46 0.252 0.228 0.233     
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Figure 2. Comparison of actual mortality with ARIMA and RNN-LSTM estimated value 
图 2. 实际死亡率与 ARIMA 及 RNN-LSTM 估计值的比较 

 

 
Figure 3. Comparison between the predicted value of changing the number of cells in the LSTM network layer and the pre-
dicted value of the ARIMA method 
图 3. 改变 LSTM 网络层单元数预测值与真实值及 ARIMA 方法预测值的比较 

5. 结论 

死亡率的下降和预期寿命的延长显然成为我国人口发展的主要趋势，由此带来的长寿风险不容忽视，

特别是在养老金体系中，基本养老保险、企业补充养老保险以及商业养老保险都需重视未来死亡率发展

趋势，并采取相应的措施来应对长寿风险。以往的死亡率时间项大多都是运用传统的 ARIMA 方法进行

线性外推，考虑到非线性因素的影响，本文应用基于 Keras 的 LSTM 循环神经网络预测模型，不仅解决

了 RNN 神经网络中存在的梯度消失和梯度爆炸问题，同时也解决了很多古典线性方法难以适应多个变量

或多输入的时间序列预测问题，因此该模型能够应用于死亡率的预测。本文通过对我国数据的拟合预测，

可以核实基于循环神经网络的 LSTM 学习机在预测中国人口死亡率的应用中有良好的效果，并且在适当

的改变网络结构后，发现得到的死亡率预测值明显优于传统的 ARIMA 方法得到的预测值。 
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