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摘  要 

受困于维数诅咒，能够求解高维偏微分方程(PDEs)的算法一直以来都极其有限。鄂维南和韩劼群在2017
年提出的算法通过将未知解的梯度看作策略函数，利用深度学习可以较为有效的解决高维偏微分方程，

但却无法解决带有真正策略函数的问题。本文提出了一种新算法，通过多层神经网络表示策略函数映射，

将方程的解映射为适应度函数，把网络中的参数看作自变量，通过进化算法优化整个策略函数；同时配

合鄂维南和韩劼群的算法求解问题。通过在Riccati方程和投资消费问题等的实际算例模拟下，表明了算

法的准确性和实际意义。 
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Abstract 
Because of the curse of dimensionality, developing efficient algorithms for solving high-dimensional 
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partial differential equations (PDEs) has been an extremely difficult task. The algorithm which 
Weinan E and Jiequn Han proposed in 2017 views the gradient of the unknown solution as policy 
function, and through deep learning can effectively solve high-dimensional partial differential 
equations, but this method cannot deal with stochastic control problems with real policy function. 
We propose a new algorithm for solving this problem, which use multilayer neural network to 
represent the map of policy function and view the parameters in the neural network as indepen-
dent variables. Then, we use the evolution algorithm to optimal the policy function. At the same 
time, we cooperate with Weinan E and Jiequn Han’s algorithm to solve this problem. Numerical 
results on 5-dimensional Riccati equation and 12-dimensional Investment and Consumption Prob-
lem suggest the accuracy and practical significance of the algorithm. 
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1. 引言 

由于维数诅咒的存在[1]，建立行之有效的高维偏微分方程(Partial differential equation, PDE)的算法一

直以来都是一个非常有挑战性的工作。比较传统的求解方法是使用近似动态规划[2]，但这种方法需要我

们用一个近似函数替代掉真值函数，然后通过更新值函数的方式来求解出问题。在过去的二十多年中，

由于倒向随机微分方程(Backward stochastic differential equation, BSDE)的出现及对其相关理论的充分研

究，我们可以将随机偏微分方程(PDEs)的解通过 Feynman-Kac 公式(Feynman-Kacformula)表达为一个与其

耦合的倒向随机微分方程的解[3] [4] [5]，在这样的理论基础之上，通过蒙特卡罗方法可以建立求解随机

偏微分方程(PDEs)在任意时空间位置解的算法[6]。在信息时代的当下，鄂维南和韩劼群所开发的算法[7] 
[8] [9]，是将偏微分方程和倒向随机微分方程相结合，令所求方程解的梯度充当策略函数，然后把所给定

的终端条件和倒向随机微分方程的解之间的误差视为损失函数，进而通过神经网络逼近策略函数来求解

出问题，这种算法在 100 维的非线性偏微分方程中也表现出了良好的效果。在此之后，这种通过深度学

习算法来求解高维随机偏微分方程的思路应用的越来越广泛[10] [11] [12] [13]，在误差减小、效率提升等

方面的研究也获得了长足的进步[14] [15]。 
但是，鄂维南和韩劼群的算法也有一些不完备的地方，在面对带有策略函数的随机控制问题[16]时，

这种算法就会面临整个问题出有两种策略函数需要解决的局面。考虑到鄂维南和韩劼群的算法不需要设

计近似函数和处理值函数，且能够同时处理线性非线性的高维偏微分方程问题，具有较强的普适性。因

此，我们仍期望从他们的算法出发，开发出能够解决含有策略函数的随机控制问题算法。 
近年来，深度学习作为机器学习领域中的新技术越来越为人所知，其在机器视觉、自然语言处理和

自动驾驶中的广泛应用，以及处理高维复杂问题时的优异表现让人看到了它的巨大潜能。而深度学习所

具有的万能近似定理[17]也表明，无论是什么样的函数，我们总能够通过一个足够庞大的前馈网络来将它

表示出来。这个定理的存在启发我们或许可以用深度学习的相关技术来解决我们面临的问题。 
利用深度学习的知识，对于随机控制问题中的策略函数映射，我们采用多层神经网络的结构将它形
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式化的表达出来，而对于神经网络中本来应该通过反向传播算法进行优化的诸多参数[18]，我们利用进化

算法来进行求解。也就是说我们人为设计了一个神经网络结构表示随机控制问题的策略函数，并且通过

进化算法对网络进行优化。这样的做法优点在于我们只需通过评估网络输出的结果就可以更新网络参数，

而不需要像传统的神经网络算法一样，设计损失函数的形式，利用随机梯度下降算法(Stochastic gradient 
descent, SGD)最优化损失函数来更新参数[17]。对于问题的余下部分，我们仍然沿用鄂维南和韩劼群的方法。 

通过对有限时间指标的离散化，我们在每个时间步设置两个子网络，分别对随机控制问题的策略函

数和解的梯度进行逼近。然后依据时间步的推进，将这两种类型的子网络有机的叠加在一起，形成一个

非常深的网络，以此来求解我们的问题。 
在本文中，我们首先对提出的算法进行了推导和架构，接着给出了整个算法的结构形式和主要部分

的算法过程，并且将算法在 5-Riccati 方程[19] [20]和 12-维投资消费问题[21]中进行了测试，结果表明算

法的提出具有一定的实际意义。 

2. 数值方法 

我们考虑一类经典的偏微分方程(PDEs)，它具有如下的表达形式： 

( ) ( ) ( )( )( )( )
( )( ) ( )

( ) ( )( )( )( )

1, , ; , ; ,
2

, , , ;

, , , , , ; , ; 0

x
v

x

x

u t x optimal Tr t x v t x v Hess u t x
t

u t x b t x v

f t x u t x t x v u t x v

σ σ

σ

∈

∂ + 
∂ 

+ ∇

+ ∇ =








               (2.1) 

其终端时刻条件为 ( ) ( ),u T x h x= 。 

在这里，t 和 x 表示时间和 d-维的空间向量，v 表示在容许控制集  上取值的 m-维反馈控制过程，

即问题的策略函数。此外，b 为 d-维向量值函数，σ 表示 d d× 维的矩阵值函数，σ  为σ 的转置， u∇ 和

xHess u 表示函数 u 关于 x 的梯度和海森(Hessian)矩阵。 
我们关心的是这个方程在 0t = 时刻， x ξ= 时，在最优控制 v ∈ 条件下的解。这里显然 dξ ∈ 。 

想要求解这个问题，最关键的一点是将上述的求解一个偏微分方程的问题重新表述，转化为求解一

个随机控制问题。 

2.1. 化偏微分方程问题(PDEs)为随机控制问题 

假设 ( ), ,Ω  是一个概率空间，{ }0t t T
W

≤ ≤
是定义在这个概率空间上的 d-维标准布朗运动。{ }0t t T≤ ≤

 是

定义在 ( ), ,Ω  上，由布朗运动{ }0t t T
W

≤ ≤
生成的自然域流；是所有具有连续轨道的 d

 -维 -适应随

机过程的集合。我们可以知道，反馈控制 v 属于集合 ，其中 ( ){ }2| 0, ; mv v T∈   在紧集 mU ∈ 上取

值。 
令{ }0t t T

X
≤ ≤

为 d-维随机过程，我们关心的随机控制问题的状态方程可以表达为： 

( ) ( ), ; , ; , ;

0

d , ; d , ; dt v t v t v
t t t t t t

d

X b t X v t t X v W

X

ξ ξ ξσ

ξ

 = +


= ∈ 

                      (2.2) 

这个随机控制问题的成本函数与一个和(2.2)式耦合的倒向随机微分方程(BSDE)的解相关： 

( )
( )

, ; , ; , ; , ; , ;

, ; , ;

d , , , ; dt v t v t x v t v t v
t t t

t v t v
T T

Y f t X Y Z v Z W

Y h X
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=
                      (2.3) 
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成本函数(Cost function)定义为： 

( ) , ;, ; t v
tJ t x v Y ξ

                                     (2.4) 

通过这个随机控制问题，我们可以找到在给定的 ( ),t x 和最优的反馈控制 v ∈ 等条件下，成本函数

(2.4)的最大值或最小值。 
在对 f 的合理假设下，我们可以发现对于所有的 ( )0,t T∈ ，偏微分方程(PDEs) (2.1)和倒向随机微分

方程(BSDEs) (2.3)存在如下的关系[3] [4] [5]： 

( ) ( )( )( ), ; , ; , ; , ; , ;, , ; ,,t v t v t v t v t v d
t t t t x tY u t X Z t X v u t Xξ ξ ξ ξ ξσ= ∈ = ∇ ∈ 

              (2.5) 

(2.5)中的左式通常被称作为非线性的 Feynman-Kac 公式。 
通过上述变换，我们将求解偏微分方程(PDEs) (2.1)的问题转化为求解一个与之相匹配的随机控制问

题(2.2)~(2.4)。从而，通过求解随机控制问题(2.2)~(2.4)，我们可以利用 ( )0,J ξ 来计算出(2.1)式在最优反

馈控制 v 下的值 ( )0,u ξ 。 
我们通过两个简短的步骤来说明求解 ( )0,u ξ 的数值算法： 
1) 在反馈控制 v∈ 中，选定一条样本轨道 v̂ ，我们可以得到与之相对应的随机控制问题的解

( )ˆ0, ;J vξ 。并且，对于不同的样本轨道 v̂ ，我们总能够得到与之相对应的 ( )ˆ0, ;J vξ 。因此，通过对反馈

控制 v 的充分采样，我们能够得到充分多的 v̂ J− 对。 
2) 对于 1 中的所有 v̂ J− 对，我们能够找到一个反馈控制 ˆv v∈ ，使得 ( )0,J ξ 达到最大值或者最小值。 
在下一章节中，我们首先讨论第 1 步的具体实施方法。 

2.2. 偏微分方程(PDEs)的神经网络算法 

为了推导出求解 ( )0, ;J ξ ⋅ 的数值算法，我们假设在(2.2)~(2.4)中选取了反馈控制 v 的一条轨道 v̂，并

将(2.5)中的两个公式插入到(2.3)中，我们可以得到对于所有的 [ ]0,t T∈ ： 
随机控制问题的状态方程改写为： 

( ) ( )
0 0

ˆ ˆ, ; d , ; d
t t

t s s s s sX b s X v s s X v Wξ σ= + +∫ ∫                        (2.6) 

与状态方程相耦合的倒向随机微分方程(BSDE)便为： 

( ) ( ) ( ) ( )( )( )( )
( )( )( )

ˆ ˆ, , , , , , ; , ; d

ˆ, ; , ,d

T
t T s s s s x s st

T
s s x s st

u t X h X f s X u s X s X v u s X v s

s X v u s X W

σ

σ

+ ∇

∇−

= ∫

∫




           (2.7) 

成本函数为： 

( ) ( )ˆ, ;ˆ, ; , t v
tJ t x v u t X ξ

                                 (2.8) 

我们将 ( ) 00, uu ξ θ≈ ， ( )( ) 00,x uu ξ θ∇∇ ≈ 视为模型的参数，然后对(2.6)，(2.7)式采取时间离散化。 

具体来说，令 [ ]0 1, , , 0, ,Nt t t T N∈ ∈ ，其满足： 

0 10 Nt t t T= < < < =                                 (2.9) 

当 N ∈充分大时，对(2.6)、(2.7)式，我们考虑一种简单的欧拉格式(Euler scheme)： 
对于 1, , 1n N= − ，我们能够得到 

( ) ( )1
ˆ ˆ, ; , ;

n n n n n nt t n t t n n t t nX X b t X v t t X v Wσ
+
− ≈ ∆ + ∆                     (2.10) 
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和 

( ) ( )

( ) ( )( )( )( )
( )( )( )

11, ,

ˆ, , , , , , ;

ˆ, ; , ,

n

n n n n n

n n n

n t n n

n t n t n t x n t t n

n t t x n t n
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

                 (2.11) 

其中 

11 ,
n nn n n n t tt t t W W W
++∆ = − ∆ = −                             (2.12) 

在这样的时间离散化下，可以轻易地通过式(2.10)来采样获得轨道{ }
0nt n N

X
≤ ≤

。 

我们通过在每个时间步 nt t= 使用多层反馈神经网络数值算法来逼近函数 ( )( )( ), ,xx t x u t xσ ∇

 的

值[9]： 

( )( )( ) ( )( ), |, ,
n n nn t x n t x n t nt X u t X u t Xσ σ θ∇ ≈ ∇                      (2.13) 

其中 nθ 表示网络在 1, , 1n N= − 时的参数。 
如果已知 0uθ 的值，那么我们就可以近似地求解出(2.13)的值，然后将其代入(2.11)，再对(2.11)进行递

归计算来求解出 ( ) { }, , 1, ,
nn tu t X n N∈  的值。 

具体来说，这个方法是将轨道 { }
0nt n N

X
≤ ≤

和标准布朗运动 { }
0nt n N

W
≤ ≤

作为模型的输入数据，而

( ) [ ]ˆ , , 0,
n nt tu X W n N∈ 则视为模型输出，它是 ( ), tu t X 的近似解。 

我们使用均方误差损失函数(Mean squared error, MSE)来衡量给定的终端条件 ( )Nt
h X 和计算出来的

近似值 ( )ˆ ,
N Nt tu X W 之间的差距[18]： 

( ) ( ) ( ) 2
ˆ ,

N N Nt t tL h X u X Wθ  = −  
                           (2.14) 

整个网络的参数为 { }0 0 1 1, , , ,u u Nθ θ θ θ θ∇ −=  。 

现在，我们可以使用随机梯度下降算法(SGD)，通过优化参数集θ 来最小化均方误差损失函数(MSE)。
对于使得均方误差损失函数(MSE)达到最小的参数集θ ，其中 0uθ θ∈ 是对 ( )0,u ξ 的近似，而 ( )0,u ξ 就是

我们想要的 ( )ˆ0, ;J vξ 的值，这里的 v̂是我们对反馈控制 v 采样获得的一条轨道。因此我们就获得了一个

v̂ J− 对。 
我们使用伪代码的形式简略的呈现一下这个计算过程： 

 

算法 1：深度神经网络算法 

输入： N：时间离散化的步数 

P：神经网络的迭代步数 

x：状态方程(2.2)的初始值 

v̂ ：反馈控制 v 的轨道 

当神经网络的迭代步数 P 未满足时： 

 令时间步为： 0n =  

 nX x←  
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 0n uz θ∇←  0/ * * /uθ θ∇ ∈  

 0n uu θ←  0/ * * /uθ θ∈  

 当 1n N< − 时： 

  ( ) ( )1 ˆ, , , , , ,n n n n n n n n n n nu u t X f t X u z v t z W+ − ∆ +← ∆  

  ( ) ( )1 ˆ ˆ, ; , ;n n n n n n n n n nX X b t X v t t X v Wσ+ +← + ∆ ∆  

  1 1n nz X+ +←  / * 通过神经网络获得 * /  

  1n n= +  

 循环结束 

 返回： 1NX − ， 1Nz − ， 1Nu −  

 ( ) ( )1 1 1 1 1 1 1 1 1 1ˆ, , , , , ,N N N N N N N N N N Nu u t X f t X u z v t z W− − − − − − − − − −− ∆ ∆← +  

 ( ) ( )1 1 1 1 1 1 1 1 1ˆ ˆ, ; , ;N N N N N N N N N NX X b t X v t t X v Wσ− − − − − − − − −+ ∆ + ∆←  

 终端时刻 u 的值： ( )Nh X  

 ( ) ( ) 2

N NL h X uθ  = −   / * 损失函数(2.14) * /  

 θ θ θ← + ∆  / * 反向传播更新参数 * /  

循环结束 

返回：
0uθ  

 
在下一章中，我们讨论第 2 步的做法。 

2.3. 反馈控制函数的进化算法 

在 2.2 节中，对于反馈控制 v 采样获得的轨道 v̂，我们可以获得与之对应的 ( )ˆ0, ;J vξ ，即 v̂ J− 对。

在这个章节中，我们会推导出一个数值算法，通过优化 v̂来获得我们想要的最优解 ( )0,J ξ 。 

我们可以将问题变形为： 

( )
ˆ

ˆ0, ;
v

V optimal J vξ=                                 (2.15) 

其中V ∈就是我们的优化目标。我们将 ˆ mv∈ 视为方程的自变量，这个问题就可以看作是单目标优化

问题(Single-Objective Optimization Problem)。 
通常来说，在单目标优化问题中，可以利用进化算法(Evolution algorithm, EA)将自变量编码为种群，

将目标函数映射为适应度函数，由此获得种群中每个个体相对应的适应度，接着以适应度为标准，通过

若干代的变异、交叉和选择，算法可以得到最优的适应度，从而得到最优的目标函数值[22] [23]。 
然而，在我们的问题中，自变量 v̂并非数字而是一个随机过程。在这种情况下，我们不能简单的把 v̂

像数值一样进行编码来进行优化求解。 
我们沿用 2.1 节中的假设条件，令 [ ]0,t T∈ ， d

tX ∈  (见(2.6)式)。反馈控制 v 的表达式我们定义为： 

( ): , tv v t X=                                    (2.16) 

其由 m
 维均方可积{ }0t t T≤ ≤

 -适应过程组成。 

我们将时间离散化方法(2.9)应用于(2.16)，则随机过程可被离散化为： 
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( ): ,
n nt n tv v t X=                                   (2.17) 

其中 0, , 1n N= − ，
nt

X 的值可以由(2.10)得到。 

假设映射 ( ),x v t x 已经给定，那么我们可以很轻松地通过 nt 和
nt

X 计算出的 ( ),
nn tv t X 值。 

然而，大多数的情况下我们并不知道映射 ( ),x v t x 的形式，所以，我们需要找到一个方法表达出

这个映射。 
作为一种新兴的技术，深度神经网络模型在人工智能领域具有广泛的应用，并且它可以通过将简单

函数进行复合来表达非常复杂的函数方程，所以，我们可以利用神经网络模型的这种性质来表达出映射

( ),x v t x 。 
首先，对于任意的 0, , 1n N= − 和

nt
X ，我们有： 

( ) ( ) ( ) ( ) ( ) ( )( )( )( )( )1 2 1
n n

M M
t n n n n tv X f f f f X−′ ≈                        (2.18) 

这里的 M 表示多层神经网络的层数， ( )m
nf 则表示从第 1m − 层到第 m 层的映射，其中 1, ,m M=  。

需要注意的是， 0m = 时表示输入层[17] [18]。 
当 1, , 1m M= − 时，假设 1 m

nm
nh ρ− ∈ 和

m
nkm

nh ∈ 分别是函数 ( )m
nf 的自变量和因变量，那么 ( )m

nf 的表

达式可以定义为： 

( ), 1m m m m
n n n nh g K h b−= +                                  (2.19) 

这里的权重矩阵
m m
n nkm

nK ρ ×∈ 和偏置
m
nkm

nb ∈ 均为函数的参数。其中 ( )g ⋅ 为激活函数，它能够对输

入的自变量中的每个元素按照给定的规则产生作用[18]。并且，在(2.19)中得到的 m
nh 会作为下一层函数

( )1m
nf

+ 的自变量传递下去。 

需要注意的是输出层函数 ( )M
nf 不需要使用激活函数。 

为了方便记录，我们用 m
nφ 表示函数 ( )m

nf 的参数 ( ),m m
n nK b ，因此，在 nt t= 时刻时(2.18)式的全部参数

为 { }1, , M
n n nφ φ φ=  。 

因此，当 0, , 1n N= − 和
nt

X 时，我们可以将式改写为： 

( ) ( )( ) ( )( ) ( )( ) ( )( )1 2 2 1, ; ; ; ;
n n

M MM M
t n t n n n n nv X K g g g g X bφ φ φ φ− −′ = +

               (2.20) 

其参数为 { }1, , M
n n nφ φ φ=  。 

同样的，为了方便记录，我们把(2.20)式缩写为 ( ) ( );
n nt n t nv X f X φ′ = ， nt t= 。 

显然，这个网络以
nt

X 作为输入数据，并且以 ( )nt
v X′ 作为输出数据，而 ( )nt

v X′ 则是 ( ),
nn tv t X 的一

个近似。在这里我们指出，我们得到的 v′就是 2.2 节中我们采样获得的轨道 v̂。 

由此可知，当 { }0, , 1n N∈ − 时， ( ), ;
n

m
n tv t X Φ ∈ 的值可以由(2.20)式和(2.10)式联合起来递归地计

算得出，其中 { }0 1, , Nφ φ −Φ =  表示函数 v 的全体参数。因此，(2.15)式的自变量就可以看成是Φ ，我们

的优化问题就变形为： ( )( )ˆ0, ; ;V optimal J v Xξ
Φ

= Φ 。 

现在我们就可以使用进化算法[23] [24] (EA)通过Φ 来优化 V 的值，就像使用进化算法来解决一个经

典的单目标优化问题一样。 
我们同样的使用伪代码的形式简略的呈现一下这个计算过程 
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算法 2：进化算法 

输入： F：比例因子 

Cr：交叉概率 

NP：种群规模 

( )( )ˆ0, ; ;V optimal J v Xξ
Φ

= Φ ：目标函数 

D：Φ 中的元素个数 

令进化代数 0G = 。对种群 { }1, ,, ,G G NP GP = X X 进行随机初始化，其中 , 1, , , ,, ,r G r G D r Gx x =  X  ， [ ]1, ,r NP∈  表示

种群中的个体，它的每个元素都服从范围 [ ]min max,X X 的均匀分布。 

当停止条件不满足时 

 从 1r = 到 NP 有 

  对于种群中的每个个体来说 

  由种群中第 r 个向量 ,r GX 生成相应的变异向量 ,r GV  

( ) [ ]
1 2 3, , , , 1 2 3, , , 1,

c c cr G r G r G r GF c c c NP= + ⋅ − ∈V X X X  

  再由变异向量 ,r GV 和向量 ,r GX 联合生成交叉向量 { }, 1, , , ,, ,r G r G D r Gu u=U   

[ ] [ ]( ), , ,
, ,

, ,

0,1 or 1, ,

other s

i

w e

f

i
r l G r l random

r l G
r l G

v random Cr G

x

l
u

l ≤ = ∈= 




 

/ * randoml 能够确保 ,r GU 中至少有个分量来自 ,r GV * /  

  返回 , ,,r G r GU X  

  按照 { }0 1, , Nφ φ −Φ =  的形状，将 ,r GU 和 ,r GX 进行变形[25,26]，即 , 1r G ΦU  ， , 2r G ΦX   

  如果 ( )( ) ( )( )1 2ˆ ˆ0, ; ; 0, ; ;J v X J v Xξ ξΦ ≤ Φ  

   , 1 ,r G r G+ =X U  

  否则 

   , 1 ,r G r G+ =X X  

  结束 

 结束 

 进化代数 1G G= +  

结束 

3. 偏微分方程和随机控制的数值算例 

在本节当中，我们通过几个具有实际意义的偏微分方程(PDEs)算例来说明第二章 2.2 节和 2.3 节推导

出的算法。在接下来的例子之中，我们会对 2.2 节中的近似计算使用小批量(mini-batches)样本的 Adam 优

化器[17] [18]，对 2.3 节中 V 的优化我们采用一种改进的进化算法来进行计算[24]。 
如图 1，在我们的实践过程中，对于 2.3 节，我们采用 N 个全连接反馈神经网络的结构形式来表示 ˆnvΦ，

其中 { } { }0 1, , , 0,1, , 1N n Nφ φ −Φ = ∈ −  。每一个网络都表示在 nt t= 时刻 ˆ
nt nX v 的映射，它包括一个输

入层(d-维)，H 个隐藏层(具有相同的维数)以及一个输出层(m 维)。这些网络的所有权重都服从均匀分布。

此外，我们利用 1N − 个多层神经网络来计算 ( )( ) { }, , 1, 2| , , 1
nx n t nu t X n Nσ θ∇ ∈ −

 ，其中 nθ 表示神经网

络在 nt t= 时刻的参数[8]，在这里，神经网络的参数通过正态分布或者均匀分布完成初始化。整个网络结
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构有 ( )( ) ( )1 1 1D N H N+ − + + 层的若干参数需要优化。 
 

 
Figure 1. Numerical algorithm structure of stochastic control problems 
图 1. 随机控制问题的数值算法结构图 

3.1. 倒向随机 Riccati 方程 

在本节当中，我们将推导出来的算法应用在倒向随机 Riccati 方程[19] [20]中来测试它的数值效果。 
令 [ ]0,t T∈ ， , dx W ∈ ， mv∈ ， u∈， 1 dz ×∈ 。当 2d = ， 1m = ， ( )1, ,1ξ =  时，有(2.2)式中 

( ) ( ) 0.1 0 0.1
, ;

0 0.1 0.1t t t t t tb t x v Ax Bv x v   
= + = +   

   
                      (3.1) 

( ) ( )
1

1

2

, ; d d

0.1 0 0
d

0 0.1 0.1

0.1 0 0.1
d

0 0 0

d
i i i

t t t t t t
i

t t t

t t t

t x v W C x D v W

x v W

x v W

σ
=

= +

    
= +    

    
    

+ +    
    

∑

                       (3.2) 

同样地，在(2.3)式中 

( ) ( ) 0.5 0
, , , ; , , 0.1

0 0.3t t t t t t t tf t x u z v Qx x Nx x x x v v 
= + = + 

 
                 (3.3) 

并且它的终端时刻条件我们定义为 ( )
0.2 0

,
0 0.2

h x Mx x x x 
= =  

 
 。 

此时，当 [ ]0,t T∈ ， dx∈ ，使得 ( ) ( ),u T x h x= 时，偏微分方程(PDEs) (2.1)的解 u 满足： 
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( ) ( )( )( )( )

( )( )( )

,
, 1

1, inf ,
2

, 0

d
i i i i

t tv i

t t t

u t x C x D v C x D v D u t x
t

A x B v D u t x x Qx v Nv

α α β β α β
α β

γ γ γ
γ

=

∂
+ + +

∂ 


+ + + + =


∑∑

∑  

               (3.4) 

 
Table 1. Numerical simulation of 2-dimensional Riccati equation 
表 1. Riccati 方程在 2-维形势下的数值模拟 

进化代数 g 当前代最优 ( )0,u ξ  ( )0,u ξ 均值 ( )0,u ξ 标准差 

1 1.52320 1.72797 0.10471 
20 1.31463 1.33062 0.00932 
40 1.29945 1.30080 0.00102 
60 1.29622 1.29698 0.00035 
80 1.29590 1.29661 0.00037 

100 1.29582 1.29688 0.00028 
 

 
Figure 2. Solution of 2-dimensional Riccati equation against generations steps g 
图 2. 2-维 Riccati 方程的解随进化代数 g 的变化 

 

 
Figure 3. Value of function ( );n nf x φ  against x, where { }0,1, , 1n N∈ −  

图 3. 函数 ( );n nf x φ 随 x 的变化，其中 { }0,1, , 1n N∈ −  
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在表 1 中，我们令进化算法的进化代数为 100 代，每一代的种群规模 20NP = 。在进化过程中，我

们计算了每一代的最优 ( )0,u ξ 值，相应规模下 ( )0,u ξ 的均值及标准差。图 2 为 2-维 Riccati 方程的解

( )( )0, 1,1u t ξ= = 在 20 个等距时间步的离散下随进化代数 g 的变化情况。图中的阴影部分表示每一代种

群中 ( )max 0,u ξ 和 ( )min 0,u ξ 之间的差值。红色的线表示 ( )0,u ξ 的均值。在 100 代 9541.29 秒的进化后，

该数值方法获得的解的标准差为 2.87E−04。图 3 为函数 ( );n nf x φ ， { }0,1, , 1n N∈ − ，其中 nφ 为参数，

由我们在 2.2 节、2.3 节推导出的算法求解得出，此时， 2x∈ ， { } { }1 220, , 20 , 40, , 40x x∈ − ∈ −  。 

在图 2 关于 ( )0,u ξ 的计算中，由我们推导出的算法可知，此时偏微分方程(3.4)的真实解可由 1.29581
代替。 

此外，u 还可以通过 t t t tu x K x=  来计算获得[20]，其中 tK 的值可以通过下列方程组配合倒向欧拉算

法[27] (Backward Euler method)解出来 

( )

( ) ( ) ( )
1

1

1 11

 

d
d

i i
t t t t

i

d d d
i i i i i i

t t t t t
i ii

T

K A K K A Q C K D

K B C K D N D K D K C K

K M

B D

=

−

= ==

 = + + +


     − + + +        
=

 


∑

∑ ∑∑




            (3.5) 

在这种方法下，我们有 ( )0, 1.29538u ξ = ，这与我们所推导出来的算法之间的误差大小为 0.00043。 
更进一步，我们考虑当 5d = ， 5m = ， ( )1, ,1ξ =  时的情况，令(2.2)式中 tb 为： 

( ) ( )

0.1 0 0 0 0 0.1 0 0 0 0
0 0.1 0 0 0 0 0 0 0 0

, ; 0 0 0.3 0 0 0 0 0 0 0
0 0 0 0.1 0 0 0 0 0 0
0 0 0 0 0.1 0 0 0 0 0

t t t t t tb t x v Ax Bv x v

   
   
   
   = + = +
   
   
   
   

         (3.6) 

tσ 见后文附录。 
此时，有(2.3)中函数 f 为： 

( ) ( ), , , , , ,

0.01 0 0 0 0 0.01 0 0 0 0
0 0.1 0 0 0 0 0 0 0 0
0 0 0.02 0 0 0 0 0 0 0
0 0 0 0.1 0 0 0 0 0.01 0
0 0 0 0 0.02 0 0 0 0 0

t t t t

t t t t

f t x u z v Qx x Nx x

x x v v

= +

   
   
   
   = +
   
   
   
   

 
        (3.7) 

相应地，终端时刻条件为 ( )

0.02 0 0 0 0
0 0.12 0 0 0

, 0 0 0.12 0 0
0 0 0 0.2 0
0 0 0 0 0.2

h x Mx x x x

 
 
 
 = =
 
 
 
 

 。 

在表 2 中，我们令进化算法的进化代数为 150 代，每一代的种群规模 30NP = 。在进化过程中，我

们计算了每一代的最优 ( )0,u ξ 值，相应规模下 ( )0,u ξ 的均值及标准差。图 4 为 5-维 Riccati 方程的解

( )( )0, 1, ,1u t ξ= =  在 20 个等距时间步的离散下随进化代数 g 的变化情况。图中的阴影部分表示每一代
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种群中 ( )max 0,u ξ 和 ( )min 0,u ξ 之间的差值。红色的线表示 ( )0,u ξ 的均值。在 150 代 24699.45 秒的进化

后，该数值方法获得的解的标准差为 1.01E−03。图 5 为函数 ( );n nf x φ ， { }0,1, , 1n N∈ − ，其中 nφ 为参

数，由我们在 2.2 节、2.3 节推导出的算法求解得出，此时，
5x∈ ， { } { }1 220, , 20 , 40, , 40x x∈ − ∈ −  ，

{ }3 4 5, , 1, ,1x x x ∈  。 
 
Table 2. Numerical simulation of 5-dimensional Riccati equation 
表 2. Riccati 方程在 5-维形势下的数值模拟 

进化代数 g 当前代最优 ( )0,u ξ  ( )0,u ξ 均值 ( )0,u ξ 标准差 

1 1.73978 2.41715 0.37363 
30 1.21487 1.22176 0.00426 
60 1.20480 1.20916 0.00203 
90 1.20419 1.20681 0.00149 

120 1.20332 1.20598 0.00127 
150 1.20332 1.20535 0.00101 

 

 
Figure 4. Solution of 5-dimensional Riccati equation against generations steps g 
图 4. 5-维 Riccati 方程的解随进化代数 g 的变化 

 

 
Figure 5. Value of function ( );n nf x φ  against x, where { }0,1, , 1n N∈ −  

图 5. 函数 ( );n nf x φ 随 x 的变化，其中 { }0,1, , 1n N∈ −  
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在图 4 关于 5-维 Riccati 方程的解 ( )0,u ξ 的计算中，我们用 1.20332 来代替它真实值。此时，利用

t t t tu x K x=  和(3.5)式可以得出 ( )0,u ξ 值为 1.19665，两种算法之间的误差为 0.00667。 

3.2. 基于 CIR 模型和随机波动率的最优投资消费问题 

在这一节当中，我们将算法应用在投资消费问题中。此时，将问题放在一个没有税收和交易成本，

但具有 CIR 利率[28]和随机波动率的金融市场中[21]。 
需要注意的是的在这个问题当中，偏微分方程(2.1)的反馈控制过程 v 将不再只是一个，而是由一对

随机过程来担任，我们用 ( ),Cπ 来表示[21]，其中π 表示股票投资额，C 表示消费利率。 
一般的，有 [ ]0,t T∈ ， dx∈ ， 2dW ∈ ， , mCπ ∈ ， , dr η ∈ ，u∈， 1 dz ×∈ ，此时，我们令 1T = ，

1d = ， 1m = ， 30ξ = ，则在中(2.2)有 

( ), , , ; , 0.6t t t t t t t t t t t t t t tb t r x c r x k c r x cη π π η π η= + − = + −                    (3.8) 

( ) 2 2 2
1, , ; d d 1.2 dt t t t t t t t t tt x W W Wσ η π π σ η π η= =                      (3.9) 

同时，r，η都是随机过程，且它们的形式由 CIR 模型给出 

( )
( )

1d 0.25 0.15 d 0.2 d
0 0.05

t t t t
d

r r t r W
r
 = − +


= ∈ 

                          (3.10) 

( )
( )

2d 0.85 0.6 d 0.25 d
0 0.36
t t t t

d

t Wη η η
η

 = − +


= ∈ 

                         (3.11) 

在(2.3)式中，我们有 ( )
0.1

0.1, , , ; e 0.4 e
0.1

t tt tc c
f t x u z c

δ
βα

δ
− −= = ，并且此时的终端时刻条件为 

( ) ( )
0.1

0.11 e 0.6 e
0.1

T TT Tx xh x
δ

βα
δ

− −= − = 。 

在这种规定之下，我们可知偏微分方程(2.1)在 [ ]0,t T∈ ， dx∈ 时的解 u 满足： 

( )( ) ( ) ( )( )

( ) ( )( ) ( ) ( )

2 2 2
1,

2 2 2 2
0 2 1 2

1max
2

1 1 e 0
2 2

t t t t x t t x t t rC

t t
t r t t t x

u r x k C D u D u C r D u
t

C
r D u b a D u D u D u

π

δ
β

η η η

π η π σ η θ

σ η σ η π σ σ α
δ

−

∂ + + − + + −
∂ 

+ + − + + + =


        (3.12) 

 
Table 3. Numerical simulation of 3-dimensional Investment and Consumption problem 
表 3. 投资消费问题在 3-维形式下的数值模拟 

进化代数 g 最优 ( )0,u ξ  ( )0,u ξ 均值 ( )0,u ξ 标准差 

1 12.0452 11.9905 0.0291071 

100 12.1648 12.1635 0.0006916 

200 12.1701 12.1687 0.0005018 

300 12.1712 12.1704 0.0003169 

400 12.1718 12.1709 0.0003175 
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Figure 6. Solution of 3-dimensional Investment and Consumption problem against generations steps g 
图 6. 3-维投资消费问题的解随进化代数 g 的变化 

 

 

Figure 7. Value of function ( ), ,;n nf xπ πφ  against x, where { }0,1, , 1n N∈ −  

图 7. 函数 ( ), ,;n nf xπ πφ 随 x 的变化，其中 { }0,1, , 1n N∈ −  

 

 

Figure 8. Value of function ( ), ,;n C n Cf x φ  against x, where { }0,1, , 1n N∈ −  

图 8. 函数 ( ), ,;n C n Cf x φ 随 x 的变化，其中 { }0,1, , 1n N∈ −  
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在表 3 中，我们令进化算法的进化代数为 400 代，每一代的种群规模 30NP = 。在进化过程中，我

们计算了每一代的最优 ( )0,u ξ 值，相应规模下 ( )0,u ξ 的均值及标准差。图 6 为 3-维投资消费问题(3.12)

的解 ( )0, 30u t ξ= = 在 20 个等距时间步的离散下随进化代数 g 的变化情况。图中的阴影部分表示每一代

种群中 ( )max 0,u ξ 和 ( )min 0,u ξ 之间的差值。红色的线表示 ( )0,u ξ 的均值。在 400 代 40660.70 秒的进化

后，该数值方法获得的解的标准差为 3.17596E−04。图 7 为函数 ( ), ,;n nf xπ πφ ， { }0,1, , 1n N∈ − ，其中 ,n πφ

为映射 ( ),
n nt n tx t xπ 中的参数，由我们在2.2节、2.3节推导出的算法求解得出，自变量 { }5, ,5x∈ − ∈ ；

同样的，图 8 为函数 ( ), ,;n C n Cf x φ 。 

在图 6 关于 ( )0,u ξ 的计算中，我们有偏微分方程(3.12)在 0t = ， ( )0 0.05r = ， ( )0 0.36η = ， 30ξ = 真

实解可由 12.1718 代替。 
更进一步，我们考虑当 10η ∈ ， 11W ∈ 时的情况。此时令 25ξ = ，则有(2.2)中 

( ), , , ; , ,t t t t t t t t t tb t r x c r x k cη π π η= + −                          (3.13) 

( )
10

1
1

, , ; d di i
t t t t t t t

i
t x W Wσ η π π σ η

=

= ∑                           (3.14) 

这里我们令

0.6
0.55
0.5
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0.62
0.52
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k

 
 
 
 
 
 
 
 =
 
 
 
 
 
 
 
 

， 1

0.45
0.62
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0.5
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0.64
1.0
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0.64
0.8

σ

 
 
 
 
 
 
 
 =
 
 
 
 
 
 
 
 

。 

此时，由于随机过程{ }0t t T
η

≤ ≤
为 10-维，所以它的形式变为 

( )

( )
( )

1 1 1 1 1 1 1
2

10 10 10 10 10 10 10
2

10
0

d d d

d d d

0

t t t t

t t t t

b a t W

b a t W

η η σ η

η η σ η

η η

 = − +




= − +


= ∈





                         (3.15) 

这个时候方程的初始时刻条件 0η 我们定义为 0

0.13
0.25
0.32
0.37
0.18
0.42
0.2
0.15
0.1

0.12

η

 
 
 
 
 
 
 
 =
 
 
 
 
 
 
 
 

。需要指出的是，此时方程中的参数均为向
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量形式，其具体形式为

0.72
0.78
0.58
0.75
0.8

0.58
0.55
0.65
0.62
0.58

b

 
 
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， 2
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 
 
 
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 
 
 
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 
 
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。而 1 10b b ， 1 10a a ， 1 10
2 2σ σ 则为对应

向量的相应分量。 
需要指出的是，这时(3.13)，(3.14)，(3.15)式中的参数 k， 1σ ，b，a， 2σ 及{ }0t t T

η
≤ ≤

的初始时刻条件 0η

均为向量，我们在附录中给出它们的具体值。在这样的设定下，我们令(2.3)式函数 f 的参数 0.3α = ，

0.08δ = ，并且保持其它的所有参数按照 3-维情况下给出的各个值保持不变。 
 

 
Figure 9. Solution of 12-dimensional Investment and Consumption problem against generations 
steps g 
图 9. 12-维投资消费问题的解随进化代数 g 的变化 

 
Table 4. Numerical simulation of 12-dimensional Investment and Consumption problem 
表 4. 投资消费问题在 12-维形式下的数值模拟 

进化代数 g 最优 ( )0,u ξ  ( )0,u ξ 均值 ( )0,u ξ 标准差 

1 14.2538 14.2057 0.0228500 

100 14.3947 14.3922 0.0013374 

200 14.4027 14.4013 0.0006898 

300 14.4029 14.4016 0.0005776 

400 14.4029 14.4017 0.0005779 
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Figure 10. Value of function ( ), ,;n nf xπ πφ  against x, where { }0,1, , 1n N∈ −  

图 10. 函数 ( ), ,;n nf xπ πφ 随 x 的变化，其中 { }0,1, , 1n N∈ −  

 

 

Figure 11. Value of function ( ), ,;n C n Cf x φ  against x, where { }0,1, , 1n N∈ −  

图 11. 函数 ( ), ,;n C n Cf x φ 随 x 的变化，其中 { }0,1, , 1n N∈ −  

 
在表 4 中，我们令进化算法的进化代数为 400 代，每一代的种群规模 30NP = 。在进化过程中，我

们计算了每一代的最优 ( )0,u ξ 值，相应规模下 ( )0,u ξ 的均值及标准差。图 9 为 12-维投资消费问题(3.12)

的解 ( )0, 25u t ξ= = 在 20 个等距时间步的离散下随进化代数 g 的变化情况。图中的阴影部分表示每一代

种群中 ( )max 0,u ξ 和 ( )min 0,u ξ 之间的差值。红色的线表示 ( )0,u ξ 的均值。在 400 代 44232.06 秒的进化

后，该数值方法获得的解的标准差为 5.77984E−04。图 10 为函数 ( ), ,;n nf xπ πφ ，其中 ,n πφ 为映射

( ),
n nt n tx t xπ 中的参数，由我们在 2.2 节、2.3 节推导出的算法求解得出，自变量 { }5, ,5x∈ − ∈ ；同

样的，图 11 为函数 ( ), ,;n C n Cf x φ 。 
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在图 9 关于 ( )( )00, 0 , ,u r η ξ 的计算中，我们将它的真实解由 14.4029 代替。 

4. 结论 

本文通过提出一种新型的算法，避开求解值函数，能够普适性的解决带有策略函数的线性、非线性

随机控制问题，获得足够精确的数值解。在实际算例的背景下，显示出算法能够求解工程、金融等领域

的相关问题，具有一定的实际意义。由于使用深度学习算法和进化算法两种智能算法进行架构，不可避

免地造成了整个算法时间相对较长，在迁移应用中需要针对问题做好理论支撑，避免冗余设置造成的计

算时间增加。 
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附录 

3.1 节中 5-维 Riccati 方程的参数设计 

当 5d = ， 5m = 时，我们有(2.2)式中 ( ) ( )
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