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摘  要 

回声状态网络(ESN)在时间序列预测领域具备优异的应用潜力。为进一步提升其对强非线性时间序列的

预测性能，本文提出一种注意力池化回声状态网络(AP-ESN)。该模型在标准ESN的储备池与输出层之间

引入注意力池化层，可自适应筛选并聚合储备池中的关键特征信息，有效提升模型预测精度。泄露率、

输入尺度因子与谱半径是影响ESN预测性能的核心超参数。为此，本文提出交叉回环机制改进飞蛾扑火

优化算法，优化其全局寻优策略，有效克服传统飞蛾扑火算法易陷入局部最优的缺陷。实验选取Mackey-
Glass (MG)混沌时间序列和低频正弦序列发生器两组典型强非线性数据集开展验证。结果表明，所提AP-
ESN模型在强非线性时间序列预测任务中具备更优越的拟合与预测性能。 
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Abstract 
Echo State Networks (ESNs) exhibit promising potential for applications in the field of time series 
prediction. To further enhance their predictive performance for strongly nonlinear time series, this 
paper proposes an attention-pooled echo state network (AP-ESN). The proposed model introduces 
an attention pooling layer between the reservoir and the output layer of the standard ESN, which 
adaptively selects and aggregates critical feature information from the reservoir, thereby effec-
tively improving the prediction accuracy of the model. The leakage rate, input scaling factor, and 
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spectral radius are identified as the core hyperparameters that significantly influence the predic-
tive performance of ESNs. To address this issue, this paper incorporates a cross-feedback mecha-
nism to improve the moth-flame optimization algorithm, enhancing its global search strategy and 
effectively overcoming the drawback of the traditional moth-flame optimization algorithm, which 
tends to become trapped in local optima. Experimental validation is conducted using two repre-
sentative strongly nonlinear datasets, namely the Mackey-Glass (MG) chaotic time series and a low-
frequency sinusoidal series. The results show that the proposed AP-ESN model has superior fitting 
and prediction performance in predicting strongly nonlinear time series. 
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1. 引言 

时间序列分析在天气[1]、金融[2]、社会研究[3]、能源行业[4]以及故障诊断[5]等多个领域都发挥着关

键作用。对于非线性强、非平稳且带有随机性的系统而言，其行为中固有的不可预测性与不确定性，为

时间序列的预测工作带来了不小的困难。传统线性模型通常难以有效捕捉这类系统的演变规律，故需要

借助更加灵活、适应性更好的建模策略，比如非线性建模、机器学习以及深度学习等手段，从而更准确

地理解并预测复杂系统的动态变化。在这些方法中，由递归神经网络与深度神经网络交互融合而成的深

度学习模型，凭借其强大的表示能力，受到了神经网络研究者的广泛关注。 
作为递归神经网络与深度神经网络相融合的一类交互架构，深度学习模型已成为神经网络领域的研

究热点，受到国内外学者的广泛关注。其中，深度回声状态网络(Deep Echo State Network, Deep-ESN) [6]
凭借独特的结构优势，具备重要的理论研究与应用价值。近年来，众多研究人员围绕深度回声状态网络

的性能优化展开深入探索，旨在进一步提升其在时间序列预测任务中的建模精度。但随着训练与测试样

本数据量及信息维度的不断扩增，传统标准深度回声状态网络的学习能力逐渐受限，已难以适配复杂场

景下的建模需求[7]。针对这一问题，国内外学界相继提出了多种优化改进策略与新型建模方法。文献[8]
采用贝叶斯优化算法对深度回声状态网络超参数进行自适应寻优，有效提升了无人机场景下移动人群动

态流量的预测准确度。而在气象时序预测这一具体应用领域，文献[9]则另辟蹊径，将混沌土狼优化算法

与经验模态分解方法相融合，对具备双动态特性的回声状态网络进行参数优化，实现复杂风速序列的精

准预测，显著改善了深度学习模型的拟合与预测性能。除了上述针对参数优化的研究外，储备池规模的

合理选取与维度控制也是深度回声状态网络优化的关键难点。其中，文献[10]则针对储备池维度持续扩增

带来的性能瓶颈，同样引入贝叶斯优化策略对 Deep-ESN 进行参数整定与结构优化，进一步完善了储备

池相关的优化思路。与此同时，各类新型智能进化算法的融入，也为提升深度回声状态网络的实际工程

应用能力提供了新的路径。文献[11]构建融合差分进化算法的天牛群优化算法，进一步提升了模型对海上

风机叶片腐蚀速率的预测精度，而文献[12]则提出基于角度搜索策略粒子群算法优化的回声状态网络方

法，融合角度搜索策略、深度确定性策略梯度与动态概率因子策略实现超参数自适应调节，提升网络收

敛精度和稳定性。除了借助引入外部智能优化算法来改进深度回声状态网络整体性能外，还可从网络自
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身架构出发，通过重构与调整系统内部拓扑结构[13]、储层连接方式[14]及层级排布机制[15]，实现对 Deep-
ESN 性能的内在提升与本质优化。文献[16]从储备池内部结构优化角度出发，采用储层修剪策略剔除网

络中冗余神经元与性能表现不佳的无效神经元，精简储备池拓扑结构；同时在储备池内部嵌入动态集成

模块，对多输出层学习结果进行融合决策，有效抑制冗余参数带来的干扰，显著提升网络的拟合能力与

整体运行性能。文献[17]则突破传统固定储备池数量的建模局限，依据输入时序数据的复杂度、波动特征

及时序依赖特性，构建储备池数量自适应配置机制，可根据不同时序任务需求动态匹配最优储备池规模，

进一步增强回声状态网络对时序场景的自适应建模能力。 
基于上述国内外研究现状分析可知，现有回声状态网络相关研究大多仅局限于储备池参数优化、权

重寻优及结构精简等单一改进方式，鲜有在传统回声状态网络架构中引入层级化设计；同时多数优化算

法仍存在全局搜索能力不足、易陷入局部最优解、收敛稳定性欠佳等固有缺陷，难以兼顾时序建模精度

与泛化性能。针对现有研究存在的上述不足，本文主要研究贡献为：(1) 在传统标准回声状态网络的储备

池与输出层之间创新性引入注意力池化层，借助注意力机制自适应分配不同储备池神经元的权重占比，

智能筛选时序数据中的核心有效特征、抑制冗余无关信息干扰，同时通过池化操作实现储备池特征的自

适应聚合与精简表征，强化模型对时序隐含特征的挖掘能力，提升模型的时序预测精度。(2) 提出交叉回

环机制对传统飞蛾扑火优化算法进行结构性改进，重构算法全局寻优迭代策略，增强种群搜索的多样性

与全局勘探能力；有效弥补传统飞蛾扑火算法后期易陷入局部最优的固有短板，提升算法整体寻优精度

与全局逃逸能力。(3) 选取 Mackey-Glass (MG)混沌时间序列、低频正弦序列以及高频正弦序列三组具有

强非线性特性的典型时序数据集，作为模型性能的仿真验证对象，用于全面测试与评估所提方法的时序

拟合与预测能力。 
本文的组织架构如下：泄露积分型回声状态网络(Leaky-ESN)将会在第二节介绍，新的系统模型 AP-

ESN 在第三节介绍，实验的结果和分析在第四节介绍，全文的总结在第五节提出。 

2. 泄露积分型回声状态网络(Leaky-ESN) 

相较于经典标准回声状态网络(ESN)，Leaky-ESN 的核心区别体现在储备池神经元类型上，该模型在

储备池内部引入泄露积分型神经元，通过引入泄露积分机制调控神经元状态演化过程，其神经元结构及

储备池拓扑关系如图 1 所示。 
 

 
Figure 1. The structure of Leaky-ESN 
图 1. Leaky-ESN 的结构 

 
Leaky-ESN 的网络架构主要划分为输入层、储备池与输出池三大核心模块，三层结构各司其职、协

同完成时序信号的特征提取与拟合映射，对应的标准状态更新方程定义如下： 
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 ( ) ( ) ( ) ( ) ( ) ( ) ( )( )1 1 1in in fbx n a x n f s W u n W x n W y nρ+ = − + + + +  (1) 

(1)式中， a 表示泄漏率，一般情况取值范围为 ( )0,1a∈ 。 ins 是归一化之后输入层神经元的比例因子， ρ
是储备池中各神经元之间连接权值矩阵W 的谱半径。 ( )x n 表示在时间 n 内储备池内部 N 个神经元的状

态，向量表示为： ( ) ( ) ( ) ( ) T
1 2, , , Nx n x n x n x n=    ， ( ) ( ) ( ) ( ) T

1 2, , , Ku n u n u n u n=    表示输入层 K 个神经

元， inW 表示输入层到储备池之间的连接权值矩阵，W 表示储备池内部神经元之间的权值矩阵， fbW 代

表反馈权值矩阵，是输出层到储备池的权值矩阵， f 为激活函数，通常为双曲正切函数( tanh )。当 tanh
处于饱和状态时，不影响回声状态网络的预测精度。最重要的是线性函数的复杂性是有限的。 tanh 函数

作为一种非线性激活函数，具有从数据中学习和识别复杂映射的能力。 ( ) ( ) ( ) ( ) T
1 2, , , Ly n y n y n y n=    表

示输出层的 L 个神经元的输出值，输出方程为： 

 ( ) ( ) ( )( );outy n g W x n u n=     (2) 

(2)式中，g 表示输出激活函数，通常为恒等函数或者 tanh 函数，[;]表示两个向量的连接。 outW 是一个未

知的可调节的参数，其计算在整个系统的训练过程中是必不可少的，通常采用 Tikhonov 正则化计算，计

算公式如下： 

 ( ) 1T ToutW X X I X Y
−

= + Γ  (3) 

(3)中，Y 表示收集训练的输出值的矩阵， X 表示收集训练时的神经元状态的矩阵， Γ表示正则化因子，

I 表示单位矩阵。 

3. 注意力池化回声状态网络(AP-ESN) 

3.1. 注意力池化层 

为实现回声状态网络储备池层至输出层间的特征降维及局部空间信息聚合，本文设计一种注意力加

权池化机制，以此对储备池神经元的状态信息开展自适应式特征筛选。将储备池神经元划分为 P 个互不

重叠的局部子区域，第 i 个子区域对应的神经元集合记为 iS ，则第 i 个子区域经注意力加权池化后的输出

特征为 ( )ie n ，计算公式如下： 

 ( ) ( ), ,ii p i j jj Se n x nω
∈

=∑  (4) 

式(4)中， iS 表示第 i 个子区域所包含的储备池神经元集合； ( )jx n 表示第 n 时刻第 j 个储备池神经元的状

态； , ,p i jω 表示第 i 个子区域内第 j 个储备池神经元对应的注意力池化权重； ( )ie n 表示第 i 个子区域在第 n
时刻经过注意力加权池化后得到的输出特征。为避免人工设定注意力权重带来的主观性，本文利用训练

集数据自适应学习各储备池神经元的重要性系数。具体而言，首先采用岭回归求解各神经元状态与目标

输出之间的映射关系，并根据所得回归系数确定神经元的重要程度；随后，在各子区域内部采用 Softmax
函数进行归一化，得到最终的注意力池化权重 , ,p i jω 。因此，对于第 i 个子区域，有 , , 0p i jω ≥ ，且 , , 1

i p i jj S ω∈
=∑ 。

注意力权重的求解仅使用训练集数据，验证集和测试集均不参与权重估计，以避免数据泄漏并保证模型

评价的客观性。 
经过注意力加权池化后，可将高维储备池状态映射为低维聚合特征向量 ( )E n ，状态表达式如下： 

 ( ) ( ) ( ) ( ) T
1 2, , , PE n e n e n e n=     (5) 

将经注意力加权池化处理后得到的特征向量进一步送入网络输出层，完成对目标输出的拟合建模工

作。该方式能够在完整保留储备池内部蕴含的特征信息的基础上，显著降低输出层的特征维度规模，减
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少冗余特征带来的问题，从而有效缓解网络训练过程中易出现的过拟合现象，提升模型泛化性能。 

3.2. 交叉回环机制 

针对标准飞蛾扑火优化算法(MFO)在复杂场景下的局限性，本文进行了深入分析并提出改进方案。

首先，标准 MFO 的搜索机制存在固有缺陷：飞蛾个体仅沿单一对数螺旋曲线围绕火焰局部邻域搜索，这

种强方向性和局部聚集特性导致当火焰位置陷入局部最优时，飞蛾极易被束缚，致使算法全局勘探能力

不足。其次，由于搜索步长与偏转角度完全受对数螺旋参数 λ 决定，缺乏独立可调的扰动偏移分量，这

使得算法在面对高维的 ESN 超参数寻优场景时，很难跳出局部极小值。考虑到 ESN 储备池超参数组合

空间的非线性与多峰特性，单纯依靠原始螺旋路径极易导致早熟收敛，进而限制 ESN 的预测精度。为克

服上述局限，本文提出了一种交叉回环机制。该机制在原始 MFO 位置更新公式中引入了一组由角度θ 与

尺度因子η共同控制的二维偏移项 [ ],α β ，对飞蛾的搜索轨迹施加可控的横向扰动。这一改进不仅拓宽了

寻优路径，还有效平衡了算法的全局勘探与局部开发能力。交叉回环机制的表达式如下： 

 
2

2

cos
1 tan 2

sin
1 tan 2

η θα
θ

η θβ
θ

 = +

 =
 +

 (6) 

(6)式中， 0η > 为参数，决定交叉回环路径的大小，迭代前期可取较大η，施加强偏移，扩大搜索范围，

侧重全局勘探；迭代后期可减小η，弱化扰动，保留原始 MFO 精细局部搜索能力，实现勘探–开发动态 

切换。
π π 3π 5π, ,
4 4 4 4

θ    ∈ − −      
 为角度。仅限定在两段区间，使得偏移矢量的方向集中在交叉对角方向，

而非全平面随机扰动；这也是“交叉回环”命名来源。飞蛾在靠近火焰的螺旋主路径之外，额外沿着对

角方向做小范围回环式偏移，形成交叉式的搜索轨迹。当θ 靠近
π
4

± ，
3π
4
，

5π
4

边界时，
2

1 0
1 tan 2θ

→
+

，

偏移分量 [ ],α β 趋近于 0；当θ 取区间内部值时，偏移矢量有效激活。该设计避免偏移项无限制放大，防

止飞蛾完全脱离火焰主搜索区域，并保证扰动为叠加式修正，而非完全替换原始螺旋路径。 
传统 MFO 的位置更新方程可表示为： 

 ( )e cos 2πM F M Fλµ µ= − ⋅ ⋅ +  (7) 

(7)式中，M 表示飞蛾的矩阵。F 表示火焰的矩阵。λ 为所定义的对数螺旋形状常数。 [ ]1,1µ∈ − 为路径系

数。 
利用交叉回环机制优化 MFO 的路径，得到的公式如下： 

 ( ) [ ]cos 2 ;M F M e Fλµ πµ α β= − ⋅ ⋅ + +  (8) 

优化后的飞蛾寻优路径将会扩大，更有利于寻到全局最优解，避免陷入局部最优解。 

4. 实验的结果和分析 

为验证本文方法的有效性，选取 Mackey-Glass (MG)时间序列和低频正弦序列发生器(Sin)。数据的具

体信息如表 1 所示。 
我们选取 ESN、Leaky-ESN、CNN 和 LSTM 作为对比实验的对象。为了分析 AP-ESN 的预测性能，

通过评估三个不同的指标：误差(Error)，均方根误差(RMSE)，平均绝对误差(MAE)，计算过程如下： 
 Error Y y= −  (9) 
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 ( )
2

1

1RMSE l
i Y y

l =
= −∑  (10) 

 1

1MAE l
i Y y

l =
= −∑  (11) 

上式中，Y 表示真实数据。 l 表示数据的长度。 
 

Table 1. Experimental data 
表 1. 实验数据 

数据 训练长度 测试长度 总长度 

MG 5600 2400 8000 

Sin 5600 2400 8000 

4.1. MG 时间序列 

MG 的公式如下： 

 ( ) ( ) ( )101
1

v
m t m t m t

m

τσ ς
εε γ
τς
ε

  −  ∆  + = + ∆ +
  + −  ∆  

 (12) 

(12)式中， 0.2σ = ， 17τ = ， 0.1γ = − ， 0.1ε∆ = 均为参数。 
通过 HMFO 寻找到 AP-ESN 的最优参数为 0.1894a = ， 0.6275ρ = ， 0.4254ins = 。为避免偶然性，

每个模型进行 30 次实验，最终取平均值。5 个模型的误差对比结果如图 2 所示。 
 

 
Figure 2. Error results of the MG series 
图 2. MG 序列误差结果图 

 
由图 2 结果可见，本文所提 AP‑ESN 模型具备优异的预测精度，整体性能优于其余对比模型。本实
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验还进行 RMSE 和 MAE 进行实验分析，实验结果如图 3。 
 

 
Figure 3. Comparison of RMSE and MAE for the MG series 
图 3. MG 序列的 RMSE 和 MAE 比较图 

 
图 3 可以看出，RMSE 和 MAE 均优于其他对比模型。究其原因，一方面注意力池化层可有效挖掘时

序数据的关键特征，剔除冗余信息，强化特征表达能力；另一方面，交叉回环机制能够优化 MFO 的参数

寻优过程，锁定最优超参数，进一步提升模型的预测性能。 

4.2. 低频正弦序列发生器 

低频正弦序列发生器的公式如下： 

 ( ) ( ) ( ) ( ) ( )Sin sin sin 0.51 sin 0.22 sin 0.1002 sin 0.05343t t t t t= + + + +  (13) 

(13)式中，0.51，0.22，0.1002 和 0.05343 是参数。 
通过 HMFO 寻找到 AP-ESN 的最优参数为 0.9031a = ， 0.1189ρ = ， 0.1987ins = 。5 个模型的误差对

比结果如图 4 所示。 
 

 
Figure 4. Error results of the Sin series 
图 4. Sin 序列误差结果图 
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从图 4 的预测结果对比能够清晰看出，本文所提出的 AP‑ESN 模型在预测精度上均表现最优，综合

性能显著优于其余对比模型。为进一步全面、定量地验证 AP‑ESN 模型的有效性，后续实验选取 RMSE、
MAE 两类经典评价指标，从误差分布、绝对偏差等不同维度对模型性能展开量化评估，对应的实验结果

如图 5 所示。 
 

 
Figure 5. Comparison of RMSE and MAE for the Sin series 
图 5. Sin 序列的 RMSE 和 MAE 比较图 

 
根据图 5 所示，AP-ESN 的 RMSE 和 MAE 的结果优于其他对比模型。有效证明了本文提出的注意力

池化层和交叉回环机制的有效性。 

5. 总结 

本文提出一种注意力池化回声状态网络(AP-ESN)。该模型在标准 ESN 的储备池与输出层之间引入注

意力池化层，通过自适应筛选储备池中的关键特征信息并进行有效聚合，显著提升了模型的预测精度，

解决了传统 ESN 难以精准捕捉储备池核心特征的问题。针对泄露率、输入尺度因子与谱半径这三个影响

ESN 预测性能的核心超参数，本文提出基于交叉回环机制改进的飞蛾扑火优化算法，通过优化算法的全

局寻优策略，有效克服了传统飞蛾扑火算法易陷入局部最优、寻优精度不足的缺陷，为 AP-ESN 模型超

参数的合理配置提供了可靠支撑，最终实现了模型预测性能的全面提升。 
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