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摘  要 

针对新建风电场历史样本不足、跨场站分布差异及多源知识迁移易产生负迁移的问题，提出一种基于气

象场景条件风险最小化的多源迁移风速预测方法。综合源域经验风险、条件分布差异、预测不确定性与

梯度冲突，构建气象场景驱动的动态源选择机制；结合共享专属特征解耦、迁移门控与轻量残差适配，

实现可迁移知识筛选与目标场站少样本适应。基于6个风电场开展留一场站实验，结果表明，本文方法在

15 min和60 min预测任务中的MAE分别为0.448 m/s和0.972 m/s，较目标域独立训练的平均迁移增益

分别达到37.34%和37.00%，负迁移率均为2.50%，验证了所提方法在少样本风速预测中的有效性。 
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Abstract 
To address the challenges of insufficient historical samples at newly established wind farms, cross-
site distribution discrepancies, and negative transfer arising from multi-source knowledge transfer, 
a multi-source transfer learning method for wind speed forecasting based on meteorological 
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scenario-conditioned risk minimization is proposed. By jointly considering source-domain empiri-
cal risk, conditional distribution discrepancy, prediction uncertainty, and gradient conflict, a mete-
orological scenario-driven dynamic source selection mechanism is developed. Shared-private fea-
ture disentanglement, transfer gating, and lightweight residual adaptation are further integrated 
to enable transferable knowledge selection and few-sample adaptation at the target wind farm. 
Leave-one-site-out experiments are conducted on six wind farms. The results show that the pro-
posed method achieves MAEs of 0.448 m/s and 0.972 m/s for the 15-min and 60-min forecasting 
tasks, respectively, with average transfer gains of 37.34% and 37.00% over target-domain inde-
pendent training. The negative transfer rate is 2.50% for both forecasting horizons, demonstrating 
the effectiveness of the proposed method for few-sample wind speed forecasting. 
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1. 引言 

风速具有显著的随机性、间歇性与非平稳性，其预测精度直接影响风电功率评估及电力系统运行调

度[1]。随着深度学习在风速预测中的广泛应用，模型对历史样本规模和数据覆盖范围提出了更高要求。

然而，对于投运时间较短的新建风电场，有限观测数据难以充分表征季节变化、风向转换及不同气象状

态下的风速演化规律，独立训练模型容易产生过拟合和泛化能力不足等问题。 
为此，迁移学习逐渐被用于风场预测任务，通过利用成熟场站的数据或模型参数提高目标场站的少

样本预测能力[2]。Hu 等[2]利用数据丰富场站的隐藏层参数初始化目标模型，程凯等[3]结合特征选择与

多层级深度迁移学习提高风电功率预测精度，Peng 等[4]进一步利用深度特征学习与多层级迁移机制实现

跨场站知识复用。相关研究表明，源场站中蕴含的时序规律能够缓解目标场站样本不足问题。然而，不

同风场受气象条件、地形及测量环境影响，其数据分布与风速演化规律存在差异，直接迁移可能导致负

迁移。域适应理论通过刻画源域与目标域分布差异为跨域知识迁移提供理论基础[5]-[8]；共享–专属表征

分解能够在提取域不变特征的同时保留域特有信息[9]；参数高效适应通过冻结基础模型并引入轻量模块

降低目标域适配复杂度[10]。如何依据气象场景动态选择有效源知识并抑制负迁移，仍需进一步研究。 
针对上述问题，本文提出一种基于气象场景条件风险最小化的多源迁移风速预测方法。综合源域经

验风险、条件分布差异、预测不确定性及梯度冲突，构建气象场景驱动的动态源选择机制；通过共享专

属特征解耦筛选跨场站可迁移信息，并结合迁移门控与轻量残差适配抑制有害知识传递，实现新建风电

场少样本条件下的多源知识有效复用和预测模型快速适应。 

2. 模型介绍 

2.1. 多源迁移学习与目标风险理论 

迁移学习旨在利用源任务中获得的数据结构、特征表示或模型参数，提高目标任务在样本有限条件

下的泛化能力。单源迁移仅考虑一个源域，而多源迁移同时利用多个源域，其关键不在于简单扩充训练
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样本，而在于判定各源域对目标任务的有效贡献。若某一源场站数据量充足但其风速生成机制、局地地

形或测量条件与目标场站差异较大，该源场站仍可能增加目标预测误差。 
令 K 表示候选源场站数量， f 表示预测函数， ( )TR f 表示目标域风险， ( )

kSR f 表示第 k 个源域经验

风险， kα 表示满足 0kα ≥ 的源权重， ( ),kd S T 表示第 k 个源域与目标域的分布差异， *λ 表示由任务机制

差异导致的联合不可约误差， ( )Ω α 表示权重正则项。受域适应目标风险边界思想启发，多源条件下目标

风险可概括表示为 

 ( ) ( ) ( ) ( )*

1 1
,

k

K K

T k S k k
k k

R f R f d S Tα α λ
= =

≤ + + +Ω∑ ∑ α  (1) 

式(1)表明，迁移性能同时取决于源模型的经验风险、源–目标分布接近程度及任务机制一致性，并

受到源组合权重的影响。正迁移是指引入源知识后目标域预测误差降低，负迁移则表示误差增大。因此，

多源迁移需要对源域质量进行条件化评估，并在训练过程中限制低价值或有害源域的贡献。 

2.2. 条件域适应与共享–专属表示理论 

域适应通过缩小源域与目标域在特征空间中的分布差异，使源域学习的表示服务于目标任务。传统

方法通常对边缘分布进行全局对齐，但风速序列在不同季节、风向和风速区间具有差异化演化规律，全

局对齐容易将不同气象状态的样本强制匹配。为保持气象条件一致性，在场景变量给定时约束条件分布，

其中 z 表示由输入样本映射得到的隐空间特征， r 表示气象场景变量： 

 ( ) ( )| |S TP z r P z r≈  (2) 

条件分布差异可采用 MMD、Wasserstein 距离或 CORAL 等度量。MMD 比较两域样本在再生核希尔

伯特空间中的均值嵌入，适合小批量端到端训练；Wasserstein 距离刻画分布间最优运输代价，对支撑集

不重叠情形更具解释性；CORAL 通过匹配协方差实现二阶统计对齐。实际应用中应结合模型复杂度和样

本规模选择度量方式。 
不同场站的隐特征并非全部可迁移。区域天气系统、共同风速变化趋势和周期性时序模式构成跨场

站共享信息；地形、海拔、局地湍流、传感器偏差等反映场站专属性。本文将隐空间特征 z 分解为共享表

征 shz 与场站专属表征 prz ： 

 sh pr, =  z z z  (3) 

共享表征 shz 用于源–目标条件对齐，专属表征 prz 用于保留各场站局部信息。本文采用共享特征条件

对齐与批次级正交约束，减少两类表示的冗余耦合，在提取跨域可迁移信息的同时保留目标场站局部特

性。 

2.3. 基础预测模型与参数适应机制 

本文方法不依赖特定预测主干，可将基础预测器统一抽象为特征映射 ( )
g

G Xθ 与预测映射 ( )
h

Hθ ⋅ 的 
组合。循环神经网络、时序卷积网络、Transformer 以及线性预测模型均可作为具体实现。为突出多

源迁移策略本身的作用，本文仿真实验采用轻量预测器进行验证： 

 ( )ˆ
h g

y H G Xθ θ
 =    (4) 

其中， X 为长度为 L 的多变量滑动时间窗， ŷ 为未来τ 步风速预测值， gθ 、 hθ 分别表示特征映射与预测

映射参数。该统一抽象使迁移风险估计、源权重计算及目标适配不依赖具体主干结构。 
参数高效适应在固定基础预测器主体的条件下，仅利用少量目标数据更新任务相关部分，从而降低
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少样本过拟合风险。式中给出的一般特征映射可与瓶颈适配器结合；本文轻量仿真实现采用标准化岭回

归作为基础预测器，并以单参数残差偏置完成目标场站适配。 

3. 气象场景感知的多源选择性迁移风速预测方法 

针对新建风电场少样本预测问题，本文构建气象场景感知的多源选择性迁移框架。方法由三部分组

成：首先，估计不同气象场景下各源场站的迁移风险并生成动态源权重；其次，将多源知识分解为共享

表征和场站专属表征，仅对高价值共享表征执行双条件分布迁移；最后，从优化方向、分布距离和预测

可信度三个维度抑制负迁移，并通过参数高效模块适应目标场站。三部分均以目标场站验证风险为最终

评价依据。 

3.1. 气象场景条件下的多源迁移风险建模与知识选择 

设时刻 t 可获得的气象变量向量为 tm ，其中包含当前及历史风速、风向、温度、气压、湿度和由历

史序列构造的变化特征。场景编码器 ( )Eφ ⋅ 用于将上述变量映射为气象场景表示 tr ： 
 ( )t tr E mφ=  (5) 

本文采用离散气象场景表征，根据风向扇区、风速区间和稳定度状态构建场景标签。场景编码器 ( )Eφ ⋅

表示气象变量到该离散场景的映射，由 4 个风向扇区、3 个风速区间与 2 个稳定度状态组合形成 24 类气

象场景。该表征便于在少样本条件下稳定估计不同天气状态对应的迁移风险。本文中的 ( )Eφ ⋅ 表示基于上

述风向、风速及稳定度划分规则构成的场景映射，其中φ 表示相应场景划分参数，并非额外训练的深度

编码网络参数。 
对于第 k 个源场站，在气象场景 r 下定义迁移风险 ( )kB r 为 

 ( ) ( ) ( ) ( ) ( )1 2 3k k k k kB r R r d r U r C rβ β β= + + +  (6) 

考虑到经验风险、分布距离、预测不确定性和梯度冲突度具有不同量纲及取值范围，计算综合迁移

风险前，分别在候选源场站范围内对各指标进行归一化处理。 ( )kR r 定义为第 k 个源模型在目标支持集

中对应场景样本上的平均绝对预测误差，用于表征其基础适应能力； ( )kd r 定义为源场站与目标场站在当

前场景下标准化共享特征均值的差异，用于描述数据层面的可迁移性； ( )kU r 由源模型验证残差在相应

场景内的标准差表征； ( )kC r 表示源任务与目标任务更新方向的不一致程度，并由第 3.3 节的梯度一致性

指标确定。 1β 、 2β 、 3β 为非负权衡系数。 
在 ( ) 0k rα ≥ 且 ( ) 1kk

rα =∑ 的约束下，场景化源权重通过最小化目标风险上界获得： 

 ( )
( )

( ) ( ) ( ) ( )( )2*
1 22

1
arg min

K

K

k k s
r k

r r B r r rα λ λ
∈∆ =

 = + + Ω  
∑

α
α α α  (7) 

式(7)中的二范数正则项用于避免源权重过度集中并提高权重估计稳定性； ( )sΩ α 表示稀疏约束项，用于

使迁移权重集中于少量高价值源场站。实际实现中仅保留综合风险最低的两个候选源，并重新归一化其

权重。式(7)给出了场景化源权重选择的风险最小化目标；为降低直接求解约束优化问题的复杂度，实际

计算采用式(8)所示的温度 Softmax 形式对该目标进行连续近似。 

 ( )
( )

( )
1

exp

exp

k
k K

j
j

B r T
r

B r T
α

=

−  =
 − ∑

 (8) 

温度T 控制源权重的集中程度，T 越小，权重越集中于低风险源；T 越大，权重分布越平缓。本文

实验取 0.35T = 。当某一场景的目标支持样本少于 8 个时，相应风险分量向全局统计量收缩，以减小极少
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样本条件下风险估计的方差。 

3.2. 场站共享–专属表征解耦与条件分布迁移 

动态源权重回答“从哪些场站迁移”，共享–专属表征解耦进一步回答“迁移哪些知识”。对第 k 个

源场站输入 ,s kX 和目标场站输入 tX ，采用共享编码器 ( )shG ⋅ 提取跨场站共性特征，并分别利用场站专属

编码器 ( )pr
,s kG ⋅ 与 ( )pr

tG ⋅ 提取局地特征： 

 ( ) ( )sh sh
, sh , sh,s k s k t tz G X z G X= =  (9) 

 ( ) ( )pr pr pr pr
, , , ,s k s k s k t t tz G X z G X= =  (10) 

共享编码器重点描述区域天气系统驱动、风速变化趋势和可复用时序模式；专属编码器刻画地形、

海拔、局地湍流、设备布置和测量偏差形成的场站差异。两类表示通过拼接或门控融合进入预测头，但

域适应约束仅作用于共享表示，避免将局地特征误判为需要消除的域偏差。 
上述共享编码器与专属编码器为统一方法框架下的特征映射表示。在本文轻量仿真实现中，共享映

射与专属映射分别由预先划分的共享特征子集、场站专属特征子集及其标准化线性映射实现，不额外训

练深层编码网络。 
具体划分如下：共享特征由 19 维变量构成，包括 80、100 和 120 m 高度风速，100 m 风速的 1、3、

7、15 和 23 步滞后量，24 步滚动均值、标准差、最小值、最大值与趋势，以及 100 m 温度、100 m 气压、

2 m 相对湿度、80~120 m 风切变和 100 m 风向正余弦编码。其中，多高度与历史风速描述跨场站可复用

的风速垂直结构和时间演化，温压湿、风切变及风向编码描述共同天气背景。小时与年内日的 4 维正余

弦编码仅作为时间辅助变量输入预测器，不参与条件分布对齐。专属特征在轻量实现中明确为 1 维目标

场站残差偏置，其数值由目标支持集预测残差的均值估计，并由目标验证集选择收缩强度；测试阶段固

定该偏置，不使用测试标签。该专属量用于吸收局地地形、设备布置和测量偏差引起的系统性误差。 
为保证表示分工清晰，采用正交约束降低共享特征与专属特征的线性相关性： 

 ( )
2Tsh pr

orth d d
Fd

Z Z
∈

= ∑


  (11) 

其中， sh
dZ 、 pr

dZ 分别表示一个训练批次内第 d 个域的共享特征矩阵和专属特征矩阵， d 遍历各候选源场

站及目标场站， F⋅ 表示 Frobenius 范数。该正交约束用于减少共享信息与场站专属信息之间的线性相关

性。 
条件分布迁移仅对相同或相近气象场景下的共享表征实施对齐。预测状态 v 由预测时刻能够获得的

历史风速状态、历史变化趋势或基础预测器当前状态构成，不使用未来时刻真实风速标签。设第 k 个源

场站样本 i 与目标场站样本 j 的场景表示分别为 ( )
,
k

s ir 、 ,t jr ，预测状态表示分别为 ( )
,
k

s iv 、 ,t jv ，则软匹配权重

定义为： 

 ( )
( ) ( )2 2

, , , ,2 2
2 2exp

k k
s i t j s i t jk

ij
r v

r r v v
w

σ σ

 − − = − − 
  

 (12) 

 ( )
( )

( )

,

k
k ij

ij k
pq

p q

w
w

w
=
∑

  (13) 

其中， rσ 、 vσ 分别为气象场景距离与预测状态距离的正带宽参数。按所有源–目标样本对进行归一化后
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得到式(13)中的 ( )k
ijw ，并据此定义第 k 个源场站与目标场站共享表征的局部条件分布距离。 

 ( ) ( )( ) ( )
2

,shcond sh
, ,

,

k k
k ij s i t j

i j
D w z zφ φ = − ∑



 (14) 

式中， ( )Φ ⋅ 表示将共享特征映射至再生核希尔伯特空间的特征映射。 ( )kd r 用于源场站选择阶段，描述

气象特征层面的源–目标差异； cond
kD 用于特征迁移阶段，衡量共享隐空间中的局部条件分布差异，二者

分别服务于源选择和共享特征对齐。 

 ( ) ( )cond
cda

1

K

k k
k

r D rα
=

= ∑  (15) 

最终目标表征由加权共享知识与目标专属知识融合得到： 

 ( ) ( )sh sh pr
,

1
, ,

K

t g k k s k t t
k

z F r A z z zα
=

  =     
∑  (16) 

其中， ( )kA ⋅ 表示将第 k 个源场站共享表征映射至统一空间的映射， ( )gF ⋅ 为门控融合函数。推理阶段不

需要重新访问完整源场站训练数据，仅调用训练阶段已经学习并固化的源域共享知识、模型参数及目标

场站适配模块；源共享表示以场景统计量和模型参数的形式固化。 

3.3. 梯度风险控制与目标适应 

分布接近并不必然意味着优化方向一致。令 ( ) ( ), ,s k s kg r rθ= ∇  表示第 k 个源场站在气象场景 r 下的

任务梯度， ( ) ( )t tg r rθ= ∇  表示目标场站支持集梯度，采用余弦相似度定义梯度一致性 ( )kC r ： 

 
T
,

, 22

s k t
k

s k t

c
ε

=
+

g g
g g

 (17) 

 ( ) ( ){ }max 0,k kC r c r= −  (18) 

其中， ε 为防止梯度范数为零而设置的正小量。 ( ) ( ){ }max 0,k kC r c r= − ，用于式(6)中的综合迁移风险。

当 ( ) 0kC r < 时，源梯度与目标梯度发生方向冲突。参考冲突梯度投影思想[11]，将源梯度在目标梯度方

向上的冲突分量投影消除： 

 
( )T

,
, , 2

2

min 0, s k t
s k s k t

t ε
= −

+

g g
g g g

g
 (19) 

投影后的源更新不再包含与目标梯度直接对立的分量。本文轻量线性预测器采用源预测修正量与目

标支持集残差方向的余弦一致性作为梯度一致性的可计算近似，并将负一致部分计入 ( )kC r ，从而与一般

梯度投影形式保持一致。 
在本文轻量实现中，梯度冲突度主要用于综合迁移风险与门控权重计算；当检测到负一致性时，通

过降低相应源场站的有效迁移权重实现冲突抑制，式中的梯度投影形式用于说明一般模型下的冲突消除

机制。 
轻量实现的梯度冲突近似过程如下。输入为目标适应池真实风速、持续性预测和各源模型预测，输

出为场景冲突度及有效源权重。步骤 1：在不含测试样本的目标适应池内，按气象场景划分样本；步骤 2：
以真实风速相对持续性预测的残差作为目标更新方向，以第 k 个源模型预测相对持续性预测的修正量作

为源更新方向；步骤 3：按式(17)计算二者的余弦一致性，并按式(18)取负一致部分得到冲突度；步骤 4：
将冲突度计入式(6)的综合迁移风险，并由式(20)计算门控系数；步骤 5：按式(21)重新归一化得到有效源
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权重。全过程仅使用适应阶段可用标签，不访问测试标签。 
进一步联合梯度一致性、条件分布差异与预测不确定性构造迁移门控： 

 ( ) ( ) ( ) ( )1 2 3k k k kq r c r d r U r bσ γ γ γ= − − +    (20) 

其中， ( )σ ⋅ 为 Sigmoid 函数， 1γ 、 2γ 、 3γ 及偏置 b 为由目标验证集确定的门控系数。 ( ) ( )0,1kq r ∈ 表示第

k 个源场站的迁移门控系数；结合原始源权重后，经门控重新归一化得到有效源权重 ( )k rα ： 

 ( ) ( ) ( )
( ) ( )

k k
k

j j
j

r q r
r

r q r
α

α
α

=
∑

  (21) 

目标场站适配采用瓶颈残差结构的一般形式。对基础模型中间状态 h ， downW h 、 upW 分别表示降维与

升维映射，适配后的状态为 

 ( ) ( ) ( )up down down, dim dimh h W W h W h hσ′ = +   (22) 

式(22)给出了参数高效适配器的一般残差形式。考虑本文仿真实验采用轻量预测模型，为避免少样本

条件下引入过多自由参数，实验中进一步采用单参数残差偏置作为简化实现，即仅学习目标场站预测输

出的残差校正量 tδ ： 
 adˆ ˆ ty y δ= +  (23) 

由预测误差、条件分布迁移和共享–专属解耦构成的统一目标函数为 

 ( )pred pred cda orth
1

k
K

ST
s k c o

k
rλ α λ λ

=

= + + +∑       (24) 

式(24)中， pred
T 为目标支持集预测误差损失， pred

kS 为第 k 个源场站预测误差损失， cda 为由条件分布距离

( )cond
kD r 构成的对齐损失， orth 为式(11)定义的正交约束， sλ 、 cλ 、 oλ 为相应非负权衡系数， ( )k rα 为式

(21)定义的有效源权重。本文轻量仿真实现以固定特征划分和显式统计映射实现条件对齐与表征约束，联

合目标仅包含式(24)所列各项。需要说明的是，式中联合目标用于统一描述预测误差与各迁移约束之间的

关系；在本文轻量仿真实现中，条件对齐与共享–专属约束主要通过预先定义的特征划分和统计映射显

式实现，并不与岭回归系数进行端到端联合梯度优化。 

 ( ) ( ) ( )* * *
sup 0 val 0arg min , ; , arg min , ( );

t
t t t

θ ψ
θ ψ θ θ ψ ψ θ θ ψ ψ= =   (25) 

本文采用支持集与验证集分层的参数选择机制。 0θ 表示由源场站数据获得的基础参数， tθ 表示利用

目标支持集更新的目标适配参数，ψ 表示源权重、条件对齐和门控等迁移策略参数。利用目标支持集更

新少量目标适应参数，并利用目标验证集评价迁移策略参数，以避免迁移策略仅适配训练样本。推理阶

段固定基础预测器与迁移策略，仅调用固化的源域模型参数、场景统计量和目标场站残差适配参数。 
式(25)的轻量实现流程分为四步：① 利用源域训练集和源域验证集确定基础预测参数 0θ ，进入目标

场站适应后保持固定；② 利用目标支持集估计单参数残差偏置 tδ ，即目标适配参数 tθ ；③ 利用目标验

证集评价候选迁移策略，确定由场景源权重、门控统计、偏置收缩强度和动态迁移–等权锚点融合系数

组成的策略参数ψ ；④ 参数确定后，利用完整目标适应池重新估计 tδ ，并固定 0θ 、 tθ 和ψ 完成测试预

测。该过程采用分层参数选择，不进行高阶可微超梯度求解。 

4. 仿真实验与结果分析 

4.1. 实验设置 

实验数据由美国风电机组数据库(United States Wind Turbine Database, USWTDB)和 WIND Toolkit 
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Data V2 整理获得。USWTDB 用于筛选美国得克萨斯州西部六个风电场及其地理中心，WIND Toolkit Data 
V2 提供相邻 18 个网格点的 15 min 多高度气象序列；每个风电场取距离中心最近的 3 个唯一网格点，对

标量变量求算术平均，对风向采用单位向量平均。数据时间范围为 2011~2013 年。输入窗口包含过去 24
个 15 min 时刻，即 6 h；15 min 预测为一步超前，60 min 预测为四步超前。2011 年至 2012 年 10 月数据

用于源模型训练，2012 年 11~12 月用于源模型验证，2013 年数据按时间顺序构造目标支持集、验证集和

后续测试集。数据处理不进行统计插补，特征构造后剔除包含非有限值的窗口；标准化参数仅由相应训

练数据估计，以避免测试信息泄漏。 
实验采用留一场站法，依次将六个场站设为少样本目标域，其余场站作为候选源域。目标支持集规

模设为 1、3、7、14 和 30 d，并按时间顺序以 80%和 20%划分支持集与验证集，随后一个月作为测试集。

为突出多源迁移策略本身而降低复杂预测主干对结果的影响，本文采用标准化岭回归作为基础预测器，

正则系数由验证集选择。输入包含多高度风速、历史滞后、24 步滚动统计、温度、气压、湿度、风切变、

风向周期编码及时刻周期编码，共 23 个特征。气象场景由 4 个等宽风向扇区(分别以 0˚、90˚、180˚和 270˚
为中心)、3 个风速区间和 2 个稳定度状态组合为 24 类；风速区间划分为小于 5 m/s、5~10 m/s 和不小于

10 m/s，稳定度由相邻时刻风速变化量是否达到 0.5 m/s 区分。综合风险系数依次为 0.55、0.25、0.10 和

0.10，温度 0.35T = ，仅保留风险最低的两个候选源；门控系数 1γ 、 2γ 、 3γ 及偏置 b 分别取 2.5、1.0、0.5
和 0。理论软匹配中的 rσ 、 vσ 均表示正带宽；仿真实现采用离散场景精确匹配，因而不另设带宽值。条

件对齐仅作用于温度、气压、湿度、风切变及风向周期编码等共享气象特征，并采用 15%的统计映射强

度；目标专属适配器仅包含一个残差偏置参数，占轻量预测器可训练参数的 4.17%。评价指标包括 MAE、
RMSE、sMAPE、R2、场景平均迁移增益和负迁移率。 

温度T 控制 Softmax 源权重集中度，综合风险权重 β 控制预测误差、分布距离、不确定性和冲突度

的相对贡献。本文在原 120 个目标测试场景上设置 { }0.20,0.35,0.50,0.75T ∈ ，并以 

( )0.55,0.25,0.10,0.10β = 为基准，对四个分量分别实施 ± 20%的单因素扰动，扰动后重新归一化；所有

配置沿用相同训练–验证–测试划分，不根据测试结果重新选择参数。场站异质性依据目标场站至候选

源场站的平均地理距离和共享特征分布距离的标准分数等权合成，并按三分位数划分为低、中、高三组。

预测主干兼容性实验采用过去 24 个时刻的 9 维气象序列和单层紧凑 Transformer，仅选取 7 d 目标样本场

景，以控制补充实验规模。 
设 N 为全部目标测试场景数，场景平均迁移增益定义为 

 ,target ,transfer
tr

1 ,target

MAE MAE1 100%
MAE

N
n n

n n

G
N =

 −
= × 

  
∑  (26) 

该指标先针对每个目标测试场景分别计算迁移增益，再对全部场景求平均，因此不等于表 1 中平均

MAE 之间直接计算得到的相对下降率。负迁移率定义为 

 ( )neg ,transfer ,target
1

1 I MAE MAE 100%
N

n n
n

R
N =

= > ×∑  (27) 

其中， ( )I ⋅ 为示性函数。 

4.2. 总体预测性能 

表 1 给出了 120 个目标测试场景上的平均结果。本文方法在 15 min 和 60 min 任务上的 MAE 分别为

0.448 m/s 和 0.972 m/s，相对目标域独立训练的场景平均迁移增益分别为 37.34%和 37.00%。相较静态风

险加权，MAE 分别降低 0.74%和 1.84%。多源等权迁移在 15 min 任务与本文方法基本相当，在 60 min 任
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务上的平均 MAE 略低于本文方法。因此，本文方法的主要优势体现为相对静态风险加权方案的稳定改

进以及对低价值源迁移影响的约束，而非在全部场景下均取得最低平均误差。 
 
Table 1. Overall prediction results of the main method 
表 1. 主要方法的总体预测结果 

方法 15 min MAE 15 min RMSE 15 min R2 60 min MAE 60 min RMSE 60 min R2 

持续性预测 0.455 0.778 0.943 1.012 1.521 0.791 

目标域独立训练 0.978 1.290 0.801 2.168 2.676 −0.080 

最近场站单源迁移 0.449 0.766 0.945 0.971 1.445 0.814 

多源等权迁移 0.448 0.766 0.945 0.969 1.443 0.814 

静态风险加权 0.452 0.769 0.944 0.990 1.464 0.810 

气象场景风险加权 0.451 0.769 0.944 0.986 1.459 0.811 

本文方法 0.448 0.767 0.945 0.972 1.446 0.814 

 
多源等权迁移的 MAE 分别为 0.448 m/s 和 0.969 m/s，说明同一气候区域内源场站差异较小时，等权

集成仍是较强基线。本文方法在保持总体误差接近该基线的同时，通过场景风险、门控与残差适配提供

更明确的负迁移控制。 

4.3. 目标样本规模与场景效应 

表 2 比较了不同目标样本规模下三类代表性方法。在 1~3 d 极少样本条件下，目标独立模型误差受

样本时段和气象状态影响较大，并未呈严格单调变化；两类迁移方法保持较低且稳定的 MAE。目标样本

达到 7 d 以上后，目标独立模型的预测误差整体随样本规模增加而下降。 
 
Table 2. MAE under different target sample sizes 
表 2. 不同目标样本规模下的 MAE 

目标样本/d 
15 min MAE/(m/s) 60 min MAE/(m/s) 

目标独立 多源等权 本文方法 目标独立 多源等权 本文方法 

1 1.511 0.448 0.449 3.264 0.969 0.974 

3 1.647 0.448 0.449 3.566 0.969 0.974 

7 0.720 0.448 0.449 1.756 0.969 0.975 

14 0.551 0.448 0.448 1.228 0.969 0.972 

30 0.461 0.448 0.447 1.025 0.969 0.964 

 
目标样本达到 30 d 时，本文方法在 15 min 和 60 min 任务上的 MAE 分别为 0.447 m/s 和 0.964 m/s，

均低于多源等权迁移。该结果表明，目标验证信息增加后，场景风险估计和适配参数选择更为可靠；在

极少样本条件下，验证收缩则使本文方法保持与等权迁移接近的误差水平。 

4.4. 动态源权重与负迁移分析 

表 3 同时列出负迁移率和本文方法相对各比较方法的配对 MAE 优势。本文方法在两个预测步长上

的负迁移率均为 2.50%，即 120 个目标测试场景中仅有少量场景出现负迁移，低于静态风险加权和场景
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风险门控在 60 min 任务上的 4.17%。在当前测试场景下，配对精确符号检验进一步表明本文方法相对静

态风险加权具有较稳定的配对优势，两个预测步长的 P 值均为 0.0013。 
 
Table 3. Transfer stability and advantage of paired error 
表 3. 迁移稳定性与配对误差优势 

方法 
负迁移率/% 本文方法配对 MAE 优势/(m/s) 

15 min 60 min 15 min 60 min 

最近场站单源迁移 2.50 3.33 0.0004 −0.0008 

多源等权迁移 2.50 2.50 −0.0004 −0.0029 

静态风险加权 2.50 4.17 0.0033 0.0182 

气象场景风险加权 2.50 3.33 0.0029 0.0143 

场景风险加权与门控 2.50 4.17 0.0029 0.0147 

本文方法 2.50 2.50 — — 

 
本文方法相对静态风险加权的配对 MAE 优势为 0.0033 m/s 和 0.0182 m/s，相对气象场景风险加权的

优势为 0.0029 m/s 和 0.0143 m/s。相对多源等权迁移的优势为负，进一步说明场站同质性限制了动态选源

的总体收益；上述检验结论仅针对当前测试场景。 

4.5. 消融实验与讨论 

表 4 给出了完整方法与各消融方案的结果。去除气象场景、目标专属适配器以及门控与冲突抑制后，

15 min 任务的 MAE 分别上升 0.53%、0.64%和 0.51%，60 min 任务分别上升 1.33%、1.51%和 1.15%，说

明三类机制在当前实验中产生正向贡献，且较长预测步长下作用更明显。去除条件特征对齐后，两项任

务的误差反而分别下降 0.17%和 0.45%。 
 
Table 4. Ablation experiment results 
表 4. 消融实验结果 

方法 
15 min 60 min 

MAE/(m/s) 相对变化/% MAE/(m/s) 相对变化/% 

本文方法 0.448 0.00 0.972 0.00 

去除气象场景条件 0.451 0.53 0.985 1.33 

去除条件特征对齐 0.448 −0.17 0.968 −0.45 

去除专属适配器 0.451 0.64 0.987 1.51 

去除门控与冲突抑制 0.451 0.51 0.983 1.15 

 
消融结果表明，显式条件对齐在同一区域高同质性场站上未取得净收益，说明该机制更适用于源–

目标差异较明显的场景，其对齐强度应依据场站异质程度进行调整。本文实验保留该模块用于验证方法

边界，并未将其解释为当前数据上的精度增益来源。 

4.6. 关键超参数敏感性分析 

表 5 给出了温度参数和综合风险权重的单因素敏感性结果。基准复算与原实验逐场景 MAE 的最大
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差异为 4.994 × 10−9，表明补充分析与原结果口径一致。T 在 0.20~0.75 之间变化时，15 min 和 60 min 平

均 MAE 相对基准的最大绝对变化分别为 0.0115%和 0.0019%；四项风险权重分别扰动±20%后，两项任

务的最大绝对变化分别为 0.0097%和 0.0059%。全部配置下负迁移率均保持 2.50%，说明在所检验范围内

模型对关键超参数扰动不敏感。 
 
Table 5. Sensitivity analysis of key hyperparameters 
表 5. 关键超参数敏感性分析 

调整项 设置 15 min MAE/(m/s) 15 min 相对变化/% 60 min MAE/(m/s) 60 min 相对变化/% 

温度 T 0.20 0.448372 +0.0115 0.971839 −0.0019 

温度 T 0.35 0.448320 +0.0000 0.971857 +0.0000 

温度 T 0.50 0.448339 +0.0042 0.971864 +0.0007 

温度 T 0.75 0.448340 +0.0044 0.971872 +0.0016 

风险项 β1 ±20% 0.448277~0.448326 ≤0.0097 0.971805~0.971907 ≤0.0053 

距离项 β2 ±20% 0.448313~0.448322 ≤0.0016 0.971800~0.971907 ≤0.0059 

不确定性项 β3 ±20% 0.448310~0.448322 ≤0.0024 0.971853~0.971866 ≤0.0009 

冲突项 β4 ±20% 0.448320~0.448321 ≤0.0001 0.971838~0.971856 ≤0.0019 

4.7. 场站异质性与预测主干适用性 

为考察场站差异对动态选源效果的影响，依据 4.1.1 节定义的综合异质性指标对 120 个目标测试场景

分层。由表 6 可见，本文方法相对静态风险加权的 MAE 降幅随异质性提高而增大：低异质性组在 15 min
和 60 min 任务上的降幅分别为 0.0513%和 0.0181%，高异质性组扩大至 1.8771%和 4.7688%。该结果与场

景风险控制更适合源–目标差异明显情形的设计动机一致。多源等权在各层仍保持较强竞争力，且当前

分层来自同一区域数据，不能替代跨区域、多气候数据集验证。 
 
Table 6. Results under different station heterogeneity levels 
表 6. 不同场站异质性等级下的 MAE 

异质性等级 预测时域 多源等权/(m/s) 静态风险加权/(m/s) 本文方法/(m/s) 相对静态降幅/% 

低 15 min 0.447732 0.448279 0.448049 0.0513 

低 60 min 0.973496 0.975754 0.975577 0.0181 

中 15 min 0.465391 0.467141 0.465621 0.3253 

中 60 min 0.976570 0.984212 0.977935 0.6378 

高 15 min 0.430543 0.439542 0.431291 1.8771 

高 60 min 0.956910 1.010235 0.962059 4.7688 

 
进一步将本文的场景风险、门控、冲突抑制和单参数残差适配模块接入紧凑 Transformer 主干。该主

干使用过去 24 个 15 min 时刻的多高度风速、温度、气压、湿度、风切变和风向编码，共 9 维序列输入；

编码层设置 16 维隐状态、2 个注意力头和 1 层 Transformer 编码器。为控制补充实验规模，仅采用 7 d 目

标样本的 24 个场景。表 7 显示，相对 Transformer 目标独立训练，结合本文迁移框架后 15 min 和 60 min 
MAE 分别下降 68.54%和 52.02%。与 Transformer 多源等权相比，本文框架在 15 min 任务上 MAE 略高，
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在 60 min 任务上略低，表明该策略能够接入非线性时序主干并缓解少样本训练不足，但不意味着在所有

预测时域均优于等权集成。 
 
Table 7. Compatibility results with a compact Transformer backbone 
表 7. 紧凑 Transformer 预测主干兼容性结果 

方法 15 min MAE/(m/s) 15 min RMSE/(m/s) 60 min MAE/(m/s) 60 min RMSE/(m/s) 

Transformer 目标独立 1.871 2.463 2.156 2.808 

Transformer 多源等权 0.578 0.913 1.035 1.508 

Transformer 结合本文迁移框架 0.589 0.928 1.034 1.507 

5. 结论 

针对新建风电场少样本条件下的多源知识复用与负迁移问题，本文提出一种基于气象场景条件风险

最小化的多源选择性迁移风速预测方法。该方法综合源域经验风险、条件分布差异、预测不确定性和更

新方向冲突生成场景化动态权重，并结合共享–专属表征、迁移门控和单参数残差适配实现目标场站快

速适应。基于六个得克萨斯州西部风电场的留一场站实验表明，本文方法在 15 min 和 60 min 任务上的

MAE 分别为 0.448 m/s 和 0.972 m/s，相对目标域独立训练的场景平均迁移增益分别为 37.34%和 37.00%，

负迁移率均为 2.50%；相较静态风险加权取得了稳定的小幅改善。目标专属适配器仅包含 1 个可训练参

数，占轻量预测器可训练参数的 4.17%，表明该方法能够以较低的适配成本缓解目标场站极少样本问题。 
在 0.20 ~ 0.75T = 以及各综合风险权重单因素 ± 20%的范围内，平均 MAE 的最大相对变化不超过

0.012%，负迁移率保持 2.50%，说明该方法对关键参数扰动具有较好的稳定性。随着场站异质性提高，

本文方法相对静态风险加权的优势进一步增大；紧凑 Transformer 实验也表明，所提出的迁移策略能够与

非线性时序预测主干结合。然而，在同一区域高同质性场站中，多源等权迁移仍具有较强竞争力，固定

强度的条件对齐亦未获得净收益，说明动态源选择更适用于源域质量差异明显或局部气象状态变化显著

的场景。后续研究将面向地理、地形和气候差异更显著的多区域风电场开展验证，并研究基于目标验证

集的温度参数、综合风险权重及条件对齐强度自适应确定方法。 
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