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摘  要 

随着工业物联网和数字化技术的快速发展，时间序列数据在智能制造、设备监测和机器人控制等领域中

的重要性日益凸显，其数据的高维度和复杂性给分类任务带来了巨大挑战。传统的时间序列分类方法通

常侧重于全局或局部特征的单一提取，容易忽视多维特征间的协同作用。因此，本文采用了基于Shapelet
方法的关键子序列提取，并结合粒子群优化(PSO)算法对生成的候选特征进行特征选择，并进一步引入

频域特征增强模型的分类能力。实验评估在SonyAIBORobotSurface1和SonyAIBORobotSurface2数据

集上进行，结果显示，基于Shapelet和PSO特征选择的频域融合方法(SP-FD)在分类准确率上均达到90%
以上的同时验证了模型的有效性，显著优于其他五个基准模型。 
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Abstract 
With the rapid advancement of industrial Internet of things and digital technologies, time-series 
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data has become increasingly critical in fields such as intelligent manufacturing, equipment monitor-
ing, and robotic control. However, the high-dimensionality and complexity of such data present sig-
nificant challenges for classification tasks. Traditional time-series classification methods typically fo-
cus on single extraction of global or local features, thereby easily overlooking the synergistic effects 
among multi-dimensional features. To address this, this paper employs Shapelet-based key subse-
quence extraction, integrates the Particle Swarm Optimization (PSO) algorithm for feature selection 
on generated candidate features, and further introduces frequency-domain features to enhance the 
model’s classification capability. Experimental evaluations were conducted on the SonyAIBORobotSur-
face1 and SonyAIBORobotSurface2 datasets. The results demonstrate that the frequency-domain fu-
sion method based on Shapelet and PSO feature selection (SP-FD) achieves classification accuracies 
exceeding 90%, verifying the model’s effectiveness and significantly outperforming five other bench-
mark models. 
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1. 引言 

随着机器人技术和智能传感器系统的快速发展，基于传感器的数据应用场景在现代工业和智能制造

中变得越来越重要，特别是在机器人路面检测方面，传感器数据被广泛用于检测不同路面条件并提供反

馈支持[1]-[3]。时间序列分类(TSC)在这一背景下扮演了关键角色。TSC 的主要目标是将传感器采集的时

间序列数据分类到不同的预定义类别中，以识别不同的路面情况[4]。然而，时间序列数据由于其特性，

如噪声较多、维度高且数据量庞大，给分类任务带来了诸多挑战。 
近年来，许多基于特征的时间序列分类(TSC)方法相继被提出[5] [6]。这些方法通常可以将其分为两

类：一种是将整个时间序列作为全局特征进行分类[7]，另一种则是提取单个时间序列的局部特征[8]-[10]。
基于局部特征的分类算法，特别是基于 Shapelet 的算法，近年来备受关注。Shapelet 是可以用来识别时间

序列类属性的特殊子序列，具有良好的可解释性和分类性能[11] [12]。 
虽然 Shapelet 方法专注于时间序列中的局部特征，但在某些应用场景中，全局特征同样重要。仅依

赖局部子序列进行分类可能会忽略一些全局模式，导致分类结果不准确[13] [14]。某些情况下，多样的特

征相结合可能会带来更好的分类性能[15]。另外，在某些大规模或高维度的时间序列分类任务中生成

Shapelet 候选集时[16] [17]，通常的全局搜索方法往往会导致计算复杂度极高，搜索过程非常耗时，难以

快速得出结果[18]。 
为了解决上述两大难题，本文提出了基于 Shapelet 和 PSO 特征选择的频域融合方法(SP-FD)。方法首

先通过时间序列分割生成一些具备重要感知点的时间特征候选，然后使用 pso 算法对经过时间特征候选

转化后的特征进行特征组合的搜索，对不同特征组合使用全卷积网络训练，由此得到最优特征组合。最

后本方法融合原始时序数据的频域特征进行时间序列分类任务。 
本研究的主要贡献总结如下： 
1. 通过寻找时间序列中的特殊关键点来生成显著的 Shapelet 候选序列，这种方法选择了一些具有代

表性的时间序列子序列作为候选特征。 
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2. 提出了采用 PSO 特征选择方法来不断迭代，优化选择 Shapet 候选的组合，最终的组合被选择作

为时间特征。 
3. 我们提取了原始时间序列的频域信息特征作为补充信息，多样特征的组合更能达到更好的效果。 
4. 实验比较了我们的方法(SP-FD)与 5 个基线方法，并表明它在 SonyAIBORobotSurface1 和

SonyAIBORobotSurface2 数据集中取得了不错的效果。 

2. 方法 

在本节中，我们在 2.1 节中介绍了我们给出了 SP-FD 方法的整体模型框架。在 2.1 节到 2.3 节中详细

介绍了模型的各个组成部分，2.4 节中我们将模型的多样特征融合进行分类任务。 

2.1. SP-FD 整体框架 

SP-FD 方法的整体模型框架如图 1 所示，其包括了特殊 Shapelet 候选生成[19]、特征转化与 PSO 算

法特征选择和频域特征融合及分类三个主要内容。 
模型的输入是一组单变量的时间序列数据。图 1 中，展示了模型的输入实例，不同的颜色各代表了

一条时间序列数据。为了有效地进行分类，首先对输入的时间序列进行时域特征的提取，核心采用了

Shapelet 方法。然而，与传统 Shapelet 方法遍历所有子序列不同，本方法提取过程基于一个更加精确的策

略。具体来说，本方法的 Shapelet 提取方法侧重于识别具有关键分类信息的特殊子序列，而不是对整个

时间序列进行全局搜索。同时通过设计一种特定的筛选机制，能够有效定位时间序列中的关键区域，从

这些区域中提取 Shapelet 候选集。相比传统的遍历方法，这种方法大大减少了候选子序列的数量，同时

保留了更具代表性的局部模式，提升了模型的计算效率和分类准确性，详细过程见 2.2 节内容。 
 

 
Figure 1. The general architecture of the SP-FD framework. Among them, where the time series candidate set to the fully 
connected layer classification model training undergoes a feature transformation. 
图 1. SP-FD 框架的总体架构。其中，时间序列候选集在训练全连接层分类模型时会经过特征转换 

 
得到具有关键信息 Shaplet 候选集后对其进行特征转换，目的是得到可用于分类模型的特征，具体的

特征转换过程见 2.3 节。为了提升模型的性能和计算效率，我们对提取的特征进行了进一步的筛选。由于

https://doi.org/10.12677/airr.2025.144096


卢许哲 
 

 

DOI: 10.12677/airr.2025.144096 1018 人工智能与机器人研究 
 

提取的具有关键信息的 Shapelet 特征集可能仍包含冗余或无关的特征，直接使用所有特征会增加模型的

复杂度，甚至影响分类效果。我们采用了一种基于 pso 的优化搜索筛选策略，通过模拟粒子的搜索行为，

在较短的时间内找到最优的特征子集。具体的特征转化和优化搜索过程可以在 2.3 节中找到。 
最后，在筛选出最优的 Shapelet 时域特征后，我们进一步结合了频域特征，以构建一个多样化的特

征集。将多样化的特征集作为分类模型的输入。具体的频域特征信息提取见 2.4 节。 

2.2. 特殊 Shapelet 候选生成 

Shapelet 候选的生成我们采用的提出时间序列分割方法，能够有效的生成关键子序列。 
对于图 1 中不同颜色所代表的每个时间序列作为训练数据，具有关键信息的 Shapelet 候选的生成流

程如下： 
(1) 输入原始时间序列并初始化参数 
首先输入原始时间序列，确定期望被切分的片段总数 N。同时，设置子序列的长度条件：子序列的

长度必须大于最小期望长度 minL 且小于最大期望长度 minL 。 
(2) 迭代停止条件 
设置最大迭代次数。当迭代次数超过预设值 MaxIter 时，算法停止迭代。 
(3) 选择具有最大拟合误差和的子序列 
在每次迭代中，选择当前具有最大拟合误差和的子序列。拟合误差和的计算方法如公式(1)和公式(2)

所示。公式中 star 和 end 分别表示子序列的开始和结束索引， [ ]x i 表示时间序列在索引 i 处的值。计算过

程重点识别出对子序列拟合误差贡献最大的点。 
end

star
start

err erri
i=

= ∑                                        (1) 

( )start
starterr * end start

start
i

i i
t t t t
i
−

= − + −
−

                               (2) 

(4) 计算重要感知点(PIP)并进行子序列拆分 
根据最大拟合误差和找到子序列的关键点，即感知重要点(PIP)。PIP 的计算如公式(3)所示，该点是

子序列中拟合误差和最大的点。然后，依据 PIP 将子序列拆分为两个子序列，PIP 之前的部分记为 SL，
之后的部分记为 SR。 

{ }
start end

PIP arg max erri
i≤ ≤

=                                   (3) 

(5) 子序列保留与淘汰规则 
判断 SL 和 SR 是否符合步骤(1)中的长度条件。若符合条件，则将它们保留为 Shapelet 候选集中的

候选子序列；若不符合条件，则丢弃这些子序列。 
(6) 更新子序列集合并重复步骤 
将当前处理的子序列从子序列集合中删除，同时将新生成的 SL 和 SR 加入集合中。重复上述步

骤，直至生成的子序列数量达到预期的片段总数或满足其他终止条件。 

2.3. 特征变换与粒子群优化算法特征选择 

与通常的遍历计算评估方法不同，我们的方法是结合特征转化与优化算法相结合的方式来进行整体

处理。候选者的评估过程主要包括以下两个步骤： 
1. 特征转化 
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在此步骤中，我们将原始时间序列 T 转换为新的特征表示。在新表示中，每个 Shapelet 候选者都被

视为一个特征，其对应的值是该 Shapelet 候选者 S 与原始时间序列 T 之间的最小距离。该距离的计算公

式为 

( ) ( )
1 1

, min , i
i T S

D T S d S S
≤ ≤ − +

=                                   (4) 

其中， T 表示时间序列的长度， S 表示 shapelet 候选者 S 的长度。子序列 { }1 1, , ,i i i i SS t t t+ + −= ⋅⋅ ⋅ 是从 T
中以索引 i 开始的一个片段，长度为 S 。子序列 iS 与候选 Shapelet { }1 2, , , SS s s s= ⋅⋅⋅ 的距离可以通过以

下公式计算： 

( )
( )2

1,
S

i j jj
i

t s
d S S

S
+=
−

=
∑

                              (5) 

假设 shapelet 候选集中共有 k 个候选者，那么原始时间序列数据将转化为 ( ) ( ){ }1
ˆ , , , , mT D T S D T S= 

的形式。 
2. 特征选择 
 

算法 1 

输入：D：特征空间；Popsize：粒子群规模；MaxIter：最大迭代数；w ：惯性质量； 1, 2c c ：加速系数；FCN：全连

接层网络 
输出：BestFeatures：最优特征子集 

1：初始化粒子群 Pop，随机设置每个粒子的位置和速度 
2：Set bestg  to φ  
3：for each particle Pi in Pop do 
4：   使用选定的特征评估 Pi 的适用性，并评估 FCN 分类的准确性 
5：   Set Pi current position as its bestP  
6：   If bestP  is better than GlobalBest, update GlobalBest 
7：end for 
8：for iter = 1 to MaxIter do 
9：   for each particle Pi in Pop do 
10:     Update velocity of Pi: 
( ) ( ) ( )( )

( )( )
1 1 ,

2 2

1i i i best i

best i

v t wv t c r p x t

c r g x t

+ = + −

+ −
 

11:     Update position of Pi: 
( ) ( ) ( )1 1i i ix t x t v t+ = + +  

12:    Evaluate fitness 使用 FCN 对选定的特征进行评估，并计算分类准确率 
13:     If the new fitness is better than bestP , update bestP  
14:     If bestP  is better than bestg , update bestg  
15:   end for 
16:   检查终止条件：如果达到最大迭代次数或适应度不再提升，则停止 
17: end for 
18: Return BestFeatures corresponding to bestg  

 
在此步骤中，我们使用粒子群优化(PSO)算法来选择最优特征子集，并通过全卷积神经网络(FCN)模

型进行分类。在算法 1 中显示了 PSO 算法如何选择最佳的 k 个形状集的概述。PSO 算法通过在特征空间
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中搜索最优的特征组合，最大化分类准确率并最小化特征选择的数量，最终目标是平衡特征子集的紧凑

性与分类性能。公式如下： 

( )1 2
Selected FeaturesFitness 1 Accuracy

Total Features
w w

 
= − +  

 
                      (6) 

其中，Accuracy 表示通过选定特征训练的 FCN 模型的分类准确率，Selected Features 表示当前选择的特

征数量， 1w 和 2w 分别表示分类准确率和特征数量的权重。在本研究中， 1w 设置为 1， 2w 设置为 0.01，以

确保分类性能在特征选择中优先考虑。 
PSO 算法通过每个粒子在特征空间中的迭代搜索来优化特征选择。每个粒子的位置表示一个特征子

集，算法根据个体最优位置和全局最优位置动态更新每个粒子的搜索路径。随着每次迭代，粒子的位置

和速度逐步调整，可以搜索到分类准确率更高且特征数量更少的特征子集。 

2.4. 频域特征融合及分类 

在本步骤中，我们将通过粒子群优化算法(PSO)选择的最优时域特征组合与频域特征相结合，以提升

分类模型的性能。频域特征通过对时间序列进行傅里叶变换等频域分析技术提取，能够捕捉时间序列中

的周期性和频率信息，与时域特征互为补充。这些频域特征具体包括一些统计量信息，如频率分量的均

值、方差和能量等。 
首先，我们从原始时间序列中提取频域特征，这些特征通过快速傅里叶变换(FFT)技术获取。接下来，

使用拼接方式将这些频域特征与 PSO 算法选择的最优时域特征进行融合，形成一个完整的特征集。融合

后的特征集既包含了时间域的模式，也包含了频率域的结构信息，从而为分类任务提供了更多维度的特

征支持。 
在此基础上，我们构建了全卷积神经网络(FCN)模型，用于最终的分类任务。如图 2 所示，该模型由

三层一维卷积层组成，每层卷积层后接一个批量归一化层和 ReLU 激活层，卷积核的大小依次设置为 8、
5 和 3，过滤器的数量分别为 128、256 和 128。通过这种特征融合和 FCN 模型架构的结合，模型能够有

效捕捉时间序列数据中的复杂模式，从而提升分类的准确率和鲁棒性。 
 

 
Figure 2. Specific structure of the FCN net-
work 
图 2. FCN 网络的具体结构 
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3. 实验结果分析 

在本节中，我们将评估所提出的基于 Shapelet 和 PSO 特征选择结合频域特征的时间序列分类模型

(SP-FD)的性能。首先，我们将介绍实验的设置，包括使用的数据集、评估指标以及基线模型的选择。接

下来，我们将对比评估 SP-FD 模型与多种现有方法在分类精度方面的表现。此外，还将分析模型在不同

特征组合及频域融合下的性能变化。所有实验均在具有 32 GB 内存的 GeForce RTX 3060 GPU 上进行，

以确保计算效率和模型的优化效果。 

3.1. 数据集介绍 

UCR 时间序列分类(TSC)档案提供了广泛应用于时间序列分类实验的基准数据集[20]。在本研究中，

我们选择了该档案中的两个特定数据集：SonyAIBORobotSurface1 和 SonyAIBORobotSurface2，因为它们

与基于传感器的路面检测任务高度相关，传感器的读数捕捉了机器人与表面的交互。这些数据集中包括

传感器捕捉到的机器人在不同表面上行走时的加速度和角速度等多维信息。数据集的数据格式包含 X 个

训练实例和 Y 个测试实例，每个实例由 Z 个时间步组成。 

3.2. 基线和实验设置 

在我们的实验中，选取了五种时序分类的基准模型作为对比方法。首先，1NN-DTW 是一种基于动态

时间规整(DTW)的最近邻分类器，通常被作为时序分类任务中的常规基准模型[21] [22]。其次，DTW-F 通

过全局时间序列的距离作为特征[23]，进行分类。此外，catch22 代表了特征提取类方法，该方法提取了

22 个关键时序特征[24]。FS 方法则利用可识别的子序列作为特征，代表了具有可解释性的特征选择方法。

最后，我们还采用了 TSC-TF 模型作为基准模型之一，该方法将所有时序特征候选者一次性进行评估，

选择重要性高的部分候选者作为分类特征。这些基准模型为我们的实验提供了全面的对比分析。 
我们在 SonyAIBORobotSurface1 和 SonyAIBORobotSurface2 数据集上进行实验，使用 SP-FD 方法。

为了更好地适应这两个数据集的特性，我们针对每个数据集采用了不同的超参数设置。具体的参数设置

见表 1。此外，FCN 模型的卷积核和过滤器大小在两个数据集上保持一致，均使用 3 次卷积核大小依次

为 8，5，3 的卷积结构。最终实验结果以分类准确率作为评价指标。 
 

Table 1. Parameter settings for data set correspondence 
表 1. 数据集对应的参数设置 

Parameter name SonyAIBORobotSurface1 SonyAIBORobotSurface2 

nb_epochs 900 1000 

learning rate 0.01 0.01 

batch size 32 32 

swarmsize 20 20 

maxiter 5 5 

minstep 1e−8 1e−8 

minfunc 1e−8 1e−8 

3.3. 实验分析 

如表 2 所示，我们的 SP-FD 模型的性能优于其他模型，且准确率在两个数据集上均达到了 90%以上。

具体来看，在 SonyAIBORobotSurface1 数据集上，SP-FD 模型的精确率为 0.975，意味着模型预测为正类
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的样本中，97.5%确实属于正类，有效减少了误判；召回率达到 0.980，表明模型能够成功识别出 98%的

真实正类样本，具备较强的捕捉能力；F1 值为 0.977，反映出模型在精确率与召回率之间实现了良好的

平衡，综合性能优异。 
 

Table 2. Results of SP-FD and comparison methods on the dataset 
表 2. SP-FD 方法与其他比较方法在数据集上的结果 

Dataset 1NN-DTW DTW-F catch22 FS TSC-TF SP-FD 

 准确率 准确率 精确率 召回率 F1 

SonyAIBORobotSurface1 0.725 0.74 0.883 0.686 0.955 0.978 0.975 0.980 0.977 

SonyAIBORobotSurface2 0.831 0.856 0.902 0.79 0.878 0.937 0.935 0.940 0.937 

 
在 SonyAIBORobotSurface2 数据集上，SP-FD 模型同样表现出色，精确率 0.935、召回率 0.940 与 F1

值 0.937，各项指标数值接近，进一步证明模型的稳定性与鲁棒性。 
同时为了验证 SP-FD 方法的收敛性，我们在这两个数据集上绘制了训练损失的图。如图 3 所示，在

训练开始之后，SP-FD 模型快速收敛到稳定值。这表明了强而一致的收敛行为，强调了模型的有效性。 
 

 
Figure 3. Changes in training loss of the dataset with the number of training rounds 
图 3. 随着训练轮数的变化，数据集的训练损失的变化 

 
为了评估频域特征对模型性能的影响，我们进行了一个消融实验，移除了特征集中的频域特征。结

果显示，相较于包含所有特征的模型，分类准确率出现了明显下降。这表明频域特征在捕捉时间序列数

据中的全局模式方面具有重要作用，而这些模式仅通过时域特征无法完全表现。具体结果见表 3 所示，

其中 SP-FD/F 方法为去除了频域特征后的模型，当移除频域特征后，SonyAIBORobotSurface1 数据集上

的准确率从 97.8%下降到 95.5%，SonyAIBORobotSurface2 数据集的准确率则从 93.7%下降到 91.5%。 
 

Table 3. Ablation results of SP-FD 
表 3. SP-FD 的消融结果 

Dataset SP-FD SP-FD/F 

SonyAIBORobotSurface1 0.978 0.955 

SonyAIBORobotSurface2 0.937 0.915 
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4. 总结 

在本文中，我们提出了一种基于 Shapelet 和 PSO 特征选择，并融合频域特征的多模态时间序列分类

新方法(SP-FD)，并将其应用于机器人传感器的路面检测任务。该方法通过从时间序列中提取关键的

Shapelet 候选子序列，并采用 PSO 算法对这些候选特征进行优化选择，结合频域特征以提高分类性能。

实验结果表明，SP-FD 方法在 SonyAIBORobotSurface1 和 SonyAIBORobotSurface2 这两个传感器路面检

测数据集上，优于 5 种最先进的基线方法，并在分类任务中表现出卓越的性能。此外，消融实验证明了

频域特征及 Shapelet 候选特征选择模块的有效性，进一步验证了该方法在机器人传感器数据上的应用潜

力。未来，我们计划进一步扩展 SP-FD 方法，应用于具有更多噪声和复杂传感器数据的实际场景。 

参考文献 
[1] Singh Chadha, G., Krishnamoorthy, M. and Schwung, A. (2019) Time Series Based Fault Detection in Industrial Pro-

cesses Using Convolutional Neural Networks. IECON 2019-45th Annual Conference of the IEEE Industrial Electronics So-
ciety, Lisbon, 14-17 October 2019, 173-178. https://doi.org/10.1109/iecon.2019.8926924 

[2] Ali Nemer, M., Azar, J., Demerjian, J., Makhoul, A. and Bourgeois, J. (2022) A Review of Research on Industrial Time 
Series Classification for Machinery Based on Deep Learning. 2022 4th IEEE Middle East and North Africa COMMunica-
tions Conference (MENACOMM), Amman, 6-8 December 2022, 89-94.  
https://doi.org/10.1109/menacomm57252.2022.9998277 

[3] Coelho, D., Costa, D., Rocha, E.M., Almeida, D. and Santos, J.P. (2022) Predictive Maintenance on Sensorized Stamping 
Presses by Time Series Segmentation, Anomaly Detection, and Classification Algorithms. Procedia Computer Science, 
200, 1184-1193. https://doi.org/10.1016/j.procs.2022.01.318 

[4] Ji, C., Du, M., Hu, Y., Liu, S., Pan, L. and Zheng, X. (2022) Time Series Classification Based on Temporal Features. 
Applied Soft Computing, 128, Article ID: 109494. https://doi.org/10.1016/j.asoc.2022.109494 

[5] Ye, L. and Keogh, E. (2009) Time Series Shapelets: A New Primitive for Data Mining. In: Proceedings of the 15th ACM 
SIGKDD International Conference on Knowledge Discovery and Data Mining, Association for Computing Machinery, 
947-956. https://doi.org/10.1145/1557019.1557122 

[6] Fulcher, B.D. and Jones, N.S. (2014) Highly Comparative Feature-Based Time-Series Classification. IEEE Transactions 
on Knowledge and Data Engineering, 26, 3026-3037. https://doi.org/10.1109/tkde.2014.2316504 

[7] Ismail Fawaz, H., Forestier, G., Weber, J., Idoumghar, L. and Muller, P. (2019) Deep Learning for Time Series Classification: 
A Review. Data Mining and Knowledge Discovery, 33, 917-963.  
https://doi.org/10.1007/s10618-019-00619-1 

[8] Ji, C., Zhao, C., Liu, S., Yang, C., Pan, L., Wu, L., et al. (2019) A Fast Shapelet Selection Algorithm for Time Series 
Classification. Computer Networks, 148, 231-240. https://doi.org/10.1016/j.comnet.2018.11.031 

[9] Yang, J., Jing, S. and Huang, G. (2022) Accurate and Fast Time Series Classification Based on Compressed Random 
Shapelet Forest. Applied Intelligence, 53, 5240-5258. https://doi.org/10.1007/s10489-022-03852-2 

[10] Li, C., Wan, Y., Zhang, W. and Li, H. (2022) A Two-Phase Filtering of Discriminative Shapelets Learning for Time 
Series Classification. Applied Intelligence, 53, 13815-13833. https://doi.org/10.1007/s10489-022-04043-9 

[11] Chen, J. and Wan, Y. (2023) Localized Shapelets Selection for Interpretable Time Series Classification. Applied Intelligence, 
53, 17985-18001. https://doi.org/10.1007/s10489-022-04422-2 

[12] Jing, S. and Yang, J. (2024) Method of Shapelet Discovery for Time Series Ordinal Classification. Soft Computing, 28, 
11685-11701. 

[13] Zhang, W., Zhang, H., Zhao, Z., Tang, P. and Zhang, Z. (2023) Attention to both Global and Local Features: A Novel 
Temporal Encoder for Satellite Image Time Series Classification. Remote Sensing, 15, Article No. 618.  
https://doi.org/10.3390/rs15030618 

[14] Zhang, H., Zhang, Y., Zhang, Z., Wen, Q. and Wang, L. (2024) LogoRA: Local-Global Representation Alignment for 
Robust Time Series Classification. IEEE Transactions on Knowledge and Data Engineering, 36, 8718-8729.  
https://doi.org/10.1109/tkde.2024.3459908 

[15] Kenji Iwana, B. and Uchida, S. (2020) Time Series Classification Using Local Distance-Based Features in Multi-Modal 
Fusion Networks. Pattern Recognition, 97, Article ID: 107024. https://doi.org/10.1016/j.patcog.2019.107024 

[16] Xue, B., Zhang, M. and Browne, W.N. (2014) Particle Swarm Optimisation for Feature Selection in Classification: Novel 
Initialisation and Updating Mechanisms. Applied Soft Computing, 18, 261-276.  

https://doi.org/10.12677/airr.2025.144096
https://doi.org/10.1109/iecon.2019.8926924
https://doi.org/10.1109/menacomm57252.2022.9998277
https://doi.org/10.1016/j.procs.2022.01.318
https://doi.org/10.1016/j.asoc.2022.109494
https://doi.org/10.1145/1557019.1557122
https://doi.org/10.1109/tkde.2014.2316504
https://doi.org/10.1007/s10618-019-00619-1
https://doi.org/10.1016/j.comnet.2018.11.031
https://doi.org/10.1007/s10489-022-03852-2
https://doi.org/10.1007/s10489-022-04043-9
https://doi.org/10.1007/s10489-022-04422-2
https://doi.org/10.3390/rs15030618
https://doi.org/10.1109/tkde.2024.3459908
https://doi.org/10.1016/j.patcog.2019.107024


卢许哲 
 

 

DOI: 10.12677/airr.2025.144096 1024 人工智能与机器人研究 
 

https://doi.org/10.1016/j.asoc.2013.09.018 
[17] Akan, A. and Karabiber Cura, O. (2021) Time-Frequency Signal Processing: Today and Future. Digital Signal Pro-

cessing, 119, Article ID: 103216. https://doi.org/10.1016/j.dsp.2021.103216 
[18] Long, J., Shelhamer, E. and Darrell, T. (2015) Fully Convolutional Networks for Semantic Segmentation. 2015 IEEE 

Conference on Computer Vision and Pattern Recognition (CVPR), Boston, 7-12 June 2015, 3431-3440.  
https://doi.org/10.1109/cvpr.2015.7298965 

[19] Chung, F., Fu, T., Ng, V. and Luk, R.W.P. (2004) An Evolutionary Approach to Pattern-Based Time Series Segmentation. 
IEEE Transactions on Evolutionary Computation, 8, 471-489. https://doi.org/10.1109/tevc.2004.832863 

[20] Dau, H.A., Keogh, E., Kamgar, K., et al. (2018) The UCR Time Series Classification Archive. 
[21] Bagnall, A., Lines, J., Bostrom, A., Large, J. and Keogh, E. (2016) The Great Time Series Classification Bake off: A Review 

and Experimental Evaluation of Recent Algorithmic Advances. Data Mining and Knowledge Discovery, 31, 606-660. 
https://doi.org/10.1007/s10618-016-0483-9 

[22] Ismail Fawaz, H., Forestier, G., Weber, J., Idoumghar, L. and Muller, P. (2019) Deep Learning for Time Series Classifica-
tion: A Review. Data Mining and Knowledge Discovery, 33, 917-963. https://doi.org/10.1007/s10618-019-00619-1 

[23] Kate, R.J. (2015) Using Dynamic Time Warping Distances as Features for Improved Time Series Classification. Data 
Mining and Knowledge Discovery, 30, 283-312. https://doi.org/10.1007/s10618-015-0418-x 

[24] Lubba, C.H., Sethi, S.S., Knaute, P., Schultz, S.R., Fulcher, B.D. and Jones, N.S. (2019) Catch22: Canonical Time-Series 
Characteristics. Data Mining and Knowledge Discovery, 33, 1821-1852. https://doi.org/10.1007/s10618-019-00647-x 

 

https://doi.org/10.12677/airr.2025.144096
https://doi.org/10.1016/j.asoc.2013.09.018
https://doi.org/10.1016/j.dsp.2021.103216
https://doi.org/10.1109/cvpr.2015.7298965
https://doi.org/10.1109/tevc.2004.832863
https://doi.org/10.1007/s10618-016-0483-9
https://doi.org/10.1007/s10618-019-00619-1
https://doi.org/10.1007/s10618-015-0418-x
https://doi.org/10.1007/s10618-019-00647-x

	时间序列分类在机器人传感器路面检测中的应用：Shapelet、PSO特征选择与频域融合
	摘  要
	关键词
	Time Series Classification for Robotic Sensor Pavement Detection: Shapelet, PSO Feature Selection, and Frequency Domain Fusion
	Abstract
	Keywords
	1. 引言
	2. 方法
	2.1. SP-FD整体框架
	2.2. 特殊Shapelet候选生成
	2.3. 特征变换与粒子群优化算法特征选择
	2.4. 频域特征融合及分类

	3. 实验结果分析
	3.1. 数据集介绍
	3.2. 基线和实验设置
	3.3. 实验分析

	4. 总结
	参考文献

