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摘  要 

多模态情感分析在处理文本、音频与视觉异构模态时会产生局部特征易流失、非语言线索利用不足以及

跨模态融合噪声干扰等问题，这会显著削弱模型在复杂情感场景下的判别能力与鲁棒性。针对这些问题，

本文提出一种基于多尺度融合与一致性优化的鲁棒多模态情感分析模型。在特征提取阶段，模型结合

DeBERTa的预训练语言模型提取文本全局语义，利用两层级联1D-CNN捕获音频与视觉局部动态特征，

完成了多尺度特征提取。在跨模态融合阶段，通过联合序列拼接与动态自适应掩码，经过多层

Transformer在文本语境引导下实现高信噪比的跨模态交互。在预测阶段，构建分类–回归双分支结构，

通过一致性优化约束极性与强度预测的一致性，从而提升情感预测的准确性与稳定性。实验结果显示，

在CMU-MOSI和CMU-MOSEI数据集上，本文方法在Acc-2、Acc-7、F1、MAE及Corr等指标均优于多种基

线模型，证明了该框架具有良好的识别性能与鲁棒性。 
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Abstract 
Multimodal sentiment analysis encounters issues such as the loss of local features, insufficient 
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utilization of non-linguistic cues, and noise interference in cross-modal fusion when dealing with 
heterogeneous modalities like text, audio, and vision. These problems significantly weaken the model’s 
discriminative ability and robustness in complex sentiment scenarios. To address these issues, this 
paper proposes a robust multimodal sentiment analysis model based on multi-scale fusion and con-
sistency optimization. In the feature extraction stage, the model combines the pre-trained language 
model DeBERTa to extract global semantic information from text and utilizes a two-layer cascaded 
1D-CNN to capture local dynamic features from audio and vision, achieving multi-scale feature ex-
traction. In the cross-modal fusion stage, through joint sequence concatenation and dynamic adap-
tive masking, high signal-to-noise ratio cross-modal interaction is achieved under the guidance of 
text context via multiple layers of Transformer. In the prediction stage, a classification-regression 
dual-branch structure is constructed, and consistency optimization is used to constrain the con-
sistency of polarity and intensity predictions, thereby enhancing the accuracy and stability of sen-
timent prediction. Experimental results show that on the CMU-MOSI and CMU-MOSEI datasets, our 
method outperforms multiple baseline models in terms of Acc-2, Acc-7, F1, MAE, and Corr metrics, 
demonstrating the framework’s excellent recognition performance and robustness. 
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1. 引言 

随着互联网、短视频平台和社交媒体的发展，用户生成各种视频数据量大幅增长。为了提升用户的

体验，多模态情感分析的相关研究备受关注，已经拓宽到各种领域。相关研究已从早期的粗粒度情感极

性分类，逐步拓展到情感强度建模、缺失模态鲁棒识别、动态模态选择以及语义增强情感理解等方向[1]。
然而，该领域仍面临两类挑战：一是如何从不同模态中提取具有判别力的情感表征，二是如何实现高效

且稳定的跨模态融合。 
现有的研究方法在特征增强方面，通过语言中心建模、音视频语义补充和高效长序列建模等方式，

提高单模态情感线索的表达能力[2]；在跨模态融合方面，研究者尝试利用全局到局部交互、动态路径选

择和文本中心双流结构，增强不同模态之间的信息交换[3]；在表征解耦方面，相关工作通过特征重构、

单模态监督、互信息约束和因子化建模，降低冗余信息与模态冲突对融合结果的影响[4] [5]；在鲁棒学习

方面，缺失模态重建、不完整数据建模、模态翻译、信息瓶颈和不确定性感知路由等方法进一步提升了

模型在复杂场景下的稳定性[6]。然而，现有方法多偏重全局融合或单阶段交互，容易忽略文本全局语义

与音视频局部瞬时线索在表达尺度上的差异，导致情感信息容易被忽视。同时，分类极性与连续情感强

度之间缺少一致性约束，模型在弱情感和模糊边界样本上容易出现预测偏移。 
针对上述问题，本文提出基于多尺度融合与一致性优化的鲁棒多模态情感分析模型 CMI。特征提取

阶段，采用 DeBERTa 挖掘文本全局深层语义，利用两层级联一维卷积网络建模音、视觉模态语调、表情

等局部瞬时时序特征，实现多尺度特征表达。模型将三类模态特征映射至统一维度，沿时间维度拼接得

到跨模态序列；构建动态自适应掩码屏蔽填充噪声，使 Transformer 仅对有效信息交互，并以文本语义为
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引导对音视频特征重加权，挖掘模态间互补情感信息。最后基于融合全局表征搭建分类–回归双分支，

分别预测情感极性与连续情感强度，借助多任务一致性损失约束输出，提升情感预测的准确性与鲁棒性。 
本文的主要研究贡献如下： 

 我们提出一种基于多尺度融合与一致性优化的多模态情感分析模型 CMI。该模型结合 DeBERTa 与

两层级联 1D-CNN，分别提取文本全局深层语义和音视频局部瞬时动态特征，实现了不同模态情感

信息的多尺度建模，减少了情感特征易流失的问题。 
 我们设计跨模态动态掩码融合与多任务一致性优化机制。通过跨模态序列联合拼接、动态自适应掩

码和多层 Transformer，实现文本语境引导下的高信噪比跨模态调制融合；同时构建分类–回归双分

支预测结构，利用一致性损失约束情感极性与情感强度预测结果的一致性，从而提升模型在情感分

析任务中的准确性与鲁棒性。 
 针对在 CMU-MOSI 和 CMU-MOSEI 两个不同的公开数据集上进行的大量的实验中表明，所提出的

CMI 模型在对情感预测中实现了最优的性能。此外，关键的模块在模型中表现出了良好的泛化能

力。 

2. 相关工作  

2.1. 多模态特征融合与多尺度建模 

在多模态情感分析中，如何高效融合异构特征并捕获跨模态的长距离依赖，始终是研究的核心。近

年来，基于 Transformer 的跨模态注意力逐渐成为主流，尤其在确立文本主导地位方面取得了明显进展。

TETFN [7]通过将音视频特征向文本语义空间投影，有效提升了融合表征的情感丰富度；ALMT [8]则借

助语言特征引导超模态学习，抑制非语言输入中的无关噪声。针对 Transformer 二次复杂度的问题，部分

研究开始引入线性复杂度的状态空间模型，MSAmba [9]和 TF-Mamba [10]分别在高效交互与缺失模态长

序列融合上进行了有益探索。不过，现有框架大多默认各模态在同一时间尺度上对齐，忽略了情感表达

固有的多尺度特性——文本往往是高层全局的，而面部微表情、语音突变则是局部瞬时的。这种全局融

合容易平滑掉情感判断所需的关键动态线索。如何在特征提取与融合早期引入多尺度机制，成为有待突

破的方向。 

2.2. 情感表征与一致性优化 

随着情感计算向方向深入，多模态情感分析正从离散分类走向连续强度预测。为弥合模态鸿沟并捕

捉细微情感线索，近年研究在表征解耦与对比学习方面展开了有益探索。DMD 框架[11]将多模态特征解

缠为模态特有与共享表征，以剔除异构噪声；LNLN [12]则引入基于主导模态校正的抗噪机制，提升不完

整数据下的稳定性；Li [13]等人提出的统一自蒸馏框架，进一步在模态缺失时维持了表征一致性。因此，

研究通过提出了一种通过多尺度调制融合的 MSA 模型用来进行情感预测。 

3. 方法 

图 1 为本文所提 CMI 模型的整体框架，包含多尺度单模态特征提取、跨模态统一序列构建、动态掩

码调制融合、多任务一致性预测四大核心模块。多尺度单模态特征提取模块借助 DeBERTa 获取文本全局

深层语义，采用两层级联 1D-CNN 捕捉音、视觉模态局部瞬时动态信息，完成多尺度特征建模。跨模态

统一序列构建模块将三类模态特征映射至同一维度，沿时间维度拼接生成跨模态融合序列。动态掩码调

制融合模块生成自适应掩码规避填充噪声干扰，通过 Transformer 以文本为引导实现音视频特征动态加权

与深度交互。多任务一致性预测模块利用融合全局表征搭建分类–回归双分支，分别预测情感极性与连
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续情感强度，并引入一致性损失约束两者输出，提升情感预测的准确性与鲁棒性。 
 

 
Figure 1. Illustrates the overall architecture of the research methodology in this paper. (a) Represents the framework for feature 
alignment and unified sequence construction; (b) Represents the framework for multi-scale feature extraction and mask barrier; 
(c) Represents the framework for cross-modal fusion and prediction 
图 1. 本文研究方法的整体架构。(a) 是特征对齐与统一序列构建框架；(b) 是多尺度特征提取与掩码屏障框架；(c)
是跨模态融合与预测框架 

3.1. 多尺度单模态特征提取 

针对多模态数据存在的高维异构特性，特征提取层必须兼顾文本的高层全局语义与声画信号的局部

瞬时动态。 
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3.1.1. 文本模态深层语义特征提取 
对于文本模态，本文采用 DeBERTa-v3-base 作为文本编码器，以提取具有上下文感知能力的深层语

义表征。给定文本 token 输入矩阵 tX 及其注意力掩码 tM ，DeBERTa 的输出表示为： 

( )DeBERTa ,bert t tH M= X                                  (1) 

式中， t bertB L d
bertH × ×∈ ，表示了模型最后一层输出的隐藏状态张量， bertd 表示 DeBERTa 输出的隐藏层维

度为 768。 
为了消除文本特征与音视频特征之间的维度差异，本文引入线性投影层将文本特征映射到统一隐藏

维度 d ： 

t bert t tH H W b= +                                     (2) 

其中， bertd d
tW ×∈ ， d

tb ∈ 。随后，采用层归一化增强训练稳定性： 

( )LayerNormt tH H=                                    (3) 

最终得到全局语义表示， tB L d
tH × ×∈ 。由于 DeBERTa 能够在完整句子上下文中建模词元之间的长

距离依赖，因此 tH 表示文本模态的全局语义尺度信息。 

3.1.2. 音视频模态局部动态特征提取 
不同于文本模态的离散语义结构，音频与视觉信号通常表现为连续时序序列，其中包含语调突变、

停顿、面部表情变化和动作幅度变化等局部动态线索。为捕获此类短时局部模式，本文分别对音频和视

觉模态构建结构相同的两层级联一维卷积网络。 
对于任意非语言模态 { },m a v∈ ，其输入特征为： m mB L d

mX × ×∈ 。其中，m a= 表示音频模态，m v=
表示视觉模态， mL 为对应模态的序列长度， md 为原始特征维度。一维卷积要求通道维位于第二维，因此

首先对输入进行转置： 

( )Transpose m mB L d
m mX X × ×= ∈                                (4) 

第一层卷积用于捕获短时局部动态模式： 
( ) ( ) ( )( )( )( )( )1

1 1 1
1Dropout BN Conv1D ,m k m m mZ X W b= Φ                         (5) 

其中，
1

Conv1Dk 表示卷积核大小为 1k 的一维卷积操作，
( )1

mW 和
( )1
mb 分别表示第一层卷积的权重和偏置，

( )1BN ⋅ 表示一维批归一化， ( )φ ⋅ 表示非线性激活函数，本文采用 ReLU。 
第二层卷积进一步扩大局部感受野，用于建模更高阶的局部时序变化： 

( ) ( ) ( )( )( )( )( )2

2 2 2
2Dropout BN Conv1D ,m k m m mZ Z W b= Φ                         (6) 

由于卷积输出通道数已经设置为统一隐藏维度 d ，经过转置后得到： 
( )( )2Transpose mB L d

m mH Z × ×= ∈                                 (7) 

经过上述过程，最终输出音频和视觉模态分别是： aB L d
aH × ×∈ ， vB L d

vH × ×∈ 。 

3.2. 文本引导的多尺度调制机制 

为了避免简单拼接导致不同模态信息在融合前缺少语义约束，本文进一步设计文本引导的多尺度调

制机制，使非语言模态中的局部线索能够在文本语境约束下参与融合。 
首先，从文本表示 tH 中提取全局语义锚点。由于文本序列首位对应[CLS]位置，因此定义为： 
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[ ]:,0,: B d
t tc H ×= ∈                                    (8) 

为了使该全局语义向量能够与音频和视觉序列逐时间步交互，将其沿时间维度扩展： 

( )Repeat , aB L d
a t aC c L × ×= ∈                                (9) 

( )Repeat , vB L d
v t vC c L × ×= ∈                               (10) 

对于音频模态，本文根据文本全局语义与音频局部特征共同生成调制门控权重： 

[ ]( ), g g
a a a a aG H C W bσ= +                                (11) 

其中， [ ],a aH C 表示在特征维度上的拼接操作， [ ] 2, aB L d
a aH C × ×∈ ， 2g d d

aW ×∈ ， g d
ab ∈ 表示可学习参

数， ( )σ ⋅ 表示 Sigmoid 激活函数， aB L d
aG × ×∈ 表示音频模态的文本引导门控矩阵。随后，利用门控权重

对音频特征进行调制： 
ˆ

a a a aH H G H= + 
                                  (12) 

其中，表示逐元素乘法。该残差式调制方式既保留了原始音频特征，又能够突出与当前文本语义相关

的声学线索。同理，对于视觉模态，文本引导的调制过程定义为： 

[ ]( ), g g
v v v v vG H C W bσ= +                                 (13) 

ˆ
v v v vH H G H= + 

                                   (14) 

其中， 2g d d
vW ×∈ ， g d

vb ∈ 。经过该过程，文本全局语义尺度与音视频局部动态尺度之间建立了显式调

制关系。 
本文中的多尺度建模体现在两个方面。首先，文本模态通过 DeBERTa 建模句子级上下文依赖，主要

提供全局语义尺度信息；音频和视觉模态通过级联一维卷积提取短时局部动态信息，主要提供局部时序

尺度信息。其次，两层卷积结构逐步扩大音视频模态的有效感受野。当卷积步长为 1 且无空洞卷积时，

其有效感受野可表示为： 

( ) ( )1 21 1 1R k k= + − + −                                  (15) 

其中， 1k 和 2k 分别为两层一维卷积的卷积核大小。例如，当 1 2 3k k= = 时，局部感受野为 5R = ，模型能

够同时捕获相邻帧及其上下文中的局部动态变化。由此，文本的全局语义尺度与音视频的局部动态尺度

形成互补，为后续跨模态调制融合提供基础。 

动态跨模态有效位置掩码构建 
由于直文本、音频和视觉模态具有不同的序列长度，在批量训练过程中通常需要对各模态序列进行

padding。若不对 padding 位置进行屏蔽，Transformer 的注意力机制可能会将无效位置纳入注意力计算，

从而引入噪声。为此，本文构建跨模态动态有效位置掩码，用于同时屏蔽文本、音频和视觉模态中的无

效位置： 
对于文本模态，其有效位置掩码由分词器直接生成： 

( )
1, if the -th token of the -th sample is valid

,
0, otherwiset

j i
M i j 

= 


                  (16) 

对于音频和视觉模态，预处理阶段保留了真实序列长度 a
il 和 v

il ，其有效掩码定义为： 

( ) 1,
,

0,

a
i

a a
i

j l
M i j

j l
 <= 

≥
                                 (17) 
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( ) 1,
,

0,

v
i

v v
i

j l
M i j

j l
 <= 

≥
                                  (18) 

在获得三种模态的有效位置掩码后，将其在时间维度上拼接： 

[ ] ( ); ; 0,1 B L
t a vM M M M ×= ∈                                (19) 

其中， t a vL L L L= + + 。为适配 Transformer 中的键填充掩码，将有效位置掩码转换为无效位置掩码： 
1P M= −                                        (20) 

其中， ( ), 1P i j = 表示第 i 个样本中第 j 个位置为无效位置。在多头注意力计算中，给定查询矩阵Q 、键

矩阵 K 和值矩阵V ，注意力得分为： 
T

h

S
d

=
QK                                        (21) 

式中， hd 为单个注意力头的维度。为了屏蔽无效位置，构造加性注意力掩码： 

( )
( ),

0, , 1
, , 0i j

M i j
M

M i j
 == −∞ =

                                 (22) 

掩码后的注意力权重计算为： 

( )Softmax S Aα = +                                    (23) 

最终注意力输出为： 
O Vα=                                        (24) 

为进一步避免无效 query 位置在后续层中传播，本文对 Transformer 输出再次施加有效位置约束： 

[ ]:,:, NoneO O M= 
                                  (25) 

通过上述方式，文本、音频和视觉模态中的 padding 位置均被显式屏蔽，避免了无效帧和补齐 token
对跨模态注意力分布的干扰。 

3.3. 动态掩码约束下的跨模态联合自注意力融合 

在获得文本表示 tH 、调制后的音频表示 ˆ
aH 和调制后的视觉表示 ˆ

vH 后，本文将三种模态在时间维度

上进行拼接，构建统一的跨模态序列： 
0 ; ˆ ˆ; B L d

t a vH H H H × × = ∈                                  (26) 

其中， t a vL L L L= + + 。为保留序列位置信息和模态来源信息，进一步加入位置嵌入和模态嵌入： 
0 0 pos modH H E E= + +                                   (27) 

其中， posE 表示位置嵌入， modE 表示模态类型嵌入。对于第 l 层 Transformer，输入为 1lH − 。首先通过线

性映射得到查询、键和值矩阵： 
1 ,l l Q l

h hQ H W−=                                      (28) 

1 ,l l K l
h hK H W−=                                      (29) 

1 ,l l V l
h hV H W−=                                      (30) 

其中，h 表示第 h 个注意力头， ,Q l
hW 、 ,K l

hW 、 ,V l
hW 为可学习参数矩阵。结合动态掩码后的注意力计算为： 
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( )TT

Softmax
l

l hl
h

k

Q K
A

d
α

 
 = +  
 

                              (31) 

l l l
h h hO Vα=                                       (32) 

经过多个注意力头的输出拼接后进行线性投影： 

( )Concat , , ,l l l l O
h h hO O O O W=                               (33) 

其中， h 为注意力头数量， OW 为输出投影矩阵。随后采用残差连接和层归一化： 

( )1 1LayerNorm l lH L O−= +                                (34) 

前馈网络进一步增强非线性表达能力： 

( )1
2 1 1 2

l l l l lF W W H b b= Φ + +                                (35) 

( )1LayerNorml lH H F= +                                (36) 

经过 N 层 Transformer 后，得到最终融合表示： 
f N B L dH H × ×= ∈                                   (37) 

该联合自注意力机制能够在统一序列空间中建模文本、音频和视觉之间的全局依赖关系。由于融合

前已经通过文本语义对音视频局部特征进行了调制，且融合过程中引入了跨模态动态掩码，因此模型能

够在抑制无效 padding 干扰的同时，实现高信噪比的跨模态情感信息交互。 

3.4. 情感预测与多任务一致性优化目标 

为实现高精度的分析与离散情感极性判断，研究中在网络的末端构建了并行的决策系统与多任务联

合一致性优化目标。 

3.4.1. 向量级门控与并行预测分支 
在经过多层 Transformer 跨模态融合后，模型获得高阶多模态融合表示。由于联合序列的首位特征对

应文本全局语义锚点，并且已经在跨模态交互过程中融合了音频和视觉模态中的情感信息，因此本文提

取该位置的全局融合表征作为最终预测的输入。对于第 i 个样本，其全局融合特征可表示为： 

[ ]0fuse
i ih H=                                      (38) 

其中， fuse
iH 表示第 i 个样本经过 Transformer 融合后的多模态序列表示， [ ]0fuse

iH 表示序列首位的全局融

合向量， d
ih ∈ ，d 为隐藏层维度。为了进一步突出与情感预测相关的关键信息，并抑制融合表征中的

冗余或噪声特征，本文在预测前引入向量级门控机制。该机制通过自适应权重对全局融合特征进行逐维

筛选： 

( )i g i gg W h bσ= +                                    (39) 

i i ih g h= ☉                                       (40) 

其中， gW 和 gb 分别表示门控层的可学习权重和偏置，☉表示逐元素乘法， ig 表示向量级门控权重， ih
表示经过门控筛选后的情感增强融合表征。之后模型构建分类–回归两个并行预测分支。回归分支用于

预测连续情感强度，其输出为： 

( ) ( )2 1 1 2ˆ reg
i reg i r r i r ry f h W W h b bφ= = + +                           (41) 
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其中， ˆ reg
iy 表示第 i 个样本的连续情感强度预测值，取值空间对应数据集中的连续情感标签区间； 2rW 、

1rW 、 1rb 和 2rb 为回归分支中的可学习参数， ( )φ ⋅ 表示非线性激活函数。 
分类分支用于预测离散情感类别，其输出为分类 logits 向量： 

( ) ( )2 1 1 2
cls
i cls i c c i c cZ f h W W h b bφ= = + +                           (42) 

其中， 1 2, , ,cls K
i i i iZ Z Z Z =   ，表示第 i 个样本在 K 个情感类别上的分类逻辑值； 2cW 、 1cW 、 1cb 和 2cb 为

分类分支中的可学习参数。通过分类–回归双分支结构，模型能够同时完成离散情感极性判别和连续情

感强度估计，为后续一致性优化提供基础。 

3.4.2. 联合一致性优化目标 
为使模型同时具备连续情感强度预测能力和离散情感类别判别能力，本文在分类–回归双分支预测

结构的基础上，设计了多任务联合一致性优化目标。 
给定一个批次中第 i 个样本的真实连续情感标签为 iy ，回归分支输出的连续情感预测值为 ˆ reg

iy ，分

类分支输出的 logits 向量为： 
1 2, , ,cls K

i i i iZ Z Z Z =                                    (43) 

其中， K 表示情感类别数。在七分类情感预测任务中， 7K = ，对应的离散情感类别中心为： 

[ ]3, 2, 1,0,1,2,3c = − − −  
首先，本文采用平均绝对误差作为主回归损失，来衡量回归分支输出的连续情感强度与真实标签之

间的偏差： 

1

1 ˆ
N

reg
reg i i

i
y y

N =

= −∑                                   (44) 

其中，N 表示批次样本数量， iy 表示真实连续情感标签， ˆ reg
iy 表示回归分支预测得到的连续情感强度值。 

对于分类分支，需要先将连续标签 iy 转换为离散类别标签。由于 CMU-MOSI 和 CMU-MOSEI 数据

集中的情感强度标签通常位于[−3, 3]区间，本文通过四舍五入与截断操作将其映射为七分类标签： 

( )( )clip round , 3,3 3i iq y= − +                                (45) 

其中， ( )round ⋅ 表示四舍五入操作， ( )clip ⋅ 表示将标签限制在[−3, 3]范围内，最后加 3 是为了将情感类别 
{−3, −2, −1, 0, 1, 2, 3}转换为分类索引{0, 1, 2, 3, 4, 5, 6}。 

随后，对分类分支输出的 logits 进行 Softmax 归一化，得到第 i 个样本属于第 k 个情感类别的概率： 

( )
( )1

exp

exp

k
ik

i K j
ij

z
p

z
=

=
∑

                                   (46) 

其中，
k
iz 表示第 i 个样本在第 k 个情感类别上的分类输出，

k
ip 表示对应类别的预测概率。分类损失采用

交叉熵损失表示为： 

1

1 log i
N

q
cls i

i
p

N =

= − ∑                                    (47) 

为了进一步增强分类分支与回归分支之间的预测一致性，本文将分类概率分布映射回连续情感空间。

根据分类概率分布和情感类别中心向量 c，计算分类分支对应的连续情感期望值： 

1

K
k

i i k
k

y p c
=

= ∑                                       (48) 
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其中， kc 表示第 k 个离散情感类别对应的情感强度中心， iy 表示由分类概率分布计算得到的连续情感期

望值。在此基础上，本文定义分类回归一致性约束损失为： 

( )2

1

1 ˆ
N

reg
Cons i i

i
y y

N =

= −∑                                   (49) 

该损失项通过最小化回归分支连续预测值 ˆ reg
iy 与分类概率期望值 iy 之间的差异，使分类预测与回归

预测在情感方向和强度表达上保持一致。对于弱情感、中性情感以及正负情感边界不明显的样本，该约

束能够有效减少两类预测结果之间的偏移，从而提升模型的预测稳定性。 
最终，多任务联合优化目标定义为： 

total reg cls Consα λ= + +                                   (50) 

其中， reg 表示连续情感强度回归损失， cls 表示离散情感类别分类损失， Cons 表示分类–回归一致性

约束损失；α 和 λ 分别为分类损失和一致性损失的权重系数。 

4. 实验 

4.1. 数据集和评估指标 

4.1.1. 实验数据集 
本文选取了 CMU-MOSEI 与 CMU-MOSI 两个基准数据集来评估所提模型有效性与预测鲁棒性。

CMU-MOSEI 数据集包含了超过 23,453 个标注的视频片段。在特征层面，每个样本均包含了词元级的文

本输入、由 COVAREP 提取的 74/80 维声学特征，以及由 FACET 提取的 35 维视觉面部特征。CMU-MOSI
数据集共包含 2199 个视频片段，涵盖 89 名不同的演讲者。两个基准数据集都标注为在[−3, 3]区间的连

续实数值。 

4.1.2. 评估指标 
为了衡量模型在连续情感强度预测以及离散情感极性分类上的综合能力，研究中采用了与现有多模

态情感分析评价体系严格对齐的多种指标。具体的评估指标定义如下： 
平均绝对误差(MAE)：衡量模型预测的连续情感分值 ŷ 与真实标注 y 之间的绝对差异，是回归任务

的核心指标。计算公式为： 

1MAE ˆ1 N
i ii y y

N =
= −∑                                  (51) 

式中，N 表示验证集或测试集中的总体样本数量； [ ]ˆ 3,3iy ∈ − 为第 i 个样本的真实人类情感标注强度； ˆiy
则是模型回归头输出的预测连续值，该值越小，说明模型对情感强度的拟合误差越低。 

皮尔逊相关系数(Corr)：为了评估模型对情感强度变化趋势的捕捉能力，系统计算了预测分布与真实

分布之间的线性相关性。该指标通过协方差与标准差的商值求得： 

( )( )
( ) ( )

1

22

1 1

ˆ ˆ

ˆ ˆ
Corr

N
i i ii

N N
i i ii i

y y y y

y y y y

=

= =

− −
=

− −

∑

∑ ∑
                            (52) 

式中， y 与 ŷ 分别代表真实标签集和预测标签集的算术平均值。Corr 的取值范围在[−1, 1]之间，数值越

接近 1，意味着模型预测的情感起伏与人类真实情感波动高度同频。 
七分类准确率(Acc-7)：面对高度细分的情感等级，不仅需要预测连续值，还需将其归态化为离散类

别。在研究中将回归模型的连续预测值 ˆiy 通过四舍五入(Round)和截断操强制映射至七个离散情感等级
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{−3, −2, −1, 0, 1, 2, 3}中。具体的分类判定公式为： 

( )( )( )( )1

1Acc-7 max 3,min 3,Ro ˆundN
i ii y y

N =
= − =∑                      (53) 

其中， ( )⋅ 为指示函数，当内部逻辑表达式成立时取值为 1，否则为 0。 
包含中性类的二分类准确率( 0Acc-2has )：该指标将中性情感统一归入正类边界。本文通过构建布尔型

预测器，若预测值大于等于 0 则记为 1 (正极性)，否则记为 0 (负极性)。计算公式为： 

( ) ( )( )0 1

1A -2 ˆcc 0 0N
has i ii y y

N =
= ≥ = ≥∑                            (54) 

式中，外层的 ( )⋅ 为匹配指示函数，当预测的极性布尔值与真实标注的极性布尔值完全一致时取 1，否则

取 0； N 为全量测试样本数。 
剔除中性类的二分类准确率( 0Acc-2non )为了排除模棱两可的中性情感对极性判断的干扰，在计算前

使用非零掩码。设非零样本的索引集合为 { }0 | 0non iS i y= ≠ ，且该子集的样本总数为 0nonN ，仅对该子集内

的样本进行匹配计算： 

( ) ( )( )
0

0
0

ˆ1Acc-2 0 0
non

non i i
i Snon

y y
N ∈

= > = >∑                           (55) 

该式精确剔除了 0iy = 时的模糊地带。同时，考虑到数据集中正负类别的潜在不平衡，本文采用了基

于样本真实占比的加权 1F ： 

( )
1

0,1

2 Precision Recall
Precision Recall

c c
c

c c c

F w
∈

⋅ ⋅
= ⋅

+∑                           (56) 

其中， cw 表示类别 c在非零子集中的样本占比。 

4.2. 基线模型 

为了验证所提出模型的有效性，本文与多个基线以及最新的方法进行了公平的比较。 
TFN [14]：张量融合网络 TFN 通过张量外显式捕获所有单模态、双模态和三模态特征完全交互信息。 
LMF [15]：通过引入低秩张量分解技术，在不构高维特征张量的情况下，可以提取多模态间的交互

信息。 
MIMM [16]：MIMM 针对多模态融合易出现信息丢失问题，以互信息最大化为正则化约束，在特征

融合全过程中保留单模态关键情感线索，提升情感分析效果。 
Self-MM [17]：Self-MM 采用自监督生成单模态标签来辅助各模态学习自身情感表示，解决了多模态

情感数据集只有全局融合标签、无单模态标签的问题。 
Tri-MCA [18]：Tri-MCA 设计联合三模态交叉注意力，搭配维度门控与动态模态权重，同时建模三元

交互、过滤噪声、平衡模态贡献，解决传统两两注意力、静态融合无法适配不均衡多模态信号的缺陷。 
PFGAD [19]：PFGAD 以文本渐进融合获取联合特征，引入双辅助分支约束 VIB 降噪，平衡信息压

缩与有效情感特征留存，解决单一信息瓶颈易过度降噪、浅层融合交互不足的问题。 
CMSA [20]：CMSA 用文本校正消除视听语义冲突，搭配上下文 MoE 适配不同场景，动态调整模态

表征，解决模态信息矛盾、同文本随场景情感歧义两大多模态分析难题。 

4.3. 情感预测的鲁棒性分析 

为验证所提模型的有效性，本文在固定数据划分下，采用 5 个不同的随机种子对所提模型进行独立
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训练，并在测试集上进行评估。表 1 是本文模型与现有多模态情感分析基准方法在 CMU-MOSI 和 CMU-
MOSEI 数据集上的性能对比，模型的实验结果 5 次独立实验的均值 ± 标准差表示。根据表中的结果，

本文模型在两个公开数据集上的平均性能总体优于其他对比方法，最优结果以粗体表示。 
 

Table 1. The performance comparison between the proposed method and the baseline method on the datasets 
表 1. 本文方法与基线方法在数据集上的性能比较 

Models 
CMU-MOSI CMU-MOSEI 

F1↑ Acc-2↑ Acc-7↑ MAE↓ Corr↑ F1↑ Acc-2↑ Acc-7↑ MAE↓ Corr↑ 

TFN 80.7 80.8 34.9 0.901 0.698 82.1 82.5 50.2 0.593 0.700 

LMF 82.4 82.5 33.2 0.917 0.695 82.1 82.0 48.0 0.623 0.677 

MIMM 85.9 86.0 46.6 0.712 0.800 85.9 85.9 54.2 0.526 0.722 

Self-MM 84.9 84.8 44.9 0.713 0.798 85.3 85.1 53.8 0.530 0.765 

Tri-MCA 84.5 85.6 48.1 0.701 0.802 86.5 86.9 56.1 0.518 0.781 

PFGAD 87.5 87.5 46.2 0.694 0.814 86.7 86.7 53.8 0.554 0.786 

CMSA 87.1 87.3 - 0.698 0.822 85.4 85.7 - 0.502 0.788 

Ours 93.03 ± 
0.13 

92.89 ± 
0.24 

48.60 ± 
0.11 

0.595 ± 
0.015 

0.871 ± 
0.006 

88.77 ± 
0.25 

88.97 ± 
0.16 

57.59 ± 
0.36 

0.499 ± 
0.006 

0.791 ± 
0.011 

 
由表 1 可知，本文方法在 CMU-MOSI 和 CMU-MOSEI 两个数据集上均取得了优于基线方法的整体

结果。CMU-MOSI 上，CMI 的 F1、Acc-7 和 Corr 分别为 93.03% ± 0.13%、48.60% ± 0.11%和 0.871 ± 
0.006，MAE 降至 0.595 ± 0.015；CMU-MOSEI 上，CMI 的 F1、Acc-7、MAE 和 Corr 分别为 88.77% ± 
0.25%、57.59% ± 0.36%、0.499 ± 0.006 和 0.791 ± 0.011。CMI 结果采用 5 次独立实验的均值 ± 标准差，

基线结果来自原论文，因此不对基线结果人为补充标准差。 
在 CMU-MOSI 数据集上，本文方法的 F1、Acc-2、Acc-7、MAE 和 Corr 分别为 93.03% ± 0.13%、

92.89% ± 0.24%、48.60% ± 0.11%、0.595 ± 0.015 和 0.871 ± 0.006。与表中最优基线 PFGAD、MIMM 或

CMSA 相比，本文方法在分类准确率、七分类准确率、连续情感强度误差和相关性等指标上均取得更优

结果，说明多尺度特征提取、文本引导调制和动态掩码融合能够有效提升情感识别性能。 
在 CMU-MOSEI 数据集上，本文方法的 F1、Acc-2、Acc-7、MAE 和 Corr 分别为 88.77% ± 0.25%、

88.97% ± 0.16%、57.59% ± 0.36%、0.499 ± 0.006 和 0.791 ± 0.011。与表现较好的 Tri-MCA、PFGAD 和

CMSA 等基线相比，本文方法在五项指标上均保持竞争优势，尤其在 Acc-7 和 MAE 上表现突出。研究

结果表明，多尺度局部动态建模与文本引导的深度融合能够同时改善离散极性判断和连续情感强度拟合。 
研究结果显示，模型通过一致性损失优化与文本引导的深度调制，不仅实现了极性分类准确度提升，

还在情感强度的连续拟合上展现出了极强的鲁棒性与先进性。 

4.4. 消融研究 

为了深入评估本文提出的多尺度调制融合模型中各个关键模块与策略的有效性，在 CMU-MOSI 和

CMU-MOSEI 数据集上分别开展了 7 组消融实验。依次移除一致性损失、Transformer 融合、局部 CNN、

端到端 DeBERTa 微调、文本引导调制、动态掩码和向量级门控中的一个组件，其余设置保持不变，并比

较 F1、Acc-7、MAE 和 Corr 四项核心指标。所有消融结果均为 5 次独立实验的均值 ± 标准差。 
CMI w/o Consistency Loss：在该变体中，移除多任务一致性优化约束，这会引发预测值的漂移，无
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法保证模型在面临模糊情感边界时的鲁棒性。 
CMI w/o Transformer Fusion：在该变体中，移除跨模态多尺度调制融合机，这样丢失文本引导的动

态重加权能力，而且无法利用掩码过滤补齐噪声，因此难以有效弥合高维异质数据的模态鸿沟。 
CMI w/o Local CNN：在该变体中，移除声学局部特征提取模块，而音频特征只通过线性全连接层进

行孤立降维，这会忽略了语调突变等强时序相关的局部动态线索，而且削弱了非语言信号的表达张力，

无法为分析提供关键的情感阶跃信息。 
CMI w/o E2E DeBERTa/Offline Text：通过移除模型中的预训练语言模型的在线更新机制，这样会切

断了跨模态融合层对底层语义的梯度反馈，限制了特征的上下文适应性，无法精准捕捉复杂隐喻场景下

的深层情感极性。 
CMI w/o Text-guided Modulation：在该变体中，移除文本引导的音视频特征调制模块，但保留

DeBERTa 文本编码器、局部 CNN、动态掩码和 Transformer 跨模态融合结构。 
CMI w/o Dynamic Mask：在该变体中，移除跨模态动态有效位置掩码，但保留文本引导调制、局部 

CNN 和 Transformer 融合模块。 
CMI w/o Vector Gate：移除向量级门控机制，使融合表示无法根据不同样本的情感特征动态调整各任

务相关信息的权重。 
CMI：本文提出的模型通过多尺度调制融合与一致性优化来提升多模态情感识别的准确性与鲁棒

性。 
 

Table 2. Ablation study based on the CMU-MOSEI dataset (Significant values are displayed in bold) 
表 2. 基于 CMU-MOSEI 数据集的消融研究(显著值以粗体显) 

 
CMU-MOSEI 

F1↑ Acc-7↑ MAE↓ Corr↑ 

CMI w/o Consistency Loss 83.38 ± 0.32 54.11 ± 0.19 0.637 ± 0.016 0.613 ± 0.025 

CMI w/o Transformer Fusion 83.97 ± 0.11 55.95 ± 0.13 0.682 ± 0.021 0.536 ± 0.019 

CMI w/o Local CNN 84.06 ± 0.14 53.12 ± 0.22 0.618 ± 0.020 0.624 ± 0.014 

CMI w/o E2E DeBERTa/Offline Text 81.14 ± 0.20 55.51 ± 0.09 0.738 ± 0.011 0.657 ± 0.017 

CMI w/o Text-guided Modulation 82.56 ± 0.08 50.20 ± 0.15 0.856 ± 0.014 0.596 ± 0.020 

CMI w/o Dynamic Mask 81.78 ± 0.16 52.56 ± 0.24 0.763 ± 0.023 0.611 ± 0.015 

CMI w/o Vector gate 83.34 ± 0.22 54.21 ± 0.16 0.803 ± 0.013 0.563 ± 0.006 

CMI 88.77 ± 0.25 57.59 ± 0.36 0.499 ± 0.006 0.791 ± 0.011 

 
由表 2 可知，在 CMU-MOSEI 数据集上，完整 CMI 模型在 F1、Acc-7、MAE 和 Corr 四项指标上均

优于各消融变体。移除文本引导调制后性能下降最明显之一，说明文本全局语义对音视频局部特征的动

态筛选十分重要；移除动态掩码和 Transformer 融合后，模型的跨模态交互与噪声抑制能力减弱；移除一

致性损失或向量级门控后，连续回归与离散分类之间的协调性受到影响。结果验证了各组件对模型性能

的独立贡献。 
在此基础上，本研究在 CMU-MOSEI 数据集上对完整模型及 7 个消融变体的 Acc-7 特征进行 t-SNE

可视化，如图 2 所示。为保证图示具有可比性，各子图采用相同的数据划分、特征提取位置和可视化流

程。 
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Figure 2. T-SNE visualization of the results of the ablation study on Acc-7 using the proposed model on the CMU-MOSEI 
dataset 
图 2. 所提模型在 CMU-MOSEI 数据集上对 Acc-7 消融研究的结果进行 t-SNE 可视化 

 
由图 2 可观察到，完整 CMI 模型的 Acc-7 为 57.59% ± 0.36%，其情感特征在低维空间中具有更清晰的

类别结构，正负情感区域的过渡更加平滑。移除文本引导调制、动态掩码或 Transformer 融合后，类间边界

出现不同程度的混叠，说明文本语境约束、无效位置屏蔽和跨模态交互共同提升了融合特征的可分性。 
 

Table 3. The ablation study based on the CMU-MOSI dataset (Significant values are displayed in bold) 
表 3. 基于 CMU-MOSI 数据集的消融研究(显著值以粗体显示) 

 
CMU-MOSI 

F1↑ Acc-7↑ MAE↓ Corr↑ 

CMI w/o Consistency Loss 83.13 ± 0.15 41.84 ± 0.19 0.792 ± 0.018 0.659 ± 0.013 

CMI w/o Transformer Fusion 84.24 ± 0.18 38.37 ± 0.32 0.836 ± 0.019 0.592 ± 0.024 

CMI w/o Local CNN 84.98 ± 0.21 43.78 ± 0.26 0.871 ± 0.020 0.664 ± 0.017 

CMI w/o E2E DeBERTa/Offline Text 82.54 ± 0.13 41.25 ± 0.12 0.936 ± 0.014 0.617 ± 0.010 

CMI w/o Text-guided Modulation 83.56 ± 0.20 42.13 ± 0.17 0.875 ± 0.023 0.538 ± 0.019 

CMI w/o Dynamic Mask 84.67 ± 0.16 40.76 ± 0.23 0.763 ± 0.011 0.597 ± 0.014 

CMI w/o Vector gate 82.98 ± 0.10 44.63 ± 0.21 0.827 ± 0.017 0.607 ± 0.023 

CMI 93.03 ± 0.13 48.60 ± 0.11 0.595 ± 0.015 0.871 ± 0.006 

 
由表 3 可知，在 CMU-MOSI 数据集上，完整 CMI 模型的 F1、Acc-7、MAE 和 Corr 分别为 93.03% 

± 0.13%、48.60% ± 0.11%、0.595 ± 0.015 和 0.871 ± 0.006，均优于相应消融变体。移除 Transformer 融合、

端到端 DeBERTa 微调或一致性损失后，分类和回归指标均出现明显退化；移除文本引导调制后 Corr 降
至 0.538 ± 0.019，说明文本语义引导对情感变化趋势建模尤其重要。两个数据集上的一致性结果进一步

证明了 CMI 各模块的协同有效性。 
为评估本文提出的多尺度调制融合模型中各核心组件的独立贡献，本文在 CMU-MOSI 和 CMU-

MOSEI 数据集上开展了系统的消融研究。表 2 和表 3 分别给出了两数据集上的实验结果。 
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为评估本文提出的多尺度融合与一致性优化的鲁棒多模态情感分析模型 CMI 中各核心组件的独立

贡献，本文通过在 CMU-MOSI 和 CMU-MOSEI 数据集上开展了消融研究。研究结果如表 3 基于 CMU-
MOSI 和 CMU-MOSEI 数据集的消融研究，从表 3 的各项数据可以得出完整的 CMI 模型在 F1、Acc-7、
MAE 和 Corr 四项核心指标上均获最优，任意模块缺失均会导致预测性能都有所降低。 

在 CMU-MOSI 数据集上，对七分类准确率做了混淆矩阵分析，如图 3 所示的混淆矩阵。 
 

 
Figure 3. Confusion matrix analysis of the model’s results on the Acc-7 ablation study on the CMU-MOSI dataset 
图 3. 模型在 CMU-MOSI 数据集上对 Acc-7 消融研究的结果进行混淆矩阵分析 

 
由图 2、图 3 及表 2、表 3 的消融实验结果可知，本文所提完整 CMI 模型在 CMU-MOSI、CMU-MOSEI

两个数据集上的 F1 值、Acc-7、MAE、Corr 等核心指标均取得最优性能，移除任意模块均会导致模型性

能出现不同程度退化，证明各核心模块具备显著互补性。从 CMU-MOSI 数据集的混淆矩阵结果来看，完

整模型的 Acc-7 可达 48.60% ± 0.11%，性能优于所有消融变体。模型对强负向、强正向情感类别的识别

效果稳定，误差主要来源于相邻情感等级的混淆；去除关键模块后，相邻类别混淆问题显著加剧，印证

了多尺度特征提取、跨模态融合与一致性优化可有效优化情感类别边界。 
由实验表明，Transformer 跨模态融合、一致性约束优化、局部 CNN 声学特征提取、端到端动态文

本微调四大核心组件，以及文本引导调制、动态掩码、向量级门控机制均对模型性能有正向增益。同时

各模块的作用具有数据集针对性，文本引导调制与端到端文本表征侧重提升 CMU-MOSEI 数据集性能，

Transformer 融合与文本微调则对 CMU-MOSI 分类效果至关重要。CMI 模型的性能提升并非单一模块的

作用，而是多尺度表征、噪声抑制、跨模态交互与一致性决策机制协同发力的结果，有效保障了多模态

情感识别的准确性与鲁棒性。 

5. 结论 

本文针对多模态情感分析存在的特征流失、模态异质性突出、非语言信息利用不足等问题，提出一

种基于多尺度融合与一致性优化的情感预测模型。模型通过 DeBERTa 与 1D-CNN 分别对文本全局语义

和音视频局部动态特征，并结合动态自适应掩码与多层 Transformer，实现文本引导的高信噪比跨模态融
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合。同时引入多任务一致性优化策略，对齐分类与回归任务输出，有效提升模型预测鲁棒性。在 CMU-
MOSI、CMU-MOSEI 数据集上的实验结果表明，该模型多项核心指标均有提升，各模块协同性良好，为

多模态情感分析优化提供了有效方案。 
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