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摘  要 

骨架动作识别旨在从人体关节序列中学习具有判别性的时空表示。针对现有方法拓扑先验易弱化、相似

动作细粒度差异建模不足以及时间维区间协同约束缺乏等问题，本文提出一种面向骨架动作识别的渐进

式模式重构与阶段式协同对比方法。针对拓扑先验弱化，引入样本自适应骨骼先验融合策略，将样本级

几何先验注入拓扑学习，以缓解原始骨骼语义偏离；针对细粒度差异建模不足，设计渐进式模式重构模

块，两阶段串联捕获主导模式并补充局部判别信息；针对区间协同约束缺乏，构建阶段式协同对比损失，

在时间轴划分阶段区间并施加监督对比，以增强类内紧凑性与类间可分性。实验结果表明，所提方法在

NTU RGB + D60、NTU RGB + D120和NW-UCLA等主流数据集上取得了具有竞争力的识别性能，消融实

验进一步验证了各组成模块的有效性。结果表明，所提方法能够有效增强骨架拓扑建模和细粒度动作表

示能力。 
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Abstract 
Skeleton-based action recognition aims to learn discriminative spatiotemporal representations 
from human joint sequences. Existing methods still face three challenges: weakened topological pri-
ors, insufficient modeling of fine-grained differences between similar actions, and limited interval-
level collaborative constraints along the temporal dimension. To address these issues, this paper 
proposes a progressive pattern reconstruction and stage-wise collaborative contrastive learning 
method for skeleton-based action recognition. First, a sample-adaptive skeletal prior fusion strat-
egy injects sample-level geometric priors into topology learning to alleviate deviations from the 
original skeletal semantics. Second, a progressive pattern reconstruction module employs a two-
stage reconstruction process to capture dominant patterns and complementary local discrimina-
tive information. Third, a stage-wise collaborative contrastive loss divides the temporal axis into 
multiple stage intervals and applies supervised contrastive constraints to improve intra-class com-
pactness and inter-class separability. Experimental results on NTU RGB + D60, NTU RGB + D120, 
and NW-UCLA demonstrate that the proposed method achieves competitive recognition perfor-
mance, and ablation studies further verify the effectiveness of each component. The results show 
that the proposed method can effectively enhance skeletal topology modeling and fine-grained ac-
tion representation.  
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1. 引言 

人体动作识别在智能监控、人机交互、行为分析等场景中具有重要应用价值。与基于 RGB 视频的方法

相比，骨架动作识别以人体关键点序列作为输入，具有表示紧凑、对光照与背景变化不敏感、易于建模人

体结构关系等优点，因此近年来受到广泛关注。早期方法多依赖人工设计的时空特征，难以充分描述复杂

动作中的局部变化与整体结构；随后，基于循环神经网络或卷积神经网络的方法逐渐出现，但这类方法通

常将骨架序列视为向量序列或伪图像处理，未能直接利用人体骨架天然的图结构信息。随着图卷积网络的

发展，基于 GCN 的方法将关节视为节点、骨骼连接视为边，使信息沿骨架图在相邻关节间传递聚合，从而

在保留人体结构关系的同时联合建模空间依赖与时序动态，已成为该领域的重要研究方向[1]-[3]。 
尽管现有 GCN 方法已取得显著进展，但仍存在两方面关键不足。其一，自适应拓扑学习在提升表达

能力的同时，容易使模型在再学习过程中偏离原始骨骼连接提供的结构先验。原始骨骼拓扑不仅是初始

化图，还体现了稳定的人体结构语义；若其在拓扑重建中被持续削弱，模型虽获得更大自由度，却可能

学到不符合人体结构的关系模式。其二，现有方法在相似动作的细粒度区分上仍显不足。许多类别在整体

运动趋势上高度相似，真正起区分作用的往往是局部模式差异、关节协同方式以及动作过程中的细微演化。

一方面，现有方法难以在整体表示中同时兼顾主导模式与局部判别信息，容易使关键细节被整体相似性掩

盖；另一方面，现有方法多依赖整段动作的全局表示进行监督或对比，容易将不同时间阶段的信息压缩为

一个整体，使局部阶段内的关节协同差异被平均化。因此，相似类别在细节上的判别仍不够清晰。 
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针对上述问题，本文提出一种面向骨架动作识别的渐进式模式重构与阶段式协同对比方法。针对拓

扑再学习易偏离原始骨骼结构先验的问题，引入样本自适应骨骼先验融合策略，在样本级骨骼几何结构

信息引导下，将骨骼结构先验持续注入拓扑学习，以缓解原始骨架语义的削弱。针对相似动作细粒度区

分不足的问题，一方面设计渐进式模式重构模块，通过两阶段串联重组深层表示，先捕获主导模式，再

补充局部判别信息，以增强相似动作的区分能力；另一方面构建阶段式协同对比损失(SCCL)，将中高层

时空特征的时间轴划分为若干阶段区间，提取区间内关节协同表示并施加监督对比约束，以提升同类动

作在对应区间上的表示一致性与判别性。实验表明，所提方法在多个主流数据集上取得了具有竞争力的

性能，消融实验验证了各模块的有效性。 
本文的主要贡献可概括如下： 
(1) 提出一种样本自适应骨骼先验融合策略，在拓扑再学习过程中持续引入样本级骨骼几何先验，以

缓解数据驱动拓扑优化对原始骨骼语义的偏离。 
(2) 提出一种渐进式模式重构模块，通过两阶段串联建模逐步提取主导模式并补充局部判别信息，从

而增强动作表示能力。 
(3) 提出一种阶段式协同对比损失(SCCL)，在中高层时空特征上划分阶段区间并对区间协同表示施

加监督对比约束，以提升阶段内表示的一致性与判别性。 

2. 相关工作 

2.1. 基于 GCN 的骨架动作识别 

近年来，基于图卷积网络(GCN)的骨架动作识别方法取得了显著进展，已成为该领域最具代表性的技

术路线之一。围绕 GCN 的骨架动作识别研究，现有工作主要集中于两个方向：一类关注拓扑建模能力，

通过可学习邻接矩阵、通道级拓扑细化或样本相关动态关系建模增强对复杂关节依赖的表达能力；另一

类关注骨架表示本身的判别性，通过额外约束、拓扑增强或特征重组提取更具区分性的动作特征。总体

来看，现有 GCN 方法已从依赖固定骨骼拓扑，逐步发展到兼顾拓扑学习与表示增强的综合框架。 
尽管如此，现有方法仍存在两个突出不足。首先，引入可学习拓扑虽提升了对复杂关节关系的适应

能力，但也导致骨骼原始结构先验逐渐弱化。现有主流 GCN 通常将邻接矩阵与模型参数联合优化，使基

于骨骼物理连接初始化的拓扑知识在训练中逐渐衰减，模型对原始人体拓扑变得不敏感。其次，现有方

法在相似动作的细粒度区分上仍显不足。许多方法更易学习粗粒度运动模式，难以稳定捕捉关键部位内

部更细微、更具区分性的运动细节，从而导致分类混淆。 
基于上述分析，本文关注三个相互关联的问题：如何在拓扑再学习过程中保留骨骼结构先验，如何

在整体模式相近时揭示关键局部差异，以及如何在时间维表示上增强区间级协同表示的一致性与判别性。

围绕这些问题，本文分别从骨骼先验保持、渐进式模式重构和阶段式协同对比三方面，对现有 GCN 骨架

动作识别框架进行补充。 

2.2. 自适应拓扑学习与骨骼先验建模 

在骨架动作识别中，拓扑建模始终是 GCN 方法的核心问题之一。早期方法通常采用由骨骼物理连接

定义的固定邻接矩阵，以刻画人体关节之间的自然连接关系[1]。这类方式能够提供清晰而稳定的人体结

构先验，但表达能力有限，难以覆盖复杂动作中大量潜在的非局部关节依赖。随着研究深入，越来越多

方法开始引入可学习拓扑或样本相关动态图结构，以增强对远程关节关系和复杂交互模式的建模能力[2]-
[5]，自适应拓扑学习已成为提升骨架动作识别性能的重要方向。 

然而，拓扑学习能力的增强并不意味着骨架结构信息能够被自然保留。许多现有 GCN 在训练中将邻
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接矩阵与模型参数联合优化，虽提高了拓扑表达自由度，但会导致基于骨骼物理连接初始化的拓扑知识

逐渐衰减，使模型对原始骨骼拓扑变得不敏感。骨骼连接提供的人体结构归纳偏置并不会在训练中被自

动保持，反而可能随参数更新被更自由但不一定更合理的关系模式替代。 
现有自适应拓扑方法主要通过数据驱动方式增强图结构的表达能力。例如，CTR-GCN [3]通过共享

拓扑与通道特定相关性相结合，实现通道级动态拓扑细化，其重点在于增强不同通道上的关节关系建模

能力；InfoGCN [4]通过上下文相关的内在拓扑与关节相对位置表示增强骨架特征；DeGCN [5]则通过学

习空间图和时间图上的可变形采样位置，自适应选择更具判别性的关节及感受野。上述方法均提升了骨

架拓扑或空间关系的自适应建模能力，但其核心仍侧重于由网络学习动态关系、相对位置表示或采样位

置，并未显式将由当前样本骨架几何结构直接构建的先验持续注入各层拓扑学习过程中。相比之下，本

文提出的 SAPF 首先根据每个输入样本的关节几何关系构建样本级相似度先验，再将该先验与不同图卷

积层自身的可学习拓扑进行融合，使各层在保留独立拓扑建模能力的同时共享与当前样本相关的几何参

考。因此，SAPF 的重点并非替代已有自适应拓扑，而是在其基础上增加显式、样本相关且跨层持续作用

的骨骼几何约束，以缓解拓扑再学习过程中原始骨骼结构语义被逐渐弱化的问题。 
尽管现有方法已增强了骨架拓扑的自适应建模能力，但对当前样本几何关系的显式利用仍较有限。

不同动作、姿态和个体差异会导致关节间几何关系发生变化，因此仅依赖全局共享或网络隐式学习的拓

扑，仍难以同时兼顾结构稳定性与样本适应性。基于此，本文采用样本自适应骨骼先验融合策略，将由

当前样本骨架几何关系构建的先验持续注入各层可学习拓扑，以补充动态拓扑学习并保持骨骼结构约束。 

2.3. 模式重构与对比学习 

除了拓扑建模之外，如何进一步提升骨架表示的判别能力，也是骨架动作识别中的重要研究方向。

已有工作开始通过记忆单元[6]、代表性模式组合或原型机制[7]增强动作表示，其中，原型类方法通常利

用一组可学习的代表性模式对输入特征进行匹配或重构，以增强特征的结构化表达能力。然而，现有原

型或记忆库方法大多侧重于从整体特征中检索代表性模式，通常未显式区分主导动作模式与剩余细粒度

关系之间的层次作用。对于高度相似的动作类别而言，决定类别差异的往往并非整体运动模式，而是少

量关节关系在局部过程中的细微变化。与上述方法不同，本文提出的 PPR 并非直接对整体动作表示进行

一次性原型匹配，而是首先将高层节点特征转换为关节对关系 token，并采用两阶段渐进式重构：第一阶

段从完整关系表示中提取跨样本较稳定的主导模式，第二阶段进一步针对第一阶段未充分解释的残差信

息进行模式寻址与细节补偿。由此，PPR 将模式重构从单阶段整体表示扩展为“主导模式–残余细节”

的递进式关系建模，使模式库不仅用于压缩或重构已有表示，还能够显式强化相似动作之间具有判别性

的局部关系信息。 
另一方面，对比学习近年来也被广泛用于表示学习，并逐渐应用于骨架动作识别任务[8]。现有方法

通常通过构造正负样本关系，约束全局动作表示、类别中心或局部时序特征，以提升类内紧凑性和类间

可分性。其中，全局对比方法更关注整段动作语义的一致性，类中心约束则强调样本表示与类别原型之

间的距离关系，而部分时序对比方法开始利用局部时间片段进行表示学习[9]。然而，这类方法通常以单

个样本特征或时间片段本身作为对比对象，对同一动作阶段内多个关节之间的协同结构关注不足。相比

之下，本文提出的 SCCL 并非直接对原始帧级特征或整段全局表示施加对比约束，而是首先将中高层时

空特征沿时间轴划分为多个阶段区间，并在每个区间内构造关节协同表示，再利用标签监督对对应阶段

的协同向量进行对比学习。由此，SCCL 将对比约束从“全局动作级”或“局部时间片段级”进一步扩展

到“阶段区间–关节协同结构”层面，使监督信号能够更直接地作用于动作过程中的局部协同关系，从

而增强相似动作在细粒度阶段上的判别能力。 
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3. 提出的方法 

本节将详细介绍本文提出的整体框架。围绕骨架动作识别中拓扑先验易衰减、细粒度模式差异难以

刻画以及时间维表示缺乏区间级协同判别约束等问题，本文从拓扑建模、表示增强和训练约束三个层面

进行改进。具体而言，本文主要包含三个核心组成部分：样本自适应骨骼先验融合模块、渐进式模式重

构模块以及阶段式协同对比损失(SCCL)。其中，样本自适应骨骼先验融合模块用于在拓扑再学习过程中

持续保留骨骼结构先验；渐进式模式重构模块用于由主导模式到局部差异逐步增强高层表示；SCCL 则在

中高层特征的阶段区间上对区间协同表示施加监督对比约束，以提升阶段内表示的一致性与判别性。下

面按照由整体到局部的顺序，先介绍预备知识与总体框架，再分别对各模块进行详细说明。 

3.1. 总体框架 

本文整体框架如图 1 所示，由骨架图表示学习主干和训练期辅助约束分支构成，主要包括样本自适

应骨骼先验融合模块、渐进式模式重构模块和阶段式协同对比损失(SCCL)。 
 

 
Figure 1. Overall framework of the proposed method 
图 1. 所提方法的整体框架 

 
由于人体骨架具有天然的结构属性，骨架动作序列通常可表示为图 

( ),=                                         (1) 

其中，  表示关节集合，  表示由人体骨骼物理连接所定义的边集合，V =  表示关节数量。给定一个

batch 的输入骨架序列，记其特征张量为 
0 0B C T V M× × × ×∈X                                      (2) 

其中，B 表示 batch size， 0C 表示输入通道数，通常对应三维关节坐标， 0T 表示输入时间长度，V 表示关

节数， M 表示人数维度。对于 NTU RGB + D 系列数据集，通常有 25V = ，且每个样本最多包含两个人。
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为简化后续公式表示，本文将人数维 M 合并到 batch 维中，并使用 
0 0 ,B C T V B B M′× × × ′∈ = ×X                                  (3) 

表示后续输入特征，其中该记号简化不影响模型的实际实现。在骨架动作识别中，GCN 通常通过堆叠多

个图卷积层来提取骨架序列的时空表示。对第 l 层图卷积而言，其基本传播过程可抽象表示为 
( ) ( ) ( ) ( )( )1ˆl l l lσ −=H A H W                                  (4) 

其中， ( )1l−H 和 ( )lH 分别表示第 1l − 层和第 l 层的隐藏特征， ( )ˆ lA 表示第 l 层实际用于前向传播的拓扑矩

阵， ( )lW 表示可学习的特征投影参数， ( )σ ⋅ 为非线性激活函数。在具体实现中， ( )lW 通常由 1 × 1 卷积完

成通道映射，而 ( )ˆ lA 负责沿关节维进行图聚合。 
在骨架图表示学习主干中，本文引入样本自适应骨骼先验融合模块，以在拓扑学习中保留骨骼结构

先验。其次，在主干网络的高层时空表示上，PPR 采用两阶段串联重构，先提取主导模式，再对未充分

表达的部分进行细节补偿，以增强相似动作的区分能力。最后，SCCL 作为训练期辅助约束，将中高层特

征划分为若干时间阶段，并对各阶段的关节协同表示施加监督对比约束，以增强阶段级表示的判别性。  

3.2. 样本自适应骨骼先验融合模块 

骨架动作识别中的图卷积通常依赖邻接结构来定义关节间的信息传播路径与强度。然而，固定的骨

骼连接仅提供通用结构先验，难以反映具体样本在当前动作中的真实几何结构与关节空间耦合差异。为

此，我们提出样本自适应骨骼先验融合模块(Sample-Adaptive Skeletal Prior Fusion, SAPF)，其核心目标是

在每个样本上构建一张由关节几何关系诱导的相似度先验图，并在每个图卷积基础块内部与该层的可学

习拓扑参数融合，得到层特定的前向邻接结构，从而增强对细粒度动作差异的建模能力。 

3.2.1. 关节坐标定义 
为构造样本级几何先验，我们从输入中提取关节坐标，并记第 b 个样本中第 v个关节在第 t 帧的坐标

为 
3

, ,b v t ∈p                                        (5) 

3.2.2. 样本级几何先验：从距离到相似度 
几何先验应尽可能稳定且抗噪，因此我们首先沿时间维对坐标进行平均池化，得到样本级平均骨架

构型： 
0

3
, , ,

10

1 T

b v b v t
tT =

= ∈∑p p 
                                  (6) 

随后对每个样本 b 计算任意关节对 ( ),i j 的欧氏距离，形成距离矩阵： 

( ) , , 2
, , V V

b b i b j bD i j D ×= − ∈p p                               (7) 

考虑到不同个体的骨架尺度差异可能导致数值不稳定，我们对距离矩阵进行归一化： 

( )max
b

b
b

DD
D

=
+




                                    (8) 

图卷积中的邻接权重通常遵循“越相关权重越大”的语义，而距离越小通常意味着更强的局部关联。

因此我们将归一化距离转换为相似度(亲和度)先验矩阵： 

1 , V V
b b bS D S ×= − ∈

                                   (9) 
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由此， ( ),bS i j 越大表示关节 i 与 j 在当前样本结构下越接近，从而提供样本自适应的几何结构先

验。 

3.2.3. 层内融合：生成通道级前向拓扑 
在本文采用的 DeGCN [5]骨干网络中，第 l 个图卷积基础块具有对应的可学习拓扑表示。记该层生成

的通道级拓扑为： 
( ) ll C V V
b

× ×∈A                                     (10) 

其中， lC 表示第 l 层的通道数。另一方面，本文由输入骨架计算得到的样本级几何相似度先验为 
V V

b
×∈S                                      (11) 

由于 bS 不包含通道维度，本文将其在通道维上进行广播，使其与当前基础块的通道级拓扑具有一致

的形状： 
( ) ( ) ( )Broadcast , l

l

l l C V V
b C b b

× ×= ∈S S S                          (12) 

随后，在第 l 层内部将通道级拓扑与样本级几何先验进行融合： 
( ) ( ) ( ) ( ) [ ]ˆ 1 , 0,1l l l
b l b l b lα α α= − + ∈A A S                          (13) 

其中， ( )ˆ l
bA 表示融合后的通道级前向拓扑。通过这种方式，样本级几何先验 bS 被注入到当前基础块的通

道级拓扑中，从而在保留通道级拓扑建模能力的同时，引入稳定的样本几何结构约束。 

3.2.4. 用于图卷积传播 
在图卷积传播时，第 l 层以融合后的拓扑 ( )ˆ l

bA 作为前向拓扑进行消息聚合。将总体框架中的基本传播

公式 ( ) ( ) ( ) ( )( )1ˆl l l lσ −=H A H W 中的 ( )ˆ lA 替换为样本自适应拓扑 ( )ˆ l
bA ，即可得到第 l 层实际用于前向传播的图

卷积形式： 
( ) ( ) ( ) ( )( )1ˆl l l l
b b bσ −=H A H W                                (14) 

其中， ( )1l
b
−H 为第 1l − 层特征， ( )lW 与 ( )σ ⋅ 的含义与总体框架一致。对于当前基础块中的通道级拓扑，式

(14)可理解为对通道级图聚合过程的抽象表示，即融合后的 ( )ˆ l
bA 与当前层 backbone 的拓扑张量格式保持

一致，并参与对应的图聚合操作。 
需要强调的是， bS 由输入骨架实时计算，并不作为可学习参数。训练时，梯度通过上述融合过程与

图卷积传播过程自然回传，用于更新各层的 ( )lA 、backbone 参数以及可选的 lα ，从而在引入样本几何先

验的同时保持训练语义清晰与端到端可优化性。 

3.3. 渐进式模式重构模块 

相似动作往往具有高度重叠的整体运动模式，真正决定类别差异的通常是少量关键关节在局部阶段

的细微变化。这类细节线索占比小、易受噪声与类内变化影响，直接使用原始表示进行判别时容易被整

体相似性掩盖。为此，我们提出渐进式模式重构模块：在“关节对(joint-pair)”粒度上对关系表示进行可

学习的检索与组装式重构，以结构化方式强化关键细节并提升相似动作的可分性。 
输入组织：由节点特征到关节对 token 
为使后续模式重构在关节对(joint-pair)粒度上进行，受 CTR-GCN [3]的启发，本文使用其类似的特征

转换方法 ( )T x ，先将 backbone 输出的高层节点特征转换为关节对关系 token。给定最后一个基础块输出

的高层特征 
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( ) L LL B C T V′× × ×∈H                                   (15) 

其中 LC 和 LT 分别表示最后一层特征的通道数和时间长度。随后，本文沿时间维进行聚合，得到关节级高

层表示： 
LB V C′× ×∈H                                     (16) 

在此基础上，通过可学习的关系生成算子对任意关节对 ( ),i j 建模其关系表示，得到关节对关系张量 
rB V V C′× × ×∈R                                     (17) 

其中 rC 表示关系 token 的通道维度。进一步地，将 R 重塑为关节对 token 序列： 
2

rB V C
r

′× ×∈X                                     (18) 

其中，每一个 token 对应一个关节对关系表示。与节点级特征相比， rX 显式刻画任意关节对之间的关系，

因此更适合作为后续渐进式模式重构的基本单元。 
渐进式两阶段重构，给定关节对 token 序列 

2
rB V C

r
′× ×∈X                                    (19) 

本文采用两阶段“先主后细”的渐进式重构。模块维护两套可学习的模式库(memory bank)与寻址矩

阵(query)，分别用于主导模式重构与细节补偿重构。为避免与关系张量 R 混淆，本文使用 ( )1P 和 ( )2P 表示

两阶段的模式寻址权重。 
第一阶段直接对完整的关节对 token 序列进行模式寻址，以捕获覆盖面更广、跨样本更稳定的主导关

系模式： 

( )
( )( ) ( ) ( )
1

query1 1 1(1)
memsoftmax ,

r

τ

 
 = = 
 
 

X W
P Z P W



                     (20) 

其中，
( )1

queryW 与 ( )1
memW 分别表示第一阶段的寻址矩阵与模式库，τ 为温度系数。 

为突出第一阶段尚未充分建模的细粒度关系信息，本文在主导模式重构之后构造残差关系表示。第

一阶段通过模式库对完整关节对 token 进行重构，主要提取具有较强共性和稳定性的主导关系模式；因

此，将原始关系表示与第一阶段重构结果作差，可以削弱已经被主导模式充分解释的成分，使剩余表示

更加集中于第一阶段未能完整覆盖的局部关系变化。具体定义为 
( )1

r r∆ = −X X Z                                   (21) 

其中， r∆X 表示主导模式重构后剩余的关系成分。第二阶段并不直接对原始 token 再次进行独立重构，而

是以该残差表示作为寻址输入，并通过第二阶段模式库重新组合得到细节补偿表示。由于最终重构结果

仍由模式库中的可学习模式组合形成，而不是直接保留残差中的全部扰动信息，因此第二阶段的作用更

侧重于从未被第一阶段充分解释的关系中提取具有判别性的补充模式，而不是简单累积原始噪声。 
第二阶段以残差 token r∆X 作为输入，进一步对细节关系模式进行寻址与重构：  

( )
( )( ) ( ) ( ) ( )
2

query2 2 2 2
memsoftmax ,

r

τ

 ∆ = = 
 
 

X W
P Z P W



                    (22) 

其中，
( )2

queryW 与 ( )2
memW 分别表示第二阶段的寻址矩阵与模式库。最终，本文将主导模式重构结果与细节补

偿结果相加，得到渐进增强的关节对关系表示： 
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( ) ( ) 21 2 , rB V C′× ×= + ∈Z Z Z Z                              (23) 

为使重构后的关节对关系表示具有直接判别性，本文在 PPR 输出 Z 上引入辅助分类监督。具体而言，

对 Z 在 token 维度进行全局池化，得到样本级重构表示 

( )ppr Pool=g Z                                   (24) 

随后通过 PPR 分类头得到 logits： 

( )ppr ppr ppr
clsf=o g                                   (25) 

PPR 辅助分类损失定义为 

( )ppr ppr
CE CE , y= o                                   (26) 

该损失用于约束重构后的关系表示具有类别判别性，并与主干分类损失共同优化模型。 

3.4. 阶段式协同对比损失 

骨架动作识别的中高层时空特征在时间维上具有更强的语义抽象性，但其判别性往往仍受相似动作

的全局重叠所限制。我们观察到，同类样本在相同时间位置附近往往应呈现更一致的关节协同结构。为

此，我们提出 SCCL：将特征的时间轴划分为若干阶段区间，对每个区间提取关节协同描述，并在 batch
内施加监督对比约束，使同类在对应阶段区间的协同模式更紧凑、异类更可分，从而增强过程级细粒度

判别能力。 
SCCL 作用于主干网络第 5 个 GCN-TCN 基础块输出的时空特征。该层输出通道数为 128，时间长度

为 32 帧，在已经获得较强动作语义表示的同时，仍保留了相对充分的时间分辨率。因此，本文选择第 5
个基础块输出作为 SCCL 的输入，记为 

s sB C T V
s

′× × ×∈H                                     (27) 

其中， sC 表示特征通道数， sT 表示该中高层特征的时间长度。本文将时间维划分为 S 个阶段区间，并根

据后续消融实验默认设置 8S = 。第 k 个阶段区间对应的时间索引集合记为 k 。 
对于第 b 个样本和第 k 个阶段区间，首先在时间索引集合 k 内对特征进行平均池化，得到该区间的

特征表示： 

( ) ( )
,:, ,:

1 ,
| |

s

k

k k C V
b b t b

tk

×

∈

= ∈∑H H H 


                           (28) 

随后，通过分段特征之间的内积构造区间协同矩阵： 

( ) ( )( ) ( ) ( ),k k k k V V
b b b b

×= ∈M H H M 


                            (29) 

其中， ( )k
bM 描述第 b 个样本在第 k 个阶段区间内不同关节之间的协同关系。最后，取协同矩阵的上三角

元素并展平，得到区间协同向量： 
( ) ( )( )( )vec upperk k

b b=f M                                 (30) 

对于第 k 个阶段区间，收集 batch 内所有样本的区间协同向量，得到 

( ) ( ){ }
1

Bk k
b b

′

=
=F f                                     (31) 

在标签监督下，本文对每个阶段区间分别施加监督对比约束，使同类样本在区间协同空间中更加接
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近，而不同类样本相互远离。具体地，SCCL 损失定义为 

( )( )SCCL
1

1 SupCon , ,
S

k
c

k
y

S
τ

=

= ∑ F                              (32) 

其中， ( )SupCon 表示监督对比损失[10]， y 表示样本标签， cτ 表示对比学习温度系数。 
主干网络输出的高层特征经过全局池化和主分类头得到主分支预测，其交叉熵损失记为 

( )main main
CE CE , y= o                                   (33) 

结合 PPR 辅助分类损失与 SCCL 损失，本文最终训练目标定义为 
main ppr

total CE CE SCCLµ λ= + +                                  (34) 

其中， µ 和 λ 分别表示 PPR 辅助分类损失和 SCCL 损失的权重。推理阶段仅使用主分支分类输出，不额

外引入 SCCL 分支。 

4. 实验结果 

为评估所提方法的有效性，本文在多个骨架动作识别基准数据集上开展实验，重点验证 SAPF、PPR
和 SCCL 的有效性及关键超参数的影响。第 4.1 节介绍数据集与评估协议，第 4.2 节给出实现细节，第 4.3
节与代表性方法进行比较，第 4.4 节进行消融分析。 

4.1. 数据集 

NTU RGB + D60 [11]包含 60 类动作和 56,880 个骨架序列，每个序列包含人体 25 个关节的三维坐

标。本文按照官方协议在 Cross-Subject (X-Sub)和 Cross-View (X-View)两种设置下进行评估，其中 X-Sub
按受试者划分训练集和测试集，X-View 使用摄像机 2、3 的样本训练，摄像机 1 的样本测试。 

NTU RGB + D120 [12]是 NTU RGB + D 的扩展版本，包含 120 类动作和 113,945 个骨架序列，每个

序列同样包含 25 个关节的三维坐标。本文按照官方协议报告 Cross-Subject (X-Sub)和 Cross-Setup (X-Set)
结果，其中 X-Sub 按 106 名受试者划分训练集和测试集，X-Set 按 setup ID 的奇偶性划分训练集和测试

集。 
NW-UCLA [13]包含 10 类动作和 1494 个骨架序列，由三个不同视角的 Kinect 摄像机采集。按照文

献[13]的标准评估协议，本文使用前两个视角的样本训练，并使用剩余一个视角的样本测试。 

4.2. 实现细节 

所有实验均基于 PyTorch 框架在 NVIDIA RTX 3090ti GPU 上实现。我们采用 DeGCN [5]作为基线骨

干网络，并使用 NTU 空间图进行骨骼建模。对于 NTU RGB + D 数据集，每个骨骼序列包含 25 个关节

点，最多支持两个人。输入序列被调整为 64 帧。除非另有说明，关节点流和骨骼流分别训练，然后用于

性能评估。 
我们提出的逐层样本自适应拓扑融合模块被插入到图卷积块中。对于每个输入样本，首先根据关节

点坐标计算样本级的几何先验。该先验随后传入每个图卷积块，并与块内特定层的可学习拓扑进行融合。

这样一来，不同层可以保留各自的拓扑参数，同时共享相同的样本级几何参考。 
训练过程中，采用带动量的随机梯度下降(SGD)进行优化，其中使用 Nesterov 动量。初始学习率设为

0.1，权重衰减设为 0.0004，总训练轮数为 80。在前 5 个 epoch 采用预热策略。学习率在第 35、60 和 75
个 epoch 时衰减。训练批次大小设为 64。采用混合精度训练以提升训练效率。 

数据增强方面，训练时使用随机旋转。训练采样区间设为[0.5, 1]，测试采样区间设为[0.95]。对于
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SCCL，时间分段数设为 8S = ，对比学习温度系数设为 0.1cτ = ，SCCL 损失权重设为 0.4λ = 。对于 PPR
辅助分类分支，损失权重设为 0.2µ = 。评估时报告 Top-1 和 Top-5 准确率。 

4.3. 与现有先进方法的比较 

本文在三个数据集上与具有代表性的骨架动作识别方法进行比较，包括固定拓扑、自适应拓扑、通

道级拓扑细化和可变形图卷积等方法。实验结果均按照各数据集的官方评估协议报告，并在必要时区分

不同输入流和集成设置。 
表 1 给出了 NTU RGB + D60 上的比较结果。本文方法在 X-Sub 和 X-View 协议下分别取得 93.4%和

97.5%的 Top-1 准确率，表明 SAPF、PPR 与 SCCL 的联合设计能够有效提升骨架动作表示能力。 
 

Table 1. Comparisons with state-of-the-art methods on the NTU RGB + D60 dataset in accuracy (%) 
表 1. NTU RGB + D60 数据集上与现有先进方法的准确率(%)比较 

Model Venue X-Sub X-View 

ST-GCN [1] AAAI18 81.5 88.3 

AS-GCN [14] CVPR19 86.8 94.2 

2s-AGCN (2-ensemble) [2] CVPR19 88.5 95.1 

Shift-GCN (4-ensemble) [15] CVPR20 90.7 96.5 

MS-G3D (2-ensemble) [16] CVPR20 91.5 96.2 

CTR-GCN (4-ensemble) [3] ICCV21 92.4 96.8 

InfoGCN (4-ensemble) [4] CVPR22 92.7 96.9 

DeGCN (3-ensemble) [5] TIP24 93.1 97.1 

Ours - 93.4 97.5 

 
表 2 给出了 NTU RGB + D120 上的比较结果。本文方法在 X-Sub 和 X-Set 协议下分别取得 90.5%和

91.9%的 Top-1 准确率，在更大规模的数据集上仍保持了稳定的识别性能。 
 

Table 2. Comparisons with state-of-the-art methods on the NTU RGB + D120 dataset in accuracy (%) 
表 2. NTU RGB + D120 数据集上与现有先进方法的准确率(%)比较 

Model Venue X-Sub X-Set 

ST-GCN [1] AAAI18 71.7 72.2 

AS-GCN [14] CVPR19 78.2 77.7 

2s-AGCN (2-ensemble) [2] CVPR19 82.7 84.5 

Shift-GCN (4-ensemble) [15] CVPR20 85.9 87.6 

MS-G3D (2-ensemble) [16] CVPR20 86.9 88.4 

CTR-GCN (4-ensemble) [3] ICCV21 88.9 90.6 

InfoGCN (4-ensemble) [4] CVPR22 89.4 90.7 

DeGCN (4-ensemble) [5] TIP24 90.4 91.5 

Ours - 90.5 91.9 
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表 3 给出了 NW-UCLA 上的比较结果，本文方法取得 97.0%的 Top-1 准确率，表现出较好的跨视角

识别能力。 
 

Table 3. Top-1 accuracy comparison with state-of-the-art methods on the Northwestern-UCLA dataset 
表 3. Northwestern-UCLA 数据集上与现有先进方法的 Top-1 准确率比较 

Method Venue Acc. (%) 

Shift-GCN (4-ensemble) [15] CVPR20 94.6 

CTR-GCN (4-ensemble) [3] ICCV21 96.5 

InfoGCN (4-ensemble) [4] CVPR22 96.6 

DeGCN (4-ensemble) [5] TIP24 96.8 

Ours - 97.0 

4.4. 消融实验 

在本小节中，本文对所提出方法的不同组成部分和关键超参数进行消融分析。考虑到在完整 NTU 
RGB + D60 数据集上反复训练会带来较高计算开销，本文从 NTU RGB + D60 数据集中构建了一个固定

的缩减子集用于消融实验。完整 NTU RGB + D60 数据集包含 56,880 条骨架序列，而本文用于消融分析

的缩减子集约包含 10,000 条样本，并保持与原数据集一致的动作类别定义和评估形式。需要强调的是，

该缩减子集仅用于方法内部的组件分析和参数敏感性验证，不用于与已有方法进行公开基准上的绝对性

能比较。所有消融实验均采用相同的数据划分、输入模态、数据预处理方式和训练策略，以保证不同模

型变体之间的公平比较。除特别说明外，所有结果均报告 Top-1 准确率。 

4.4.1. 组件消融实验 
为验证各组成模块的有效性，本文在基线模型上逐步加入 SAPF、PPR 和 SCCL，实验结果如表 4 所

示。可以看到，基线模型在 NTU RGB + D60 缩减子集上取得 85.4%的 Top-1 准确率。在加入 SAPF 后，

模型准确率提升至 86.6%，相比基线提高 1.2 个百分点，说明样本级几何先验的引入能够有效增强拓扑建

模能力。进一步加入 PPR 后，准确率提升至 86.9%，表明渐进式模式重构能够在已有拓扑增强的基础上

继续改善高层关系表示。最后，当 SAPF、PPR 和 SCCL 同时使用时，模型取得 87.4%的最高准确率，相

比基线提升 2.0 个百分点。上述结果表明，三个模块并非孤立地发挥作用，而是在逐步叠加过程中形成互

补，共同提升了模型对骨架动作的判别能力。 
 

Table 4. Ablation study on the contribution of each component of the proposed method on the reduced NTU RGB + D60 subset 
表 4. 所提方法各组成模块在 NTU RGB + D60 缩减子集上的消融实验 

Baseline SAPF PPR SCCL Acc. (%) 

✓ – – – 85.4 

✓ ✓ – – 86.6 (↑1.2) 

✓ ✓ ✓ – 86.9 (↑1.5) 

✓ ✓ ✓ ✓ 87.4 (↑2.0) 

4.4.2. SAPF 融合系数的影响 
为分析 SAPF 融合系数α 的影响，实验结果如表 5 所示。当 0.2α = 时取得最高准确率 87.4%，说明
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适度引入样本级几何先验能够有效补充 backbone 原有拓扑。当α 继续增大时性能未进一步提升，而可学

习系数取得 86.7%，表明当前设置下固定且适度的融合比例更为稳定。 
 

Table 5. Ablation study on the SAPF fusion coefficient α on the reduced NTU RGB + D60 subset 
表 5. SAPF 融合系数 α在 NTU RGB + D60 缩减子集上的消融实验 

α Acc. (%) 

0.0 86.9 

0.1 87.2 

0.2 87.4 

0.3 87.1 

0.5 86.9 

0.7 87.0 

Learnable 86.7 

4.4.3. 模式库大小分配的影响 
为验证 PPR 两阶段模式库分配策略，本文比较不同 Stage 1/Stage 2 配置，结果如表 6 所示。其中，

“100/0”表示仅采用第一阶段模式库。采用“50/50”时准确率最高，为 87.2%，而单阶段“100/0”为

86.8%。结果表明，第二阶段的细节补偿能够在主导模式建模基础上进一步增强细粒度关系表示，较均衡

的两阶段分配效果更好。 
 

Table 6. Ablation study on the pattern bank size allocation in PPR on the reduced NTU RGB + D60 subset 
表 6. PPR 中不同模式库大小分配在 NTU RGB + D60 缩减子集上的消融实验 

Pattern Bank Size (Stage 1/Stage 2) Acc. (%) 

50/50 87.2 

60/40 86.9 

70/30 86.6 

80/20 86.7 

90/10 86.6 

100/0 86.8 

4.4.4. 时间分段数的影响 
为分析 SCCL 时间分段数 S 的影响，本文比较 2,4,6,8S = 的结果，如表 7 所示。当 8S = 时取得最高

准确率 87.3%。分段过少会使局部协同变化被较长时间区间平均，而分段设置不合适也可能导致区间表

示不稳定，因此本文采用 8S = 。 
进一步分析 SCCL 损失权重 λ ，结果如表 8 所示。当 0.4λ = 时取得最高准确率 87.4%，表明适当增

强区间级监督对比约束有助于提升中高层特征的判别性。由于 SCCL 仅在训练阶段参与优化，因此不会

增加推理阶段的额外计算开销。 
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Table 7. Ablation study on the number of temporal segments used in SCCL on the reduced NTU RGB + D60 subset 
表 7. SCCL 时间分段数在 NTU RGB + D60 缩减子集上的消融实验 

Number of Segments S Acc. (%) 

2 86.7 

4 86.9 

6 86.6 

8 87.3 

 
Table 8. Ablation study on the SCCL loss weight λ on the reduced NTU RGB + D60 subset 
表 8. SCCL 损失权重 λ在 NTU RGB + D60 缩减子集上的消融实验 

SCCL Loss Weight λ Acc. (%) 

0.1 86.7 

0.2 87.0 

0.3 86.5 

0.4 87.4 

5. 结论 

本文针对骨架动作识别中拓扑先验易弱化、相似动作细粒度差异建模不足以及时间维区间协同约束

缺乏等问题，提出了一种结合样本自适应骨骼先验融合、渐进式模式重构和阶段式协同对比学习的骨架

动作识别方法。首先，SAPF 根据输入骨架的几何关系构建样本级先验，并将其逐层融入图卷积网络的可

学习拓扑，以增强拓扑建模的稳定性与样本适应能力。其次，PPR 在关节对关系粒度上采用两阶段渐进

式重构，通过主导模式建模与残差信息补偿强化高层表示中的局部判别信息。最后，SCCL 将中高层时空

特征划分为多个阶段区间，并通过监督对比约束增强同类样本在对应阶段上的协同一致性与不同类别之

间的可分性。 
实验结果表明，所提方法在 NTU RGB + D60、NTU RGB + D120 和 NW-UCLA 数据集上均取得了具

有竞争力的识别性能。其中，在 NTU RGB + D60 的 X-Sub 和 X-View 协议下分别取得 93.4%和 97.5%的

Top-1 准确率，在 NTU RGB + D120 的 X-Sub 和 X-Set 协议下分别达到 90.5%和 91.9%，在 NW-UCLA 数

据集上达到 97.0%。消融实验进一步验证了 SAPF、PPR 和 SCCL 各组成模块的有效性，并表明三个模块

在拓扑建模、高层关系表示和时间阶段判别约束方面具有互补作用。综上，本文方法能够从骨骼结构、

关系模式和阶段协同三个层面提升骨架动作表示的判别能力。 
尽管本文方法取得了较好的识别性能，但仍存在一定局限性。首先，SAPF 主要依据输入骨架的关节

几何关系构建样本级先验，其表示仍可能受到视角变化以及不同样本骨架坐标分布差异的影响，未来可

进一步研究具有更强视角不变性的骨骼几何先验。其次，PPR 中模式库的规模及两阶段模式分配方式目

前仍采用固定设置，其在不同数据集和动作类别上的最优配置可能存在差异，后续可探索自适应模式库

更新与动态容量分配机制。最后，SCCL 采用固定数量的时间阶段划分，对于动作持续时间和执行速度差

异较大的样本，固定分段可能难以实现更加精确的阶段对齐，未来可进一步研究可学习或动作自适应的

时间划分策略。 
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