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摘  要 

[目的/意义]近年来，将注意力机制与LSTM模型结合的方法常被用于要素类情感分类任务，但是该方法

存在参数多、训练时间长的弊端。门控卷积神经网络模型不仅结构简单、参数少、运行时间短，还能分

别提取要素特征和情感特征、具有较高的分类精度，但是该模型采用的要素类嵌入是预定义的、与上下

文无关。对要素类情感分类任务来说，要素类的质量对预测文本在要素类上情感极性的准确率的重要性

不言而喻。[方法/过程]本文关联要素类提取和要素类情感分类任务，提出融合自注意力机制下的要素类

特征的门控卷积神经网络模型，通过结合自注意力机制的神经网络提取出基于上下文优化的要素类嵌入，

然后将优化后的要素类向量和文本词向量通过门控卷积神经网络进行训练。[结果/结论]在2014年至

2016年的SemEval数据集上的实验结果表明，本文提出的模型能有效改善要素类提取的效果和提高要素

类情感分类的分类准确率。 
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Abstract 
[Purpose/Significance] In recent years, a common method for aspect category sentiment classifi-
cation is to combine LSTM model with attention mechanism. Compared to that, the gated convolu-
tional neural network model not only has a simple structure, fewer parameters and shorter train-
ing time, but also achieves higher classification accuracy being able to extract aspect features and 
emotion features. [Method/Process] Considering that the quality of aspect category is crucial for 
aspect category sentiment classification, this paper coupled aspect category extraction and aspect 
category sentiment classification, and put forward Gated Convolutional Neural Network with Self 
Attention-based Aspect Embedding (GCAE_SelfAtt) model to relate the aspect category embed-
dings to corresponding context, and to achieve a higher accuracy. [Result/Conclusion] The expe-
riment on SemEval dataset shows that GCAE_SelfAtt model does help to extract more coherent as-
pect categories and achieve higher accuracy for sentiment classification. 
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1. 引言 

伴随着移动端互联网的快速发展，越来越多的人通过评论在社交平台和电商平台来表达自己的观点

与情感，这种行为也越来越日常化，从而产生了海量的文本数据。如何利用这些评论文本，挖掘用户的

观点和分析用户的情感，具有重要的实践意义与实用价值。根据评价文本的层次不同，情感分类任务可

以分为文档级情感分类、句子级情感分类和要素级情感分类三种。相较于前者，面向细粒度的要素级情

感分类属于更深层次的情感分类任务，需要提供要素从而预测句子在特定要素上所传达的情感倾向性。 
如果根据要素的种类进行划分，要素级情感分类可分为要素项情感分类(Aspect Term Sentiment 

Classification, ATSC)和要素类情感分类(Aspect Category Sentiment Classification, ACSC)两种[1]。以句子

“这家的面包很不错，就是太远了”为例，文本中出现的“面包”是要素项，“不错”反映出评价者对

该要素项具有正向的情感极性；“面包”和“远”在语义上分别属于“食物”和“距离”这两个要素类，

“不错”和“太远”反映出评价者对“食物”和“距离”分别具有正向和负向的评价。一般来说，要素

类可以通过对提取出的要素项进行聚类来得到，如从语料库中提取出的“面包”、“蛋糕”、“牛排”

等要素项会被聚类为“食物”这一要素类。不同于要素项情感分类的是，要素类情感分类所针对的要素

类不一定会出现在评论文本，因此需要挖掘更深层的信息。 
传统的文本情感分类技术主要分为基于规则的方法和基于统计的机器学习方法[2]，然而前者没有考

虑上下文的语义信息、容易受限于人工制定的规则与提供的情感词典，后者存在表达能力弱、高度依赖

特征工程、无法自动从数据中提取有意义的特征的缺点。深度学习凭借其强大的特征学习能力，大大减

少了特征的设计与抽取工作量，近年来被广泛应用于情感分类任务，取得了比传统方法更优的分类效果 
[3] [4]。例如，Socher 等人[5]提出的递归神经网络模型，在正负情感倾向性分类和细粒度情感分类任务

上都取得了优异表现；Kim [6]将文本转化为 word2vec 词向量并输入 CNN 模型，显著提高了分类精度；
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Wang 等人[7]采用 LSTM 模型来保留文本中词语之间的依赖关系，实现文本情感分类；Mnih 等人[8]将注

意力机制与 LSTM 模型结合，以解决远距离词的情感信息获取问题。 
本文以深度学习相关网络模型作为研究方法，以要素类情感分类作为研究任务，提出融合自注意力

机制下的要素类特征的门控卷积神经网络模型，先后进行要素类提取和要素类情感分类实验。具体地，

本文首先在结合注意力机制的神经网络模型的基础上，引入自注意力机制提取要素类，然后将基于上下

文优化后的要素类嵌入与文本词嵌入输入基于门控机制的卷积神经网络模型，对要素类进行情感极性的

预测。该模型在 SemEval 的 Restaurant 数据集上的实验结果表明，自注意力机制的引入能有效提高结合

注意力机制的神经网络模型的要素类提取效果，以及将基于上下文优化后的要素类嵌入与文本词嵌入引

入门控卷积神经网络能有效提高要素类情感分类的精度。 

2. 相关工作 

在之前的研究中，要素类提取的方法主要分为三种，分别是基于有监督学习的序列模型、基于语言

规则的方法和基于无监督学习的主题模型[9]。一般来说，要素类提取，可以拆解成先提取要素项和再对

要素项聚类的两个过程。无监督学习由于不需要提供带标注的数据，在要素类提取任务上的应用比较广

泛。例如，LDA 主题模型在不需要单独执行要素项提取以及要素项聚类的情况下，就能直接获得要素类。

基于 LDA 的模型识别出的要素类虽然能较好地描述语料库，但质量不佳、连贯性较差。考虑到主题的连

贯性主要受词共现统计的影响[10]，Yan 等人[11]提出能够生成共现词对的双项主题模型。Wang 等人[12]
提出基于受限玻尔兹曼机的模型，同时提取句子中的要素类和要素类对应的情感极性，但是存在依赖大

量的先验知识的缺点。He 等人[13]指出可以通过神经网络模型中的词嵌入来统计词共现分布，通过注意

力机制来降低对无关单词的关注，在提取要素类的同时还能得到要素类的代表词。 
早期的要素级情感分类研究大多首先借助情感词典，得到与上下文无关的情感词所在句子的情感极

性，然后再根据与要素有关的相应分句的情感极性来推断该要素的情感极性[14]。然而，许多情感词的情

感倾向在不同的上下文中是不同的[15]。这种方法没有对上下文和要素间的语义相关性进行建模，而这恰

恰是要素级情感分类的难点，与提高分类精度的关键。Mnih 等人[8]指出神经网络可以捕获要素和上下文

词语之间的语义联系，即首先分别表示要素和上下文，然后通过模型为要素识别重要的与情感相关的上

下文。表 1 总结了近年来一些具有代表性的基于深度学习的要素级情感分类研究。 
 
Table 1. Summary on aspect-level sentiment classification research based on deep learning 
表 1. 基于深度学习的要素级情感分类研究总结 

研究工作 模型简称 区别上下文的方式 研究亮点 任务级别 

Tang 等人[16]  TD-LSTM 
TC-LSTM 无 将上下文按照分成两部分； 

将要素项表示和词嵌入表示合并作为输入 
ATSC 

Wang 等人[17]  AT-LSTM 
ATAE-LSTM 单层注意力 将注意力机制与 LSTM 模型结合 ACSC 

Liu 和 Zhang [18]  
BiLSTM-ATT 

BiLSTM-ATT-C 
BiLSTM-ATT-G 

单层注意力 
采用双向 LSTM 模型； 

将左右上下文与整句结合； 
BiLSTM-ATT-G 的门控单元 

ATSC 

Tang 等人[19]  MemNet 多层注意力 
采用多层注意力机制； 
应用端对端记忆网络； 

内容信息和距离信息结合 
ATSC 

Ma 等人[20]  IAN 单层注意力 要素项和上下文交互； 
分别计算要素项和上下文注意力； 

ATSC 

Chen 等人[21] RAM 多层注意力 加权记忆机制； 
将注意力结果与 GRU 结合 

ATSC 
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Continued 

Li 等人[22]  TNet 卷积特性与距离特征 
用 CNN 取代注意力机制； 

用 CPT 模块捕捉要素项信息； 
动态生成要素项向量 

ATSC 

Tang 等人[23]  / / 提出渐进自监督注意力机制算法 
且成功应用于现有模型 

ATSC 

Xue 和 Li [1] GCAE 门控机制和卷积特性 提出的门控卷积神经网络能够有效、 
高效的实现 ATSC 和 ACSC 

ATSC & ACSC 

 

上述文献反映出：第一，要素特征的有效提取是深度学习模型在要素级情感分类任务上的关键；第

二，注意力机制能够使模型区分不同的上下文词对要素的重要性，从而将注意力集中在与特定要素相关

的文本上；第三，CNN 模型的卷积特性和池化操作可在一定程度上起到注意力机制的作用，具有并行化

训练优势；第四，要素级情感分类的研究集中在要素项情感分类任务上，要素类情感分类任务亟待研究。 

3. 融合自注意力机制下的要素类特征的门控卷积神经网络模型 

为了关注更多有价值的信息，本文在结合注意力机制的神经网络(Attention-based Aspect Extraction, 
ABAE)模型和基于门控机制的卷积神经网络(Gated Convolutional Neural Network with Aspect Embedding, 
GCAE)模型的基础上，联动要素类提取和要素类情感分类任务，提出了一种融合自注意力机制下的要素 
 

 
Figure 1. Schematic diagram of GCAE_SelfAtt model 
图 1. 融合自注意力机制下的要素类特征的门控卷积神经网络

模型示意图 
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类特征的门控卷积神经网络模型(Gated Convolutional Neural Network with Self Attention-based Aspect Em-
bedding, GCAE_SelfAtt)，由结合自注意力机制的神经网络和门控卷积神经网络构成。其中，要素类提取

任务的最终目的是学习一组要素类嵌入，使得每个要素类可以通过词嵌入空间附近的代表性词语来解释。 
模型的示意图如图 1 所示，由词向量层、句子表示层、句子重构层、卷积层、池化层和情感分类层构

成。其中，词向量层作为中间层连接要素类提取任务和要素类情感分类任务，句子表示层通过基于自注意

力机制的编码器构建句子的向量表示，句子重构层根据要素类嵌入矩阵的线性组合重构句子的向量表示。 

3.1. 任务定义 

对于一则长度为 n 的句子 { }1 2, , , ns w w w=  ，文本中可能存在一个或多个要素类，但要素类不一定

显式地以词语或短语的方式出现在句子中，因此，要素类情感分类任务的目标是决定句子中的要素类以

及预测相关文本在对应要素类上所反映的情感极性。本文在预定义要素类的个数的情况下，首先通过无

监督学习为每个句子提取出相应要素类的向量表示，再通过与代表词对照，关联句子的真实要素类标签，

进一步预测句子在该要素类上的情感极性。 

3.2. 构建词向量输入层 

由于词嵌入会将经常共同出现在同一上下文语境的词语映射在词嵌入空间中的相近位置上，本文将

语料库中句子的每个词语都映射为低维的、连续的实值向量，即词向量，实现词共现分布的编码。所有

的词向量构成了一个词向量矩阵，矩阵的行数表示词向量纬度，矩阵的列数表示词典中词语个数。 

3.3. 句子表示层 

本文通过注意力编码为每个词语赋予相应的注意力权重，过滤句子中的与要素类无关的词语，从而

提高所提取的要素类的连贯性，并得到句子的向量表示 sz 。 
如果采用一般的注意力机制，则句子中每个词语的注意力权重 ia 是通过计算每个词语的词向量和句

子的平均词向量之间的相关性得到的。 

1

1
i

n
s wiy e

n =
= ∑                                         (1) 

i
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i w sd e M y⋅ ⋅=                                         (2) 
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                                       (3) 
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s i wiz a e

=
= ∑                                         (4) 

其中，n 表示句子长度，
iwe 表示文本词向量， d dM ×∈ 是待学习的转化矩阵。 

如果采用自注意力机制，则句子中每个词语的注意力权重 ia 是通过计算每个词语和句子中的其他词

语之间的相关性得到的。 
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( )1 1
n nj V

i ij ij w jj jz V e Wα α
= =

= =∑ ∑                                 (7) 

由于查询状态和候选状态属于相同的序列，自注意力机制能够无视词语之间的距离直接计算词依赖

关系，学习句子的内部结构。如图 2 所示，本文采用自注意力机制进行句子的向量表示，并以键值对的

形式输出模块的示意图。 
 

 
Figure 2. Schematic diagram of vector representation of sentences based on self-attention mechanism 
图 2. 基于自注意力机制下的句子的向量表示示意图 
 

具体地，首先使用大小均为 x zd d× 但数值不同的 3 个初始化矩阵 QW ， KW ， VW ，对输入 xn dX ×∈
进行线性变换，分别得到查询向量矩阵 Q、键向量矩阵 K、值向量矩阵 V 以增强模型的表示能力；然后

以缩放点积函数作为对齐分数函数 ( ),s Q K 计算查询向量和键向量之间的相似度后，将对齐分数函数进行

softmax归一化，得到注意力权重矩阵A；最后计算句子中各个词语的注意力权重与对应词向量的加权和，

得到句子的向量表示 [ ]1 2, , , zn d
nZ z z z ×= ∈  ，作为模块的输出。在本文中，令 x zd d= 。 

QQ XW=                                           (8) 
KK XW=                                           (9) 
VV XW=                                          (10) 

( ) ( )( )Attention , , softmax ,Z Q K V s Q K V= =                           (11) 

3.4. 句子重构层 

本文首先通过对句子的向量表示 sz 进行降维处理和 softmax 处理，得到要素类的归一化权重向量 tp ，
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然后根据要素类的归一化权重向量 tp 和要素类嵌入矩阵 T，将句子重新表示为要素类嵌入的线性组合，

得到句子的重构表示 sr 。 

( )softmaxt sp W z b= ⋅ +                                    (12) 

T
s tr T p= ⋅                                          (13) 

其中，W 是权重矩阵，b 是偏置向量，要素类的归一化权重向量 tp 的维度 K 表示预定义的要素类的数量，

K 个元素值表示句子分别属于这 K 个要素类的概率。 

3.5. 卷积层与 GTRU 

在经过要素类提取实验之后，句子重构层的要素类嵌入矩阵 T 形成了基于上下文优化后的要素类词

向量。考虑到要素类情感分类和要素类提取采用同一套数据集，保证词嵌入空间的一致性有利于模型的

效果，因此本文采用优化后的文本词向量作为要素类情感分类的输入层。 
本文在词向量输入层上配置了两个独立的卷积层，每个卷积层通过多个卷积核提取输入的不同特征，

并分别与 Tanh 门控单元和 ReLu 门控单元连接，然后对门控单元输出的结果进行组合。相比于 Tanh 门

控单元仅接收卷积层的输出，ReLu 门控单元在接收卷积层的输出的同时，还接收特定要素类的词向量 av 。

Tanh-ReLU 门控单元(Gated Tanh-ReLU Unit, GTRU)具有能够控制情感特征通往池化层的流动路径的特

性，使得模型能根据给定的要素类有选择地输出情感特征。具体地，将激活函数为 ReLU 的卷积操作生

成的要素类特征 ia 和激活函数为 Tanh 的卷积操作生成的情感特征 is ，逐元素相乘可以得到特定要素类的

情感特征 ic 。 

( ):relui i i k a a a aa X W V v b+= + +∗                                 (14) 

( ):tanhi i i k s ss X W b+ ∗= +                                    (15) 

i i ic s a= ×                                          (16) 

其中， aW 、 aV 和 sW 是权重矩阵， ab 和 sb 是偏置向量。 
如果文本中含有多个要素类，GTRU 可以通过 ReLU 门自动忽略与给定要素类无关的其他要素类的

情感信息。例如，在句子“这家的面包很不错，就是太远了”中，当给定的要素词为“食物”时，门控

单元会自动忽略另一个分句中的要素词“距离”的情感极性，只输出“食物”所在分句的情感极性。这

是因为，ReLU 门可以根据给定的要素类信息 av 和某位置处的要素类特征 ia 的相关性计算相似度得分，

从而决定该位置处的情感特征 is 是否能够通过 Relu 门控单元。 

3.6. 池化层 

除了门控机制外，池化层中的最大池化操作也可以有选择性地从文本中提取和给定的要素类相关的

情感特征，从而实现对特定要素类的情感极性的预测。 
对一则由 n 个词语组成的句子来说，用一个尺寸为 k 的卷积核对其进行卷积操作会产生 1n k− + 个特

征，并构成该句子的卷积特征图 c。 

[ ]1 2 1, , , n kc c c c − +=                                       (17) 

本文在池化层对卷积特征图 c 进行最大池化处理，形成一个维度固定的特征向量 ĉ ，即通过保留卷

积特征图中的最大值来保留整个句子中最显著的基于特定要素类的情感特征，从而移除不重要的情感特

征。 
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( )ˆ maxc c=                                         (18) 

3.7. 情感分类层 

本文将 N 个卷积核在卷积层中得到的 N 个卷积特征图分别输入池化层进行最大池化操作，然后将池

化层输出的 N 个特征向量 îc 拼接为一个维度固定的特征向量 Ĉ ，再将其输入全连接层并通过 softmax 分

类器进行情感分类，输出文本在给定要素类上的预测情感极性 ŷ ： 

[ ]1 2
ˆ ˆ ˆ ˆ, , , NC c c c=                                        (19) 

( )ˆˆ softmaxy W C B= ⋅ +                                    (20) 

其中，W 是全连接层权重矩阵，B 是偏置。 

3.8. 模型训练 

本文采用端到端的反向传播算法对模型进行训练，以对比最大边际函数 ( )J θ 作为第一目标函数，即

最大化句子的重构表示 sr 和句子的目标表示 sz 之间的内积的同时，最小化句子的重构表示 sr 和随机采样

的 m 个负样本句子的向量表示 in 之间的内积，减少重构误差以在提取的要素类嵌入中尽可能多地保留要

素类的信息。为鼓励要素类嵌入矩阵 K dT ×∈ 的行正交性，本文还引入正则项 ( )U θ 。 

( ) ( )1max 0,1m
s s s is D iJ r z r nθ

∈ =
= − +∑ ∑                              (21) 

( ) T
n nU T T Iθ ⋅= −                                      (22) 

( ) ( ) ( )L J Uθ θ λ θ= +                                     (23) 

其中，D 表示数据集，s 表示句子， nT 是对要素类嵌入矩阵 T 中的每一行标准化后的结果， λ 是正则项

的权重参数， }{ , , , ,E T M W bθ = 表示待训练的参数。 
本文以交叉熵损失函数作为第二目标函数，即最小化在所有训练语料上的特定要素类的真实情感

极性和预测情感极性之间的交叉熵损失和。 

ˆlogj j
i ii j y y= −∑ ∑                                     (24) 

其中，i 表示句子的索引；j 表示情感类别的索引，共分成 positive、neutral 和 negative 三类；y 表示特定

要素类的真实情感类别， ŷ 表示特定要素类的预测情感类别。 

4. 实验 

本文将融合自注意力机制下的要素类特征的门控卷积神经网络模型先后应用在要素类提取和要素类

情感分类任务上，首先在 keras 环境下通过结合自注意力机制的神经网络模型来确定文本的要素类及要素

类的向量表示，然后在 pytorch 环境下运行带要素类嵌入的门控卷积神经网络模型来确定文本在某一要素

类上反映出的情感极性。本文采用 word2vec 预训练的 300 维词向量对文本输入进行初始化，对词典中未

出现的词则采用均匀分布 ( )0.25,0.25U − 进行随机初始化。 

4.1. 实验数据 

本文实验采用的英文数据来自于 SemEvalABSA 任务下的 2014 年至 2016 年的 restaurant 评论下的训

练集和带标注的测试集，以 XML 格式标记。每条评论都包含一系列的要素类和要素类相关的情感极性，

<text>对应句子的文本内容、<aspectCategory>或是<Opinion>中的 category 和 polarity 分别表示句子的要
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素类和在该要素类上的情感极性。所有评论一共包含 positive、neutral、negative 和 conflict 四种情感，

{restaurant, food, drinks, ambience, service, price, anecdotes/miscellaneous, location}八种要素类。鉴于情感极

性为“conflict”的文本数据量过少且“conflict”这一情感极性较难识别，相关文献都不考虑这类情感，

因此本文将情感标签中的“conflict”用“neutral”替代。经过将 3 年的数据进行整理与整合，每一条评

论对应存入一个字典，字典的三个键“sentence”、“aspect”和“sentiment”分别存放评论的文本内容、

要素类和在该要素类上的情感极性。若一条评论文本中含有多个要素类，则句子中的文本内容以及不同

的要素类和对应的情感极性将被分别存放进不同的字典。 
原训练集和原测试集最终分别形成 3542 个字典和 2192 个字典，记作数据集 1 和数据集 2。出于评

估本文模型在多要素类情感分类任务上的表现的需要，本文将两份数据集中的含有多个要素类的句子提

取出来并单独存放进字典，分别创建了复杂数据集 1 和复杂数据集 2。经过整理，四份数据集的统计分

布结果如表 2 所示。在要素类提取任务中，数据集 1 和数据集 2 将分别作为训练集和测试集；在要素类

情感分类任务中，数据集 1、数据集 2 和复杂数据集 2 将分别作为训练集、验证集和测试集。 
 
Table 2. Data distribution of the datasets 
表 2. 数据集统计分布结果 

 Positive Negative Neutral 总计 

数据集 1 2173 999 370 3542 

复杂数据集 1 924 325 105 1354 

数据集 2 1378 639 175 2192 

复杂数据集 2 545 201 50 796 

 

在整合数据后，本文对评论文本进行了无词义符号替换、大写转小写、词性还原、要素类筛选等预

处理操作。即便是人工对 anecdotes和miscellaneous进行要素类标注，相关界定也很模糊，因此将含有“misc”
要素类的字典在预处理阶段从数据中剔除。考虑到去停用词不可避免地会丢失文本的部分信息，众多研

究也表明去停用词比保留停用词在情感分类任务上获得的精度更低，本文不进行去停用词的预处理操作。

此外，本文还进行了建立词典、torchtext 分词、文本数值化、文本长度补全、数据分批等操作。 

4.2. 实验参数设置 

文本中词向量的维度、要素类词向量的维度都为 300。要素类提取实验以 keras 作为实验框架，以

Adam 作为优化器，负采样样本数为 6，dropout 为 0.5，初始学习率为 0.01，训练轮数为 50 轮，批数据

大小为 256，正则项权重为 0.001。要素类情感分类实验以 pytorch 作为实验框架，以 Adam 作为优化器，

设置窗口大小为 2、3、4 的滤波器各 100 个，dropout 为 0.5，初始学习率为 0.01，训练轮数为 30 轮，批

数据大小为 256。 

4.3. 要素类提取实验结果与实验分析 

本文通过结合注意力机制的神经网络(ABAE)模型或结合自注意力机制的神经网络(SABAE)模型提

取要素类，学习要素类的词向量表示。要素类的代表性词语可以通过与该要素类经常一起出现在评论文

本中的词语来表示，因此可以通过同一词嵌入空间中的要素类的邻近词语来解释所提取的要素类向量，

从而与要素类的名称映射。例如，当代表性词主要是各种食物及与食物相关的形容词时，可以为该要素

类向量指定“food”这一要素类名称。实验的理想状态是能将提取出的 8 个要素类向量一一映射至

restaurant、food、drinks、ambience、service、price、misc 和 location 这 8 个要素类名称上。 
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将 ABAE 模型和 SABAE 模型训练所得的 8 个要素类向量，根据在词嵌入空间中余弦距离最近的前

30 个词语的词向量进行降维，分别得到如图 3 与图 4 所示的可视化结果图。与大多数研究常用的主成分

分析方法不同的是，本文采用的 t-SNE 属于非线性降维方法，首先将数据点之间的相似度转换为概率，

然后通过原始空间和嵌入空间的联合概率的 KL 散度来评估可视化效果的好坏。t-SNE 是目前效果最好的

数据降维与可视化方法之一，尤其适合不确定数据集是否有较好的可分性的情况。 
 

 
Figure 3. Visualization diagram of the representative words of the aspect cate-
gories of ABAE model 
图 3. ABAE 模型的要素类代表词可视化图 

 

 
Figure 4. Visualization diagram of the representative words of the aspect cat-
egories of SABAE model 
图 4. SABAE 模型的要素类代表词可视化图 

 

就可视化的聚类效果而言，SABAE 模型提取的要素类的代表性词语的词向量聚类效果优于 ABAE
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模型。以 SABAE 模型所在的图 4 的部分要素类及其代表词为例，色阶为 1 的代表词包括“traditional (传
统的)”、“casual (休闲的)”、“cute (可爱的)”、“attractive (有吸引力的)”、“terrific (极好的)”等形

容词和“lunch (午餐)”、“buffet (自助餐)”、“reservations (预订)”、“neighborhood (附近地区)”等名

词，对应要素类 restaurant；色阶为 2 的代表词包括 kielbasa (波兰香肠)、apples (苹果)、seafood (海鲜)、
stock (食物存货)、glaze (糖浆)、asparagus (芦笋)、dumplings (饺子)、omakase (日料——无菜单料理)等食

物的要素项词语和“poor (糟糕的)”、“awesome (好吃的)”、“awful (难吃的)”、“aesthetic (有美感

的)”、“decent (不错的)”、“artisanal (手工的)”等形容词，对应要素类 food。 
鉴于要素类提取的目标之一是识别出的要素类能符合人类用户的标准，因此对模型识别出的要素类

进行用户评估是有必要的，本文通过人工裁判来判定是否每个要素类的 TopN 代表词中的大多数都能较

一致地表示该要素类。根据 Chen 等人[24]和 He 等人[13]的实验设置，本文招募了三名人类裁判，分别对

ABAE 模型和 SABAE 模型所识别出的 8 个要素类及其代表词进行用户评估。对单个要素类而言，如果

有不少于 2 个人类裁判都认为该要素类的前 30 个代表词中的大多数都一致地表示同一个要素类，则将该

要素类标记为具有一致性的要素类。ABAE 模型的一致性要素类的用户评估数量为 4，SABAE 模型的一

致性要素类的用户评估数量为 6。 
对于被裁定为一致性要素类来说，人类裁判同样需要对一致性要素类的代表词进行评估，如果有不

少于 2 个人类裁判都认为该代表词与要素类是有关联的，则将该代表词标记为准确的代表词。在不同的

N 值下，本文分别统计了 ABAE 模型和 SABAE 模型中的各个一致性要素类的代表词的准确比例，然后

联合所有一致性要素类，计算代表词的平均准确率。图 5 显示了 ABAE 模型及 SABAE 模型，在 N 值分

别为 10、30 和 50 时，代表词的平均准确率。由图可知，无论代表词的数量为多少，SABAE 模型的代表

词的平均准确率均高于 ABAE 模型。 
 

 
Figure 5. Average accuracy of representative words based on user evaluation 
图 5. 基于用户评估的代表词平均准确率 

4.4. 要素类情感分类实验结果 

要素类情感分类采用准确率(accuracy)作为评价指标，准确率越高说明模型的分类精度越高。 
消融实验是深度学习常用的一种控制变量实验，即通过单变量控制来验证某个条件或参数的改变对

模型的实验结果的影响，最早出现在 Faster R-CNN 模型[25]的对比实验中。由于深度学习一般采用随机

初始化的方法指定模型参数，固定随机种子使得实验运行时每次产生相同的随机数从而在一定程度上降

低算法结果的随机性，因此，本文的消融实验固定了超参数和随机种子。出于了解基于上下文优化后的
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要素类嵌入是否能提高要素类情感分类精度的目的，将本文提出的融合自注意力机制下的要素类特征的

门控卷积神经网络模型与以下两种方法在 Restaurant 数据集上进行实验。 
实验 1：GCAE 模型。尽管要素类词向量和文本词向量都由 word2vec 预训练的词向量进行初始化，

但无论是在单要素类文本数据集上还是多要素类文本数据集上，其分类精度都优于将要素类词向量连接

到文本词向量上的结合注意力机制的 LSTM (ATAE-LSTM)模型、标准的卷积神经网络(CNN)模型与不含

要素类嵌入的门控卷机神经网络(GCN)模型[2]。 
实验 2：GCAE_ATT 模型。输入门控卷积神经网络模型的要素类向量和文本词向量由结合注意力机

制的神经网络模型提取出的要素类嵌入矩阵和优化后的文本词向量进行初始化。 
实验 3：GCAE_SelfATT 模型。输入门控卷积神经网络模型的要素类向量和文本词向量由结合自注

意力机制的神经网络模型提取出的要素类嵌入矩阵和优化后的文本词向量进行初始化。 
表 3 展示了消融实验的结果，即 3 个模型分别在验证集和测试集上获得的分类准确率和耗费的训练

时间。其中，验证集的数据即含有单个要素类及其情感极性的简单句子，也包含由多个要素类及其情感

极性组成的复杂句子；测试集的数据则全部由复杂句子构成。 
 
Table 3. Accuracy and training time of aspect category sentiment classification under the ablation experiment 
表 3. 消融实验下的要素类情感分类准确率与训练时间 

模型名称 验证集分类准确率 测试集分类准确率 训练时间 

GCAE 79.4708% 81.1558% 569.0483s 

GCAE_ATT 80.8850% 83.4171% 598.7766s 

GCAE_SelfATT 82.2080% 85.0503% 581.7217s 

提升幅度 2.74% 3.89% / 

 

实验结果说明，GCAE_SelfATT 模型在验证集和测试集上的分类精度均最高，其次是 GCAE_ATT
模型，最后是 GCAE 模型。要素类情感分类的精度高低与对应的要素类提取模型得到的代表词可视化聚

类效果呈现正相关，也就是说要素类代表词的聚类效果越好，则将优化后的要素类向量和文本词向量对

GCAE 模型的输入进行初始化，得到的要素类情感分类精度越高。 

5. 总结 

针对要素类情感分类任务中，大多数方法没有对要素类信息和情感信息进行有效的结合，本文构建

了融合自注意力机制下的要素类特征的门控卷积神经网络模型，通过引入自注意力机制获得基于上下文

优化后的要素类向量表示，然后将优化后的要素类向量和文本词向量通过门控卷积神经网络模型进行训

练，从而进行特性融合。当给出文本中不同的主题时，该模型能够获取到文本中的不同信息。通过在

SemEval 数据集上的消融实验表明，本文提出的模型所提取的要素类更一致、可解释性更强，对要素类

进行情感分类的准确率更高。 
本文以流水线的形式先实现要素类提取，再对提取的要素类进行情感极性预测，没有完全利用两个子

任务的联合信息。因此，本文的下一步研究重点是多任务学习，同步提取要素类和进行要素类的情感分类。 
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