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摘  要 

针对车辆轨迹数据来源异构、时空连续性不足以及固定规则难以刻画不同车辆正常出行规律的问题，本

文设计并实现一套基于多源数据融合与个性化时空基线的车辆异常轨迹检测与风险预警平台。平台以车

辆GPS定位、道路卡口识别以及停车场出入口记录等多源轨迹数据为基础，通过坐标标准化、时间对齐、

插值补全和卡尔曼滤波完成异构轨迹融合；进一步提取停留区域、常驻区域和高频路线等车辆出行特征，

并将空间位置与小时、星期周期特征联合建模，采用高斯混合模型(GMM)建立车辆历史正常出行时空基

线。在此基础上，以轨迹点在基线模型中的负对数似然作为异常分数，依据历史正常样本异常分数分布

设置阈值，并将异常程度映射为低、中、高风险及P3、P2、P1三级预警。平台采用Streamlit构建Web
交互界面，结合Folium及地图瓦片服务实现轨迹地图、异常点、热力图、风险等级分布和预警记录的可

视化展示。考虑真实车辆轨迹具有位置敏感性和业务数据安全要求，本文系统验证全部采用程序生成的

虚拟多源轨迹数据，模拟结果仅用于验证“数据生成–轨迹融合–基线建模–异常检测–风险预警–可

视化展示”的端到端流程，不用于表征真实业务场景下的检测精度。系统运行表明，所设计平台能够完

成从多源轨迹处理到分级预警输出的完整功能闭环，可为车辆异常轨迹分析、风险研判及相关教学科研

和原型系统构建提供工程化参考。 
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Abstract 
To address the heterogeneity of vehicle trajectory data sources, insufficient spatiotemporal continu-
ity, and the limited ability of fixed-rule methods to characterize the normal travel patterns of differ-
ent vehicles, this paper designs and implements a vehicle anomalous trajectory detection and risk 
early-warning platform based on multi-source data fusion and personalized spatiotemporal base-
lines. The platform integrates multi-source trajectory data, including vehicle GPS positioning data, 
road checkpoint recognition records, and parking-lot entrance and exit records. Coordinate stand-
ardization, temporal alignment, interpolation, and Kalman filtering are applied to fuse heterogene-
ous trajectory data and construct continuous trajectories. Vehicle mobility features, such as stay re-
gions, frequently visited regions, and high-frequency routes, are then extracted. Spatial locations are 
jointly modeled with cyclic hour-of-day and day-of-week features, and a Gaussian Mixture Model 
(GMM) is employed to establish a personalized spatiotemporal baseline of historical normal travel 
behavior. The negative log-likelihood of each trajectory point under the baseline model is used as 
the anomaly score, and the anomaly threshold is determined according to the distribution of anom-
aly scores derived from historical normal samples. The degree of anomaly is further mapped to low-, 
medium-, and high-risk levels and to P3, P2, and P1 warning levels. A Streamlit-based Web interface, 
together with Folium and map tile services, is used to visualize vehicle trajectories, anomalous points, 
heat maps, risk-level distributions, and warning records. Considering the sensitivity of real vehicle 
location data and the security requirements of operational data, all system validation in this study is 
conducted using programmatically generated synthetic multi-source trajectory data. The simulation 
results are intended only to verify the end-to-end workflow of data generation, trajectory fusion, 
baseline modeling, anomaly detection, risk early warning, and visualization, rather than to represent 
detection accuracy in real-world operational scenarios. The system results demonstrate that the pro-
posed platform can implement a complete functional workflow from multi-source trajectory pro-
cessing to hierarchical warning output, providing an engineering reference for vehicle anomalous 
trajectory analysis, risk assessment, related teaching and research, and prototype system develop-
ment. 
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1. 引言 

近年来，针对车辆轨迹异常检测问题，研究者开始从车辆运行过程中的多层次时空依赖关系出发，

对异常轨迹进行建模与识别[1]-[3]。随着车辆定位终端、道路卡口、停车场与住宅区出入口等感知设备逐

步形成连续的数据记录链路，车辆运行轨迹已成为时空行为分析与风险研判的重要数据基础。实际应用
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中，同一车辆的轨迹信息往往来自不同采样频率、不同记录方式和不同空间精度的数据源，单一来源数

据易受到采样稀疏、定位噪声、记录缺失等因素影响，难以直接形成稳定、连续且可用于建模的轨迹序

列。因此，如何将多源异构轨迹进行统一表达、连续化处理，并在此基础上识别相对于历史正常模式的

异常偏离，是车辆轨迹分析平台需要解决的核心问题。 
已有研究通过地图匹配与轨迹聚类提取车辆常见路径模式，并依据轨迹与正常路径之间的偏离程度

进行异常识别[4]。同时，已有警务数据可视化与建模平台研究表明，将数据预处理、模型分析和交互式

可视化整合到统一平台，可降低多源数据分析链路的使用门槛，并增强结果的可解释性和可复现性。本

文延续此前“数据处理–分析建模–交互可视化展示”的工程化设计思路[5]，将研究对象聚焦到车辆时

空轨迹，以多源轨迹融合和车辆级历史行为基线为主线，构建异常检测与分级风险预警流程。与依赖固

定时间、固定区域或单一距离阈值的规则方法相比，本文方法首先利用车辆历史正常轨迹学习其常见空

间位置和时间周期分布，再根据新轨迹点对历史模式的偏离程度计算异常分数，从而形成面向车辆个体

历史行为的相对异常判定。 
本文工作的主要内容包括：1) 设计面向车辆 GPS 定位、道路卡口及住宅区或停车场出入口记录的多

源数据融合流程，形成事件级融合结果和连续轨迹级融合结果；2) 构建包含空间位置、小时周期和星期

周期特征的 GMM 时空基线模型，以负对数似然描述轨迹点对车辆历史模式的偏离程度；3) 建立“异常

分数–风险等级-P1/P2/P3 预警”的分级风险映射机制；4) 基于 Streamlit 和 Folium 实现总览驾驶舱、轨

迹地图、建模分析、预警中心和数据明细等平台功能，形成从数据处理到预警展示的闭环。需要说明的

是，本文数据均由程序模拟生成，研究重点是方法流程和平台实现，而不是对真实车辆环境中的模型精

度进行统计推断。 

2. 需求分析与总体设计 

2.1. 业务需求与功能划分 

车辆异常轨迹分析需要同时覆盖轨迹接入、轨迹融合、规律建模、异常识别、风险解释和可视化呈

现等环节。为保证分析链路完整，平台划分为数据接入、多源融合、特征分析、基线建模、异常检测与风

险预警、可视化展示六类功能模块。数据接入模块负责形成不同来源的轨迹事件；融合模块负责统一坐

标字段与时间轴；特征分析模块从连续轨迹中提取停留区域、常驻区域和高频路线；基线建模模块学习

车辆历史正常时空分布；异常检测与预警模块输出异常分数和风险等级；可视化模块负责地图、图表、

表格和数据导出。 

2.2. 平台总体架构 

平台采用“算法业务模块 + 可视化展示平台”的轻量化分层架构。算法层负责模拟数据生成、轨迹

融合、特征提取、GMM 建模、异常检测和分级预警；展示层负责参数配置、结果装配、地图渲染、图表

展示和数据导出。算法与展示解耦后，同一组结果对象可以在不同界面组件中复用，同时便于后续将模

拟数据接口替换为真实业务数据接口(见图 1)。 

2.3. 多源轨迹数据及虚拟数据说明 

车辆轨迹重建通常需要综合不同来源的车辆时空数据，以提高轨迹信息的连续性和完整性[6]。系

统采用 GPS 定位、道路卡口及停车场/住宅区出入口等多源车辆轨迹数据(见表 1)，并通过统一时间戳、

车辆标识、经纬度、数据来源和事件类型等字段进行规范化处理，形成可用于轨迹融合与后续分析的

统一事件结构。 
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Figure 1. Overall workflow of the vehicle trajectory anomaly detection and risk early warning platform 
图 1. 车辆异常轨迹检测与风险预警平台总体流程 
 
Table 1. Composition and roles of multi-source vehicle trajectory data 
表 1. 多源车辆轨迹数据构成及作用 

数据来源 车辆场景语义 主要字段/特征 在平台中的作用 

GPS 定位 高频车辆位置上报 车辆 ID、时间、经纬度、速度 构成连续轨迹主体 

道路卡口 车辆通过道路摄像头或 
卡口的识别记录 

时间、卡口位置、 
车辆 ID、事件来源 

补充关键道路节点与高

可信事件 

停车场/住宅区 
出入口 车辆进出受控区域的记录 时间、出入口位置、 

车辆 ID、进出类型 
补充驻留起止与区域访

问事件 

 
考虑真实车辆轨迹可能包含敏感位置、重点区域访问规律和业务系统标识等信息，本文不直接接入

真实车辆业务数据，而采用程序生成的虚拟多源轨迹数据进行原型验证。模拟数据按照预设的日常出行

模式构造常驻位置、通勤路径和周期活动，并叠加随机定位噪声；实时测试阶段再在指定时段和指定区

域注入偏离日常模式的异常轨迹。由此产生的异常点数量、异常比例和预警数量均受模拟规则及参数设

置影响，仅用于验证系统流程是否能够正确执行和展示，不应解释为真实场景中的检测率、误报率或风

险发生概率。 

3. 车辆异常轨迹检测与风险预警方法 

3.1. 多源异构轨迹数据融合 

平台首先对不同来源的坐标字段进行标准化，将 GPS、卡口及出入口记录统一为经纬度表达。随

后按时间合并各类事件，形成保留原始事件来源的事件级融合表。为满足后续连续轨迹分析需求，系

统按照统一时间间隔对事件序列进行重采样，对缺失位置进行插值补全，并采用卡尔曼滤波降低随机
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定位噪声，最终形成轨迹级融合结果。事件级结果用于追溯原始来源，轨迹级结果用于特征提取和模

型训练。 
在融合过程中，不同来源事件可配置不同置信度。设置 GPS、道路卡口和出入口记录分别采用 0.80、

0.95 和 0.99 的基础置信度，用于体现结构化固定点事件相较于普通 GPS 位置点具有更高的空间确定性。

该设定属于原型规则参数，真实部署时应根据设备精度、数据质量和业务系统可靠性重新标定。 

3.2. 车辆行为特征提取 

融合轨迹形成后，平台提取停留区域、常驻区域和高频路线等行为特征。停留点检测采用空间距离

阈值和持续时间阈值联合判定：若车辆在给定半径内持续停留时间超过阈值，则将该连续片段聚合为停

留事件。实现默认距离阈值为 80 m、持续时间阈值为 300 s。车辆场景中，这类停留区域可解释为常驻停

车区域、单位或住宅区驻留点、临时长时停车点等。 
常驻区域识别采用 DBSCAN 模型对融合轨迹进行空间聚类，以发现车辆长期反复出现的空间区域；

高频路线则根据通勤时间段和轨迹点重复出现情况抽取常见移动路径[7]。 

3.3. GMM 时空行为基线建模 

高斯混合模型(Gaussian Mixture Model, GMM)是一种利用多个高斯分布加权组合描述复杂数据分布

的概率模型，适合刻画车辆在多个常驻区域和不同时段下形成的多模态时空活动规律。 
车辆的正常运行规律不仅表现为空间位置分布，也具有明显的时间周期性。若直接使用小时数和星

期数作为线性特征，会造成 23:59 与 00:01 在数值上相距较远而在实际周期上相邻的问题。因此，平台将

日周期和周周期映射为正余弦特征，并与轨迹经纬度共同构成 GMM 输入。设轨迹点 i 的时空特征向量

为： 

  ( ) ( ) ( ) ( ), , sin 2 24 , cos 2 24 , sin 2 7 , cos 2 7i i i i i i ix lat lon t t d dπ π π π =     (1) 

其中， ilat 和 ilon 分别为轨迹点的纬度和经度， it 表示一天内的时间位置， id 表示星期位置。特征标准化

后输入高斯混合模型。GMM 通过多个高斯分量刻画车辆在不同时间段和不同常驻区域的联合概率分布

[8]，其概率密度可表示为： 

 ( ) ( )1 ,K
k k kkp x N xπ µ

=
= ⋅ ∑∑   (2) 

其中，K 为混合成分数， kπ 为第 k 个高斯分量权重， kµ 和 k∑ 分别为其均值向量与协方差矩阵。系统默

认 GMM 成分数为 4，并根据样本规模限制最大有效成分数，以避免小样本情况下模型过度复杂。 
对于 GMM 成分数 K，本文将 K = 4 作为原型系统的默认工程配置，不将其视为适用于所有数据分布

的固定最优值。实际部署时可在候选 K 范围内利用贝叶斯信息准则(Bayesian Information Criterion, BIC)进
行辅助筛选，并结合独立验证数据上的误报水平、检测稳定性和模型复杂度确定最终参数。 

3.4. 异常分数与阈值判定 

完成历史正常轨迹建模后，系统使用 GMM 对新轨迹点进行概率密度估计。若轨迹点出现在历史模

型的高概率区域，则其行为与车辆既有规律较一致；若位于低概率区域，则表示其时间或空间位置偏离

历史模式。本文采用轨迹点负对数似然作为异常分数： 

 ( ) ( )logS x p x θ= −   (3) 

其中，θ 表示 GMM 参数。异常分数越大，表示该轨迹点相对于历史正常行为基线的概率越低。平台以

历史正常轨迹异常分数的 95%分位数作为基础异常阈值 T。当新轨迹点分数超过 T 时，将其视为异常候
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选。该阈值属于统计型基线阈值，目的是使模型能够根据不同车辆自身历史分布进行相对判定，而不是

使用固定空间半径或统一速度阈值。 
异常阈值百分位同样属于需要校准的模型参数。原型系统采用 95%分位数以保持较高异常敏感性；

在实际应用中，可根据独立验证数据、可接受的误报水平以及业务预警成本调整百分位，使异常检出与

误报控制之间取得平衡。 

3.5. 分级风险预警机制 

为了将连续异常分数转换为更易理解的业务预警信息，平台在基础阈值 T 之上构建四级风险映射(见表

2)。规则为：R(x) = 正常，S ≤ T；低风险，T < S ≤ 1.2 T；中风险，1.2 T < S ≤ 1.5 T；高风险，S > 1.5 T。 
风险等级进一步映射为 P3、P2 和 P1 预警。除异常分数外，系统还根据发生时段、与常驻区域的距

离以及是否命中预设模拟异常区域生成触发原因，用于增强预警结果的解释性。系统还支持连续异常片

段识别，当多个相邻轨迹点持续超过阈值时，可聚合为连续异常时段，避免仅从单点角度理解风险。 
 
Table 2. Mapping of anomaly scores, risk levels, and warning levels 
表 2. 异常分数、风险等级与预警级别映射 

风险等级 分数区间 预警级别 原型处置建议 

正常 S ≤ T — 正常记录 

低风险 T < S ≤ 1.2 T P3 记录日志，持续关注 

中风险 1.2 T < S ≤ 1.5 T P2 推送值班人员，人工核实 

高风险 S > 1.5 T P1 立即上报，启动处置流程 

 
本文风险等级主要依据轨迹异常分数进行规则映射，其目标是验证“异常检测–风险分级–预警输

出”的完整处理链路，而不将异常分数直接解释为真实业务风险概率。实际应用中的风险等级还可能受

到天气、节假日、区域功能属性、时段敏感性以及历史处置结果等上下文因素影响。因此，可在当前 GMM
异常检测结果基础上进一步构建独立的风险评估层，将异常分数与上下文特征联合输入逻辑回归、决策

树等可解释模型，学习从异常状态到业务风险等级的映射。该方法需要具有可靠风险标签的历史数据进

行训练和验证。由于本文采用程序生成的虚拟轨迹，缺乏来源于真实业务处置结果的风险等级标签，若

直接依据人工规则生成标签并训练监督分类模型，其结果主要反映对预设规则的拟合能力，难以代表真

实业务风险识别性能，因此本文暂不进一步训练监督式风险分类模型。 

4. 平台实现与可视化集成 

4.1. 算法模块与展示模块解耦 

平台将核心算法与界面展示分离。算法模块统一输出 GPS 数据、卡口数据、出入口数据、事件级融

合结果、轨迹级融合结果、停留区域、常驻区域、实时轨迹、异常检测明细、预警记录、风险统计及运行

参数等对象；展示模块只负责读取这些结果并形成页面组件。该设计避免界面层再次生成独立数据，保

证地图、图表、表格和指标卡片使用同一组算法输出。 

4.2. Web 交互与地图可视化 

平台前端采用 Streamlit 构建浏览器端交互界面，主要包含总览驾驶舱(图 2)、轨迹地图(图 3)、建模

分析(图 4)、预警中心(图 5)、数据明细(图 6)和模块设置等页面。总览驾驶舱展示事件级融合点数、轨迹
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级融合点数、实时轨迹点数、异常点数、预警条数、风险等级分布和异常分数时间轴；轨迹地图叠加历

史轨迹、实时轨迹、异常点、常驻区域和热力图；建模分析页面展示停留区域、聚类结果和异常检测明

细；预警中心支持按 P1/P2/P3 查看与导出预警记录。 
地图显示层基于 Folium 和地图瓦片服务实现，同时提供 WGS84 到 GCJ-02、WGS84 到 BD-09 的坐

标转换，以适配不同互联网地图底图。坐标转换仅发生于展示层，不改变算法层的原始轨迹坐标，从而

将模型计算与地图显示逻辑分离。 
 

 
Figure 2. Overview dashboard 
图 2. 总览驾驶舱 

 

 
Figure 3. Trajectory map 
图 3. 轨迹地图 
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Figure 4. Modeling analysis 
图 4. 建模分析 

 

 
Figure 5. Warning center 
图 5. 预警中心 

4.3. 参数配置与结果追溯 

平台允许配置历史学习天数、GPS 采样频率、GMM 成分数、异常发生时间、异常持续时间以及模拟

异常区域位置等参数。所有原始多源数据、融合轨迹、异常检测结果和预警记录均可表格查看并导出 CSV，

为模型调试、教学实验和结果复核提供数据基础。 
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Figure 6. Data details 
图 6. 数据明细 

5. 系统验证与应用分析 

5.1. 模拟场景与参数设置 

已有研究利用生成式方法构造车辆轨迹并开展异常检测验证[9]。本文采用固定随机种子生成可重复

的虚拟轨迹。实验主要参数见表 3，默认历史学习周期为 7 天，GPS 采样间隔为 60 s，GMM 成分数为 4；
历史轨迹按照预设的日常驻留位置、通勤路线和周期活动生成，并叠加随机位置噪声。完成历史基线训

练后，系统生成一段实时测试轨迹，并在凌晨 2:00 附近持续 45 min 注入远离日常常驻区域的模拟异常轨

迹。实时轨迹按 5 min 间隔构造，用于观察异常分数、风险等级和预警记录的变化。 
 
Table 3. Main experimental parameters 
表 3. 实验主要参数 

参数 默认值 用途说明 

历史学习天数 7 天 构造车辆历史正常轨迹基线 

GPS 采样频率 60 s 生成高频历史位置点 

GMM 成分数 4 描述多模态时空活动分布 

异常阈值 历史异常分数 95%分位数 形成相对异常判定基线 

异常开始时间 02:00 构造凌晨异常场景 

异常持续时间 45 min 形成连续异常片段 

实时轨迹采样 5 min 生成测试轨迹 

5.2. 异常检测流程验证 

运行流程中，系统首先使用历史融合轨迹训练 GMM 并计算历史样本异常分数分布，再以 95%分位

数形成阈值。随后将实时轨迹输入同一模型，逐点计算异常分数和风险等级。对于仍位于历史高概率区
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域内的轨迹点，其分数通常处于阈值以内；当轨迹进入模拟的非日常区域后，空间位置与历史常驻模式

显著偏离，同时异常发生在凌晨时段，因此异常分数上升并触发低、中或高风险标记。若连续多个点被

判定为异常，系统将其识别为连续异常时段。 
需要强调的是，上述现象来自预设规则与模拟轨迹共同作用。由于异常区域位置、持续时间和历史

行为模式均由程序事先构造，系统在模拟案例中出现异常峰值是预期的功能性结果，其意义在于验证数

据流、模型计算、阈值判定和风险分级能否按设计协同工作，而不能据此推导模型在真实道路环境中的

召回率、精确率或泛化能力。 

5.3. 分级预警与可视化结果 

异常点被识别后，预警模块仅对异常记录生成预警表。预警信息包括预警时间、车辆标识、风险等

级、预警级别、异常分数、触发原因、处置建议和位置坐标等字段。若轨迹点距离模拟异常区域中心小

于 150 m，系统标记为“命中模拟异常区域”；距离小于 500 m 时标记为“接近模拟异常区域”。同时，

若异常发生在 0:00~6:00，或距离历史常驻区域较远，则在触发原因中增加相应解释。 
可视化层通过风险等级柱状图展示不同风险数量，通过异常分数时间轴呈现异常分数随时间变化，

通过地图同时展示历史轨迹、实时轨迹、异常点、常驻区域和热力分布，并在预警中心展示 P1、P2、P3
数量及预警明细。由此形成从“异常发现”到“风险解释”再到“地图定位”的结果闭环。 

5.4. 参数敏感性与消融实验 

5.4.1. 实验设置与评价指标 
为分析关键参数和不同类型特征对 GMM 异常检测结果的影响，在不改变主体数据生成与检测流程

的前提下开展参数敏感性与特征消融实验。历史训练基线仍采用 7 天、60 s 采样的同一组融合轨迹；测

试阶段保持原有“完整一天轨迹 + (02:00~02:45)远离常驻区域异常注入”的设置，并采用 20 组不同随机

扰动的测试轨迹进行重复评价。每个测试点依据程序注入标记形成模拟真实标签，并逐点计算 Precision、
Recall、F1、假阳性率(FPR)。需要说明的是，这些指标仅用于受控虚拟数据条件下比较参数和特征配置

的相对变化，不代表真实道路环境中的实际检测精度。 

5.4.2. 关键参数敏感性分析 
 
Table 4. Sensitivity analysis results for the number of GMM components K (Threshold = 95%) 
表 4. GMM 成分数 K 敏感性实验结果(阈值为 95%) 

K Precision Recall F1 FPR 

2 0.3422 1.0000 0.5090 0.0629 

3 0.3509 1.0000 0.5185 0.0606 

4 0.2565 1.0000 0.4079 0.0943 

5 0.1974 1.0000 0.3296 0.1317 

6 0.1230 1.0000 0.2190 0.2315 

7 0.1699 1.0000 0.2902 0.1584 

8 0.7538 1.0000 0.8568 0.0111 

 
首先考察 GMM 成分数 K 的影响。固定异常阈值规则为历史正常样本异常分数的 95%分位数，令 K

在 2~8 之间变化，其余训练数据、测试轨迹与模型设置保持一致。结果见表 4。当前模拟异常与正常轨迹
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在异常分数排序上分离较明显，因此各 K 下 Recall 均为 1，差异主要体现在 Precision、F1 和 FPR。不同

K 的结果呈非单调变化，说明成分数会改变 GMM 对多模态时空分布的划分方式。本文仍保留 K = 4 作

为原型默认配置，以保持与前述平台实验一致，但不将其解释为普适最优值；实际应用可结合 BIC 与独

立验证指标进行自适应选择。 
进一步固定 K = 4，将异常阈值百分位分别设置为 90%、92.5%、95%、97.5%和 99%。结果见表 5。

随着阈值百分位提高，模型判定趋于保守，FPR 由 0.1815 持续下降至 0.0206，Precision 和 F1 相应提高；

在当前强异常模拟条件下，各候选阈值的 Recall 均保持为 1。该结果表明阈值主要影响误报水平和预警

输出规模。95%分位数能够保持较高异常敏感性，因此继续作为原型平台默认值；但在真实应用中应根据

验证数据和业务可接受误报水平进行校准，而不应将 95%视为固定最优阈值。 
 
Table 5. Sensitivity analysis results for the Anomaly-Threshold percentile (K = 4) 
表 5. 异常阈值百分位敏感性实验结果(K = 4) 

阈值百分位/% Precision Recall F1 FPR 

90 0.1516 1.0000 0.2631 0.1815 

92.5 0.1858 1.0000 0.3132 0.1423 

95 0.2565 1.0000 0.4079 0.0943 

97.5 0.3791 1.0000 0.5488 0.0536 

99 0.6135 1.0000 0.7595 0.0206 

5.4.3. 特征消融实验 
为量化空间特征和时间周期特征的贡献，在原始 GMM 模型上进行三组特征消融，除输入特征外其

余条件全部保持一致：K 固定为 4，各模型均采用自身历史正常异常分数的 95%分位数作为阈值，并使

用完全相同的训练轨迹和测试轨迹。仅空间模型使用经纬度二维特征，仅时间模型使用小时和星期的正

余弦周期特征，时空联合模型使用原始 6 维特征，结果见表 6。 
 
Table 6. GMM feature ablation results (K = 4, 95th-percentile threshold) 
表 6. GMM 特征消融实验结果(K = 4，95%分位数阈值) 

特征组合 Precision Recall F1 FPR 

仅空间特征 0.2078 1.0000 0.3436 0.1244 

仅时间特征 0.1800 1.0000 0.3051 0.1470 

时空联合特征 0.2565 1.0000 0.4079 0.0943 

 
三组模型在当前模拟强异常条件下均实现了 1 的 Recall，但时空联合模型的 Precision 为 0.2565、F1

为 0.4079、FPR 为 0.0943，均优于仅空间和仅时间配置。与仅空间模型相比，时空联合模型的 FPR 降低

约 3.01 个百分点；与仅时间模型相比降低约 5.27 个百分点。说明空间位置是识别远距离轨迹偏离的重要

基础，而时间周期特征与空间特征联合建模后能够进一步减少正常点误报，提高综合判别结果。由于本

文测试异常具有较明显的空间偏离，三组模型的 Recall 均达到饱和，因此本节更关注 Precision、F1 和 FPR
的相对变化。 

6. 讨论与改进方向 

数据方面，当前平台采用程序生成的虚拟轨迹，优点是能够控制异常发生时间、位置和持续时长，
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并避免真实车辆位置数据带来的隐私和业务安全风险，但模拟数据的行为复杂度明显低于真实道路环境。

真实车辆可能受到交通拥堵、临时绕行、定位漂移、设备离线、驾驶人变化和节假日活动等多种因素影

响。后续若具备合规数据条件，应建立匿名化车辆标识体系，在完成脱敏、访问控制、日志审计和网络

隔离的前提下接入真实轨迹，并采用时间切分和跨车辆测试评价模型泛化能力。 
方法方面，GMM 具有训练速度快、参数量小和结果可解释等优势，适合作为轻量化基线模型，但其

主要刻画轨迹点的时空概率分布，对轨迹顺序、运动节奏和长距离路径结构的表达能力有限。后续可在

保留 GMM 点异常能力的基础上，引入轨迹相似度、速度与加速度异常、LSTM 自编码器或 Transformer
时序模型，形成“点异常 + 序列异常 + 路径异常”的综合风险评分。 

风险评估方面，当前 P1/P2/P3 分级采用基于异常阈值倍数的规则映射，适用于实验演示和流程验证。

该机制具有实现简单和输出可解释的特点，但尚未充分利用天气、节假日、区域功能属性等外部上下文

信息。后续在获得具有真实处置结果和风险等级标签的数据后，可将 GMM 输出的异常分数作为基础特

征，并融合时段、区域属性、天气及历史核验结果等信息，采用逻辑回归、决策树等可解释监督模型学

习风险等级映射，从而使风险评估由固定规则逐步转向数据驱动的自适应机制。 
平台方面，当前实现支持单车辆分析和 CSV 文件格式的结果导出，后续可扩展多车辆批处理、轨迹

相似度检索、实时流式数据接入、用户权限管理与闭环处置、自动报告生成等功能，并进一步增强多图

联动和时间轴回放能力。 

7. 结论 

本文围绕车辆异常轨迹检测与风险预警需求，设计并实现了一套基于多源轨迹数据融合和 GMM 时

空行为基线的可视化平台。平台将车辆 GPS、道路卡口及出入口记录统一到同一时间与空间表达，通过

插值和卡尔曼滤波形成连续轨迹；在此基础上提取停留区域、常驻区域和高频路线等特征，并利用空间

位置、小时周期和星期周期特征构建车辆历史正常行为 GMM 基线，以负对数似然计算轨迹异常分数，

再依据历史分位数阈值和分数区间生成 P3、P2、P1 分级预警。Streamlit 与 Folium 实现了轨迹、异常分

数、风险等级和预警记录的交互式可视化。 
本文实验全部使用程序生成的虚拟多源轨迹数据，论文结论限定在方法流程和系统功能层面：模拟

案例验证了“数据生成–融合–建模–检测–预警–展示”链路的完整性与可执行性，但不对真实车辆

环境下的检测精度、误报水平或业务处置效果作出结论。后续研究将以合规、脱敏的真实数据为基础，

围绕多车辆泛化、序列异常建模、阈值校准及业务闭环反馈开展进一步验证。 
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