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摘  要 

现代药物的研发存在着周期长、成本大、传统的高通量筛选成功率低等诸多问题。为了快速找到高效低

毒靶向药物(抗肿瘤微管抑制剂)的候选物，本文从人工智能、计算化学两方面来综合论述虚拟筛选的方

法。该计算管线以生物活性数据库为基础，用机器学习分类预测模型建立基于配体的预测体系，并采用

SHAP归因分析破解算法“黑箱”方式来解释结果，给药物微观构效关系赋予了直观的物理指引。其次使

用核心药效团模型和SMARTS规则对千万级的商业化化合物库做骨架硬编码筛选，可以快速缩减化学空

间。接着利用基于受体的半柔性三维分子对接技术来确定候选小分子和受体蛋白空腔的构象契合程度以

及结合自由能。最终使用无监督结构聚类技术来规避结构风险，同时配合ADMET早期预测，从中筛选出

有较高靶点亲和力以及较好的临床转化前景的先导化合物。这样一种漏斗式高效的集成计算管线，很好

地克服了传统研发的盲目性，给精准药物设计提供了一个可靠的数字化闭环方案。 
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Abstract 
Current problems in the development of new drugs include a long cycle, high cost and a low success 
rate for traditional high-throughput screening. To accelerate the discovery of candidates for high-
efficiency and low-toxicity targeted drugs (anti-tumor microtubule inhibitors), this paper intro-
duces a multi-dimensional virtual screening strategy based on artificial intelligence and computa-
tional chemistry. First, the computational pipeline builds ligand-based machine learning classifica-
tion models using bioactivity databases, and then applies SHAP attribution analysis to interpret the 
“black box” of the algorithm and provide intuitive physical guidance for microscopic structure-ac-
tivity relationships. Second, it uses core pharmacophore models and SMARTS rules to perform hard-
coded scaffold filtering on commercial compound libraries containing tens of millions of compounds 
and achieve a rapid reduction of chemical space. Next, receptor-based semi-flexible three-dimen-
sional molecular docking technology is employed to determine the degree of conformational fit be-
tween candidate small molecules and the receptor protein cavity and calculate the binding free en-
ergy. Finally, unsupervised structural clustering technology is employed to mitigate structural risks; 
in conjunction with early ADMET prediction, high-affinity target-binding lead compounds with good 
clinical translation potential are carefully selected. This high-efficiency funnel-shaped integrated 
computational pipeline can effectively solve the problem of blindness in traditional R&D and pro-
vide a reliable digital closed-loop solution for precision drug design. 
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1. 引言 

现代临床肿瘤学及重大疾病治疗领域，寻找高效低毒的靶向药物一直为医学界所追求[1]。抗肿瘤微

管阻滞剂虽然在化疗中占主导地位，但是由于其引起的系统性毒性和易引发多药耐药性的特点，给临床

治疗带来了很大的困扰[2]。为了克服以上缺点，研究人员把目光投向了秋水仙碱结合位点等一些蛋白靶

点区域[3]，该类抑制剂因为具有独特的破坏微管聚合机制，可以避开耐药泵的识别并且减少不良生理反

应的发生，因此是很有发展前景的新型药物研发方向[4]。 
但是传统的药物研发方式很困难。从早期的靶点确定、高通量物理筛选到先导化合物的优化以及临

床试验，一般新药诞生要耗时十年以上并用掉大量资金，成功率很低[5]。传统的高通量筛选依靠在巨大

的化学库上做盲目的试验，研究人员在无尽的化学参数和结构空间里迷路了[6]。伴随着人工智能、计算

化学的迅猛发展，药物发现范式也发生着改变[7]。目前，以配体为基础的机器学习活性预测[8]、根据特

定药效团进行骨架硬编码过滤、基于受体的三维分子对接三者相串联，形成了一个多维度、逐级推进的

虚拟筛选线路，已经成为加快新型靶向抑制剂发现、削减研发成本的主导前沿手段[9]。 

2. 基于配体的药物设计：数据驱动与算法预测 

根据配体来设计虚拟筛选(LBVS)，LBVS 并不需要考虑目标蛋白的三维结构，它依靠已经知道的活
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性分子的构效关系(SAR)来训练算法，从而预测未知化合物的生物活性[10]。 

2.1. 数据库挖掘与数据标准化 

机器学习模型的上限是由数据质量来决定的。研究流程的起点一般是从 BindingDB [11]、ChEMBL 
[12]这些大的公共生物活性知识库里做大量的数据搜索。此阶段研究者会得到有关特定靶点具有明显抑

制活性的大量小分子信息。数据清理不可小视，它至关重要[13]。原始数据里常常包含着信息缺失，测试

类别不明或者活性标签不一致的噪声。经过严格的过滤后得到有效的数据，并对所有化合物执行统一的

化学标识符(SMILES 字符串)去重处理，从而得到精炼的化合物集[14]。为了适应二分类机器学习模型的

训练，连续的生物活性指标(IC50 或者 Ki 值)一般被转换成对数值(pIC50)，并设置一个严格的科学阈值，

把化合物明确分为“高活性”和“非活性”，这样就把复杂的生化问题转化为清晰的数学分类问题[15]。 

2.2. 分子表征与特征提取 

计算机不能直接识别化学结构式，所以要把分子的三维或者二维拓扑结构转成机器可以识别的数学

向量。扩展连通性指纹(ECFP)是目前应用最广泛的分子表征技术之一[16]。根据 Morgan 算法[17]，分子

中每一个原子以及该原子所处的一定范围内的化学环境都会被映射成一个固定的长度二进制位向量。该

种表征方式既保留了分子的核心子结构信息，又因为统一的维度尺度，不需要额外的数据标准化就可以

直接输入到树状算法模型中[18]。 

2.3. 集成学习与算法优化 

在得到高质量分子指纹之后，一般会并行训练多种先进的机器学习算法进行交叉验证来评价预测的

效果。常见的算法包括随机森林(RF) [19]、极端随机树(ET) [20]、XGB [21]以及 LGBM [22]等。以决策树

为基础的集成算法对于高维稀疏特征(分子指纹)以及化学空间中的非线性关系有较大的优势。用贝叶斯

优化等自动化调参的方法，在训练过程中使模型可以找到最佳的超参数组合，用多折交叉验证等手段防

止模型对训练集出现过度拟合的情况，从而保证模型对于未知的化学空间具有很强的泛化能力以及预测

精度[23]。 

2.4. 破解黑盒：SHAP 归因与微观构效关系 

机器学习经常受到指责是黑箱式模型，无法给出指导分子设计的直接信息。为此，现代计算流程引

入了源自博弈论的 SHAP 归因分析[24]。SHAP 可以得到分子指纹里每一个具体的结构位点对于最终模型

预测结果的边际影响[25]。将抽象的数学权重反向映射到具体的化学官能团或者分子骨架上，就可以清楚

地发现哪些结构片段(例如特定的杂环、取代基等)是产生生物活性的主要驱动力，哪些片段会导致活性的

丧失。强大的解释能力把冰冷的算法预测变成了具体的化学修饰蓝图，给合理的药物设计提供准确的物

理导航[26]。 

3. 领域知识融合：骨架硬编码与高通量空间缩减 

现代商业化合物库(ZINC 等数据库)里分子数目是成百上千万的，有的甚至多达上亿[27]。如果直接

让机器学习模型去处理整个庞大的数据库，那么计算资源就会变得非常昂贵。所以，在算法预测之前加

入人类专家的先验知识做骨架硬编码过滤，是提高效率的关键。 

3.1. 核心药效团模型的建立 

就某一个蛋白靶点空腔而言，化学家一般已有某些结构偏好方面的经验。对于微管蛋白的某些结合
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位点来说，含有一定药效团(比如磺酰胺结构)的骨架可以提高分子的代谢稳定性以及靶点亲和力，没有它

就无法达到这种目的。一个理想的候选框架一般要符合一定的空间拓扑要求，例如必须要有疏水相互作

用的芳基区域、有柔性的中心骨架和能和靶点深部的关键氨基酸残基形成紧密氢键网络的杂芳基环末端

[28]。 

3.2. SMARTS 匹配与化学维度骤降 

根据以上建立的三维药效团模型，就会将其转换成严谨的 SMARTS 字符串(用以描述分子模式的一

种语言)。利用刚性物理过滤规则把它们部署到海量化合物库中，在很短时间内就可以去掉数以百万计不

符合主要结合特征的无效分子[29]。高通量过滤操作大幅度减小了化学空间的维度，得到一个非常浓缩、

有极高成药潜力的靶向子集，并且大大减少了后面机器学习模型预测和物理分子对接所消耗的计算资源。 

4. 基于受体的确证：三维分子对接与构象探索 

机器学习、药效团过滤(基于配体的方法)主要从二维角度评价分子的潜力，但候选药物最后还要在三

维空间里同真实的蛋白靶点发生物理嵌合。因此，基于受体的分子对接是不可或缺的验证环节[30]。 

4.1. 靶点受体与配体的三维准备 

分子对接第一步就是对获得的高分辨率靶点蛋白晶体结构(一般从 PDB 数据库中获取)做精细的预处

理。包括除去结晶过程中带有的游离水分子、去掉原来共结晶的配体、加上必要的极性氢原子，准确地

分布电荷的分布状况，进而得到一个接近生理状态的蛋白结合口袋。同时需要使用力场算法对筛选出的

配体分子进行构象计算和能量最小化，得到最有利的三维结构，并给各个结构分配合适的电荷状态，以

便进行对接模拟。 

4.2. 半柔性对接与结合自由能评估 

对接计算时一般使用半柔性对接方法，即保持受体蛋白大分子骨架不变，只让小分子配体单键自由

旋转、折叠[31]。算法会先在事先确定好的靶点三维网格空间内对配体所有可能的空间姿态进行穷举，并

且求出它们和受体之间的氢键、范德华力、静电引力、疏水作用等所产生的结合自由能。采用严格的结

合能阈值来筛选出管线可以剔除那些虽然算法评分很高，但是在三维空间中存在空间位阻或者不能和重

要的氨基酸残基形成有效互作的假阳性分子。只有在受体空腔里找到最合适的构象，结合能量释放得越

多的候选分子才被选中。 

5. 成药性精选与化学空间多样化 

一个高亲和力的分子并不等于一个合格的药物。进入昂贵的湿实验阶段之前，必须从药代动力学、

系统毒性、化学多样性等各方面对候选者做最后的严格审查。 

5.1. 理化性质约束与类药性评估 

候选分子需要具备基本的类药性原则，最著名的便是 Lipinski 的“类药五原则”[32]。筛选程序对分

子的物理参数有严格要求，分子量要控制在容易被膜吸收的范围内，氢键供体和受体会限制分子的极性

和溶解度，可旋转键会影响分子的柔性和口服生物利用度，脂水分配系数(LogP)决定分子在水相和脂相

中分布。违反这些刚性界限的框架就会被无情地淘汰。 

5.2. 无监督结构聚类与骨架跳跃 

如果最终选出的分子都具有相同的骨架结构，在之后的体内动物实验中发现该骨架无法克服毒性或
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者出现专利壁垒，那么这个研发项目就会陷入灭顶之灾。为了分散这种结构坍塌的风险，用分子指纹相

似性做无监督聚类算法(Butina 聚类)代替传统聚类算法[33]。可以将大候选库分成很多个物理性质互相不

交叉的独立集合。通过对每一个截然不同的类簇中选取出代表性的核心结构，研究人员人为地增大了化

合物样本在化学空间中的分布范围，从而达到了骨架跳跃的效果，大大提高了研发管线的稳健性。 

5.3. ADMET 属性早期预测 

在计算流程的最后，先进的数字环境平台(ADMET、pkCSM 等)被用来对分子的吸收、分布、代谢、

排泄以及毒性(ADMET)进行全方位的评价[34]。这些评价指标对于判断分子在临床中存活率具有非常大

的意义。通过预测肠道吸收率(HIA)来评价口服可性；通过血脑屏障(BBB)穿透性预测来决定药物是否适

合于中枢神经系统靶点或者防止出现中枢毒性；评价分子是否是 P-糖蛋白(P-gp)的外排底物，从而判断它

是否会轻易产生耐药性。从毒理学角度来说，还要提前进行致突变危险，心血管毒性，以及急性组织毒

性等的筛查。只有那些药代动力学特征清晰、毒性最小、合成可及性最好的少数几个“天选之子”才会

进入实体实验室的合成和生物活性测试阶段。 

6. 结论与展望 

因此，现代药物研发已经完全摒弃了以前那种靠盲目试错来寻找药物的时代。巧妙地将大容量的结

构骨架过滤、基于机器学习的准确活性预测和靶点受体三维对接及成药性评价三者结合在一起，就形成

了一个漏斗式的、高度集成化的计算药物发现管线[35]。技术融合跨学科的计算方面做到高精确性、高速

度的同时，也从源头上给发现新抑制剂提供了条件。 
就目前而言，高度自动化的虚拟筛选体系会越来越完善。随着后面候选分子的体外细胞实验和体内

动物模型的真实数据不断产生，这些湿实验的结果会反过来补充到机器学习模型中进行再训练。除此之

外，借助更加深入的计算手段，比如分子动力学模拟、自由能微扰计算等，研究者可以对药物和耐药蛋

白之间对抗的过程有更动态的认识。数字孪生同实体实验交替开展起来的“设计、制造、测试、分析”

闭环，会重新绘制出抗癌靶向药物以及其它复杂的疾病治疗药物的设计图谱。 
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