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摘  要 

高光谱图像(Hyperspectral Image, HSI)富含光谱与空间信息，在农业、环境等领域应用广泛，但高维冗

余、类别不均衡和混合像元等问题使传统分类易出现混淆与误判。本文在DSNet基础上提出SE-DSNet，
通过空间–光谱特征分支与子像素解混分支联合建模空间与丰度信息，增强混合像元表达；引入SE通道

注意力自适应加权关键波段，结合Focal Loss缓解类别不平衡。在Indian Pines与Augsburg数据集上与

CNN2D、CNN3D、GRU及DSNet对比，实验表明SE-DSNet在OA、AA和Kappa上均取得较优结果，验证

了其在复杂场景下的有效性与泛化能力。 
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Abstract 
Hyperspectral images (HSIs) are rich in spectral and spatial information and are widely used in agricul-
ture, environmental monitoring, and other fields. However, problems such as high-dimensional redun-
dancy, class imbalance, and mixed pixels tend to cause confusion and mis-classification in traditional 
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classification. This paper proposes SE-DSNet based on DSNet, which jointly models spatial and abun-
dance information through a spatial-spectral feature branch and a subpixel unmixing branch to en-
hance the representation of mixed pixels. It introduces SE channel attention to adaptively weight key 
bands and combines Focal Loss to alleviate class imbalance. Experiments conducted on the Indian 
Pines and Augsburg datasets demonstrate that SE-DSNet outperforms CNN2D, CNN3D, GRU, and DSNet 
in terms of overall accuracy (OA), average accuracy (AA), and Kappa coefficient, verifying its effective-
ness and generalization capability in complex scenarios. 
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1. 绪论 

1.1. 选题研究背景与意义 

高光谱成像(HSI)具备高光谱分辨率和地物区分能力，被广泛用于农业、环境、资源及城市地物识别，

HSI 分类已成为遥感信息处理的重要方向[1]。然而，该任务仍面临多重挑战：空间分辨率限制导致混合

像元现象，边界区域光谱混叠易引发误判；波段数量多、冗余度高，加之标注成本昂贵[2]，致使训练样

本有限，模型易过拟合且泛化不足。深度学习方法(如 CNN [3]、3D-CNN [4]及 RNN/GRU/Transformer [5])
虽显著提升了分类性能，但多数仍以像素级特征建模为主，对混合像元内部结构缺乏显式描述。DSNet [6]
引入子像素解混分支，联合空间–光谱与丰度信息，在混合区域取得较好效果，但其未能区分通道重要

性，且未处理类别不均衡问题。为此，本文在 DSNet 基础上引入 SE 通道注意力机制，对关键波段自适

应加权，并采用 Focal Loss 缓解类别不平衡，通过 Indian Pines 与 Augsburg 两个典型数据集验证改进模

型在复杂场景下的分类性能。 

1.2. 国内外研究现状 

随着遥感成像技术的发展，高光谱图像分类逐渐成为遥感信息处理领域的重要研究方向。由于高光

谱数据同时包含丰富的光谱信息与空间结构信息，研究方法也经历了从传统机器学习到深度学习的发展

过程。近年来，研究重点逐渐由单一像素分类转向空间–光谱联合建模以及混合像元建模。 

1.2.1. 基于传统机器学习的高光谱分类方法 
早期方法以 SVM [7]、RF、KNN 为主，常结合 PCA 或 LDA 降维，其中 SVM 在小样本条件下表现

较好。但这些方法依赖人工设计特征，对空间上下文和复杂非线性关系利用不足，边界和混合像元区域

分类效果较差，整体性能随着数据复杂度增加而受限。 

1.2.2. 基于深度学习的高光谱分类方法 
深度学习显著提升了分类效果。2D-CNN [8]提取空间特征，3D-CNN [9] [10]联合空间–光谱建模，

但参数较多、小样本易过拟合；RNN/LSTM/GRU 建模光谱序列关系；Transformer [11]及 CNN-Transformer
结合[12]引入自注意力以增强全局建模能力，但参数量大、训练不稳定[13]，Transformer 亦被用于高光谱
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任务[14]。总体而言，深度学习方法提升了性能，但仍以像素级特征建模为主。 

1.2.3. 子像素建模与光谱解混方法 
为处理混合像元，传统解混方法(几何、统计、稀疏表示)及 NMF 被广泛采用。深度学习中，自编码器

和 DSNet [15]将解混与分类结合，但 DSNet 未对不同光谱通道的重要性进行区分，存在进一步改进空间。 

1.2.4. 损失函数优化策略 
训练策略影响模型性能，高光谱数据存在类别不均衡，交叉熵易偏向多数类。Focal Loss [16]通过降

低易分类样本损失权重，使模型更关注难分类与少数类样本，提升鲁棒性。 
综上，目前高光谱图像分类研究已经在空间–光谱联合建模、注意力机制以及子像素建模等方面取

得了较大进展，但在复杂场景下仍存在类别混叠、边界误分类以及小样本训练困难等问题[17]。因此，本

文在 DSNet 基础上引入 SE 注意力机制，并结合 Focal Loss，对模型进行改进，以进一步提升复杂场景下

的高光谱图像分类性能[18]。 

1.3. 本文研究内容 

针对高光谱图像分类中存在的混合像元、光谱冗余以及类别不平衡等问题，本文在双分支子像素引

导网络(DSNet)基础上进行了改进。主要研究内容如下： 
(1) 复现 DSNet 双分支子像素引导网络。对原始 DSNet 模型进行了复现与实验验证，该模型通过空

间–光谱特征提取分支与子像素解混分支的联合建模，在混合像元区域具有较好的分类表现，为后续改

进提供基线。 
(2) 引入 SE 注意力机制增强通道特征表达。在特征提取阶段加入 SE 通道注意力模块，通过学习通

道间依赖关系对关键波段进行自适应加权，以突出有效特征并减少冗余信息干扰。 
(3) 采用 FocalLoss 缓解类别不平衡问题。使用 FocalLoss 替代标准交叉熵损失函数，通过降低易分

类样本的权重，使模型更多关注难分类与少数类样本，提高模型在类别不均衡条件下的分类稳定性。 
(4) 实验验证与结果分析。在 IndianPines 与 Augsburg 两个典型高光谱数据集上开展对比实验与消融

实验，评估改进模块的实际效果。 
此外，本文还进行了消融实验，用于分析 SE 注意力机制与 FocalLoss 对模型性能的具体影响。 

1.4. 本文创新点 

本文在 DSNet 基础上进行针对性优化，主要创新点如下： 
(1) 引入 SE 通道注意力机制。针对原始 DSNet 未区分通道重要性的问题，在双分支网络中嵌入 SE

模块，通过通道自适应加权增强关键光谱特征。SE 模块轻量，适合高光谱小样本场景，实验表明其在玉

米、大豆等光谱相似类别上分类效果有所改善。 
(2) 采用 Focal Loss 缓解类别不平衡。针对高光谱数据类别分布不均、交叉熵易偏向多数类的问题，

以 Focal Loss 替代交叉熵损失，降低易分类样本权重，使模型更关注难分类与少数类样本，提升不均衡

条件下的分类稳定性。 
(3) 验证 SE 模块对双分支结构的改进效果。在 Indian Pines 与 Augsburg 数据集上进行对比与消融实

验，结果表明加入 SE 模块后 OA、AA 及 Kappa 均有提升，且分类结果图在边界区域和复杂场景中具有

更好的空间连续性，验证了通道注意力机制对关键光谱特征表达能力的增强作用。 

2. 数据集 

为验证模型在不同场景下的分类性能与泛化能力，选取 Indian Pines (农业场景)和 Augsburg (城市场
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景)两个公开高光谱数据集。两者在空间结构、类别分布和混合像元程度上差异显著，可综合评估模型的

光谱区分能力与空间建模能力。 

2.1. Indian Pines 数据集 

Indian Pines 数据集是高光谱图像分类领域中应用最广泛的数据集之一，如图 1 所示，由 AVIRIS 传

感器获取于美国印第安纳州农业区，影像尺寸 145 × 145 像素，包含 220 个光谱波段(波长 0.4~2.5 μm)，
去除水汽吸收波段后保留 200 个有效波段，空间分辨率 20 m。共 16 类地物(以农作物为主)，存在类别光

谱相似性高、分布严重不均衡及混合像元明显等问题，常用于验证模型在农业场景下的分类性能。 
 

 
Figure 1. Image of the Indian Pines dataset 
图 1. Indian Pines 数据集图像 
 

该数据集共包含 16 类地物类别，其类别名称及对应样本数量如表 1 所示。 
 
Table 1. Ground-Truth classes and sample numbers of Indian Pines scene 
表 1. Indian Pines 场景真值类别及其对应样本数量 

序号 类别名称(中文) 类别名称(英文) 样本数量 

1 苜蓿 Alfalfa 46 

2 免耕玉米 Corn-notill 1428 

3 少耕玉米 Corn-mintill 830 

4 玉米 Corn 237 

5 牧场草地 Grass-pasture 483 

6 乔木草地 Grass-trees 730 

7 修剪牧场草地 Grass-pasture-mowed 28 

8 风干干草 Hay-windrowed 478 

9 燕麦 Oats 20 

10 免耕大豆 Soybean-notill 972 

11 少耕大豆 Soybean-mintill 2455 

12 清耕大豆 Soybean-clean 593 
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续表 

13 小麦 Wheat 205 

14 林地 Woods 1265 

15 建筑–草地–树木–道路混合区 Buildings-Grass-Trees-Drives 386 

16 砖石–钢结构塔架 Stone-Steel-Towers 93 

2.2. Augsburg 数据集 

Augsburg 数据集是近年来较常用于高光谱分类研究的数据集之一，能够较好反映城市遥感场景中的

复杂空间结构。如图 2 所示，该数据集获取于德国奥格斯堡，涵盖城市建筑、道路、植被、水体等 7 类

地物，空间纹理复杂，地物边界数量多，混合像元现象突出，对模型空间特征提取能力要求较高，适用

于评估复杂城市场景下的泛化性与鲁棒性。 
 

 
Figure 2. Image of the Augsburg dataset 
图 2. Augsburg 数据集图像 

 
Augsburg 数据集共包含 7 类地物，其类别名称及对应样本数量如表 2 所示。 

 
Table 2. Ground-Truth classes and sample numbers of Augsburg scene 
表 2. Augsburg 场景真值类别及其对应样本数量 

序号 类别名称(中文) 类别名称(英文) 样本数量 

1 森林 Forest 13,507 

2 住宅区 ResidentialArea 30,329 

3 工业区 IndustrialArea 3851 

4 低矮植被 LowPlants 26,857 

5 分配地 Allotment 575 

6 商业区 CommercialArea 1645 

7 水体 Water 1530 

2.3. 数据集对比分析 

为了更全面地验证模型性能，本文同时选取农业场景与城市场景数据集开展实验。两个数据集在场
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景类型、类别组成和空间结构上具有明显差异：Indian Pines 侧重光谱区分能力的验证，Augsburg 侧重空

间结构建模能力的评估。两者均存在类别不均衡与混合像元问题，结合使用可从不同角度综合评估模型

的分类性能与泛化能力。 

3. 问题概述与研究方法 

3.1. 问题概述 

高光谱图像(HSI)每个像元包含数十至数百个连续波段，高维特性在提升地物可分性的同时引入大量

冗余与复杂性。分类任务主要面临两类挑战：一是高维特征空间导致维数灾难，波段高度相关，加之标

注成本高、训练样本有限，易致过拟合；二是混合像元普遍存在，受空间分辨率限制，像元光谱可视为

多个端元光谱的线性组合，即线性混合模型(LMM)，其表达形式为： 

 
1

K

i i
i

x a e n
=

= +∑   (1) 

其中，x 表示观测像元光谱向量， ie 表示第 i 个端元光谱， ia 表示对应丰度系数，K 表示端元数量，n 表

示噪声项。丰度系数通常满足非负约束与和为 1 约束： 0ia ≥ ，
1

1
K

i
i

a
=

=∑ 。 

此外，高光谱分类的关键在于联合建模光谱、空间与子像素混合结构。DSNet 以双分支联合空间与

丰度信息，在混合区域表现良好，但未建模通道间重要性，关键光谱信息表达不足。为此，本文引入

Squeeze-and-Excitation 注意力机制，对通道特征自适应重标定以增强判别性表达，其形式可表示为： 

 ( )( )2 1F W W z Fσ δ= ⊗   (2) 

其中，F 为输入特征， z 表示全局池化后的通道描述向量， 1W 与 2W 为全连接层参数，δ 表示 ReLU 激活

函数，σ 表示 Sigmoid 函数，⊗表示逐通道加权操作。该机制能够自适应增强关键波段响应并抑制冗余

信息，从而提升特征表达能力[19]。 

3.2. SE-DSNet 总体框架 

本文提出一种基于 SE 注意力增强的双分支子像素引导网络(SE-DSNet)用于高光谱图像分类。整体框

架如图 3 所示。该方法在原始 DSNet 基础上引入通道注意力机制，以增强光谱特征表达能力并优化空间

特征表示，从而提升复杂场景下的分类性能。 
网络整体由以下模块组成：数据预处理模块、子像素解混分支、空间–光谱特征提取分支、SE 注意

力增强模块以及特征融合与分类模块。 

3.3. 数据预处理 

由于高光谱图像不同波段之间数值范围差异较大，为减小波段尺度差异对模型训练的影响，本文首

先对原始数据进行归一化处理。本文首先采用最大最小归一化方法对原始数据进行标准化处理： 

 min

max min

i
i

x x
x

x x
−′ =
−

   (3) 

其中， ix′为归一化后的结果， ix 为原始像元值， minx 、 maxx 分别表示当前波段最小值和最大值。 
随后，采用滑动窗口方式提取局部邻域 Patch，用于构建输入样本。设窗口大小为 P P× ，则每个样

本表示为： 
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Figure 3. The proposed SE-DSNet framework 
图 3. 所提出的 SE-DSNet 框架 

 
 P P BX K × ×∈   (4) 

其中， P 表示空间窗口大小， B 表示光谱波段数。 

3.4. 双分支特征提取网络 

3.4.1. 子像素解混分支 
为解决混合像元问题，DSNet 引入子像素解混机制。该分支利用编码器–解码器结构学习像元内部

丰度信息。编码阶段： 

 ( )encA f X=    (5) 

其中， ( )encf ⋅ 表示编码器，A 表示丰度矩阵。解码阶段： 

 ( )ˆ
decX f A=   (6) 

其中， ( )decf ⋅ 表示解码器， X̂ 表示重构光谱。 

3.4.2. 空间–光谱特征提取分支 
该分支用于学习高光谱图像中的判别性特征，包括光谱依赖关系与空间上下文信息。输入局部图像

块后，通过卷积神经网络进行特征提取： 

 ( )1l l l lF W F bφ −= ∗ +   (7) 

其中， lF 表示第 层输出特征， lW 与 lb 分别表示卷积核参数与偏置项，∗表示卷积操作，φ 表示非线性

激活函数。通过多层卷积与非线性激活函数，模型能够逐步提取深层空间语义特征[20]。 

3.5. SE 注意力增强模块 

高光谱图像中存在高度相关的光谱波段和复杂的空间分布，标准卷积网络难以自适应地强调最具有

判别性的特征通道。为此，我们在 DSNet 中嵌入了通道注意力机制(SE)，以动态重新校准各通道的响应

强度[21]。同时，为了利用高光谱图像丰富的光谱信息，我们引入了一个无监督的光谱重建分支，通过最
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小化光谱角距离(SAD)来增强特征的光谱保真度。 
(1) Squeeze 操作 
给定中间特征图 C H WU × ×∈ ，SE 模块首先通过全局平均池化将空间信息压缩为通道描述 Cz∈ ： 

 ( )1 1

1 ,H W
c ci jz u i j

H W = =
=

× ∑ ∑   (8) 

其中， ( ),cU i j 表示第 c 个通道位置 ( ),i j 的特征值，H 与 W 分别表示特征图高度与宽度。该操作将每个

通道映射为一个全局统计值。 
(2) Excitation 操作 
通过两层全连接网络学习通道权重： 

 ( )( )2 1s W W zσ δ=   (9) 

其中，s 表示通道权重向量， ( )δ ⋅ 为 ReLU 函数， ( )σ ⋅ 为 Sigmoid 函数， 1W 、 2W 为可学习参数；该过程

用于建模通道之间的依赖关系。 
(3) 特征重标定 
最终对原始特征进行加权[22]： 

 c c cU s U= ⊗   (10) 

其中， cs 表示第 c 个通道权重， cU 表示对应通道特征。通过该机制，模型能够增强关键波段特征响应，

抑制冗余信息，提高特征表达能力。 

3.6. 特征融合与分类模块 

空间分支与子像素分支提取的特征最终进行融合： 

 ( )fusion spatial unmixConcat ,F F F=   (11) 

其中， spatialF 表示空间特征， unmixF 表示解混特征。 
融合后的特征通过卷积层或全连接层进一步映射，最终输出分类结果： 

 ( )fusionˆ Softmax c cy W F b= +   (12) 

其中， cW 和 cb 表示分类层参数与偏置项，y 表示最终分类概率。 

3.7. 损失函数 

为了同时优化重构能力与分类性能，本文采用联合损失函数进行训练： 
 SAD focalL L L= +   (13) 

(1) 重构损失 
为了确保子像素解混分支能够有效地学习到像元内部的丰度信息，我们对该分支的输出施加重构约

束。如 3.4.1 节所述，解混分支采用编码器–解码器结构，旨在将输入光谱 X 分解为端元光谱与丰度矩

阵，并利用解码器将其重构成原始光谱。我们采用均方误差(MSE)作为重构损失 SADL ，以最小化原始输入

光谱 X 与解码器重构光谱 X̂ 之间的差异： 

 
2

SAD 1 2

1 ˆB
i iiL X X

B =
= −∑   (14) 

其中，B 为批次大小， iX 和 ˆ
iX 分别为第 i 个样本的原始输入光谱和网络重构光谱。通过最小化该重构误

差，网络被迫学习到能够保留原始光谱主要信息的低维丰度表示，从而为分类分支提供更具判别性的子
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像素级特征。 
(2) 分类损失 
在基线方法中，分类任务通常采用标准的交叉熵损失函数： 

 loss 1 logi ii
NL y p
=

= −∑   (15) 

其中， iy 为第 i 个类别真实标签的编码， ip 为模型预测第 i 个类别的概率。然而，由于高光谱图像中存

在严重的类别不均衡问题(少数类样本不足)，交叉熵损失会偏向多数类，导致少数类的识别性能下降。 
为此，本文引入采用焦点损失(Focal Loss)替代标准交叉熵损失，以缓解类别不平衡问题，焦点损失

定义为： 

 ( ) ( )focal 1 1 logN
i i i iiL p y pγα

=
= − −∑   (16) 

其中， ip 为真实类别的预测概率，α 为类别权重， γ 为聚焦参数。该损失函数能够减少易分类样本的影

响，使模型更加关注难分类样本，从而缓解类别不平衡问题。 

4. 实验与结果分析 

4.1. 实验设置 

本文所有实验基于 PyTorch 框架，所有方法在相同数据划分与训练策略下进行。数据预处理采用最

大最小归一化，并以 7 × 7 滑动窗口提取空间邻域块作为输入。训练参数：批大小 16、轮数 200、学习率

0.001、Adam 优化器[23] [24]。损失函数为联合损失(分类 Focal Loss， 2γ = ，α 取类别频率倒数[25]；重

构损失为 MSE)。对比方法包括 CNN2D (两层卷积 + 全连接)、CNN3D (HybridSN 结构)、GRU (两层，

隐层 128)、DSNet (原始设置)及本文 SE-DSNet。每类随机取 10%训练、90%测试。评价指标采用整体精

度(OA)、平均精度(AA)和 Kappa 系数。 
对应计算公式如下： 
(1) 整体精度(OA) 

 1OA
C

iii N
N
== ∑    (17) 

其中， iiN 表示第 i 类被正确分类的样本数量， N 表示总测试样本数量，C 表示类别总数。 
(2) 平均精度(AA) 

 1

1AA C ii
i

i

N
C N=

= ∑   (18) 

其中， iN 表示第 i 类真实样本数量。 
(3) Kappa 系数 

 0Kappa
1

e

e

P P
P
−

=
−

   (19) 

其中， 0P 表示实际分类准确率； eP 表示随机分类情况下的理论一致性概率。 
(4) 模型选择策略 
在训练过程中，为避免仅依赖单一指标带来的偏差，本文采用综合评价指标进行模型选择： 
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 Score OA AAλ= + ⋅    (20) 

其中， λ 用于调节总体精度与类别均衡性之间的权重关系。上述评价指标能够从整体分类性能、类别均

衡性以及分类一致性等多个角度对模型进行综合评估。 

4.2. 对比实验结果分析 

4.2.1. Indian Pines 数据集结果分析 
在 Indian Pines 数据集上(表 3、表 4)，本文提出的 SE-DSNet 在 OA (96.72%)、AA (98.05%)、Kappa 

(96.24%)和综合 Score (116.33)上均取得最优，相比 DSNet，OA 提高 3.11%，Kappa 提高 3.55%。传统

CNN2D (OA 83.15%)和 CNN3D (OA 60.04%)受限于光谱利用不足或小样本训练不稳定；GRU (OA 78.02%)
因缺乏空间建模能力，效果弱于双分支结构。各类别中，SE-DSNet 在苜蓿、牧场草地、风干干草等易混

或小样本类别上提升显著(牧场草地由 91.39%升至 99.71%)，在乔木草地、免耕大豆等类别达到满分，说

明模型对判别特征提取和复杂类别区分能力较强，整体稳定性优于对比方法。 
 
Table 3. Classification accuracy of different methods on Indian Pines dataset (%) 
表 3. 不同方法在 Indian Pines 数据集分类结果的精度(%) 

类别 CNN2D CNN3D GRU DSNet SE-DSNet 

苜蓿 92.49 43.50 71.79 90.03 93.21 

免耕玉米 61.48 43.88 72.33 95.92 95.41 

少耕玉米 100.00 84.24 83.16 98.37 98.91 

玉米 91.72 83.89 73.37 96.42 98.66 

牧场草地 89.24 71.59 87.02 91.39 99.71 

乔木草地 100.00 94.31 81.35 97.95 100.00 

修剪牧场草地 90.09 60.78 100.00 93.90 98.37 

风干干草 69.73 49.13 64.76 88.96 95.45 

燕麦 75.53 23.23 100.00 95.92 95.04 

免耕大豆 100.00 98.15 84.86 99.38 100.00 

少耕大豆 90.35 80.71 66.50 99.38 98.71 

清耕大豆 100.00 90.00 64.00 99.38 97.88 

小麦 100.00 95.56 98.15 99.38 100.00 

林地 20.51 53.85 89.39 94.87 97.44 

建筑–草地–树木–道路混合区 100.00 100.00 81.52 100.00 100.00 

砖石–钢结构塔架 100.00 100.00 100.00 100.00 100.00 
 
Table 4. Overall accuracy of different methods on Indian Pines dataset (%) 
表 4. 不同方法在 Indian Pines 数据集总体结果的精度(%) 

方法 OA AA Kappa Score 

CNN2D 83.15 86.32 80.75 100.41 

CNN3D 60.04 73.30 54.79 74.70 

GRU 78.02 84.30 75.11 94.88 

DSNet 93.61 96.18 92.69 112.85 

SE-DSNet (本文方法) 96.72 98.05 96.24 116.33 
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4.2.2. Augsburg 数据集结果分析 
在 Augsburg 城市场景(表 5、表 6)中，SE-DSNet 的 OA 为 90.47%，AA 为 66.21%，Kappa 为 86.27%，

Score 为 103.71，均优于 DSNet (OA 88.34%, Kappa 83.20%)及其他对比方法。CNN2D、CNN3D 和 GRU
的 OA 分别为 81.33%、80.67%和 79.85%，明显低于双分支结构模型。类别层面，森林(97.10%)、住宅区

(96.16%)、低矮植被(93.72%)等主要类别精度显著提升；分配地(57.17%)和水体(49.64%)等困难类别也有

一定改善。但工业区类别(51.51%)低于 DSNet (65.74%)，表明复杂异质性类别仍存在特征偏置。总体而

言，SE-DSNet 在复杂城市场景中表现出良好的泛化能力。 
 
Table 5. Classification accuracy of different methods on Augsburg dataset (%) 
表 5. 不同方法在 Augsburg 数据集分类结果的精度(%) 

类别 CNN2D CNN3D GRU DSNet SE-DSNet 

森林 85.76 93.02 81.10 93.56 97.10 

住宅区 87.44 92.68 85.51 94.47 96.16 

工业区 69.56 21.46 84.41 65.74 51.51 

低矮植被 81.39 78.29 82.25 89.93 93.72 

分配地 41.68 58.70 32.10 51.43 57.17 

商业区 14.10 9.46 5.56 14.59 18.19 

水体 35.83 9.36 19.18 42.27 49.64 
 
Table 6. Overall accuracy of different methods on Augsburg dataset (%) 
表 6. 不同方法在 Augsburg 数据集总体结果的精度(%) 

方法 OA AA Kappa Score 

CNN2D 81.33 59.40 73.27 93.21 

CNN3D 80.67 51.85 72.01 91.04 

GRU 79.85 55.59 71.41 90.97 

DSNet 88.34 64.57 83.20 101.25 

SE-DSNet (本文方法) 90.47 66.21 86.27 103.71 

4.2.3. 综合分析 
综合两个数据集，SE-DSNet 在农业和城市场景中均取得最优性能。在 Indian Pines 上，OA 达 96.72%、

Kappa 达 96.24%，优于 DSNet 分别约 3.1 和 3.6 个百分点；在 Augsburg 上，OA 和 Kappa 分别达 90.47%
和 86.27%。模型对混合特征明显的类别(如牧场草地、水体)提升显著，但对强异质性类别(如工业区、商

业区)提升有限。与 CNN、GRU 相比，双分支结构联合空间–光谱–子像素信息优势明显，SE 注意力和

Focal Loss 的引入进一步提升了整体精度与类别均衡性，验证了模型在多种场景下的鲁棒性与适应性。 

4.3. 分类结果可视化分析 

为直观展示不同方法的分类效果，本文分别在 Indian Pines 数据集和 Augsburg 数据集上对各模型的

分类结果进行了可视化对比，如图 4 和图 5 所示。 

4.3.1. Indian Pines 数据集可视化分析 
从分类结果图(图 4)可以看出，CNN2D 和 GRU 的分类图中存在大量椒盐噪声和碎片化区域，区域连

续性较差；CNN3D 虽有所改善，但边界仍较模糊；DSNet 的区域完整性和边界保持能力明显优于前三者，
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大面积地物内部基本一致。本文提出的 SE-DSNet 在视觉效果上最佳，分类区域最完整，噪声点最少，边

界最为清晰，与真实标注最为接近。该结果与表 3、表 4 的定量实验一致。 
 

 

 
Figure 4. Classification results of different methods for Indian Pines dataset 
图 4. 不同方法在 Indian Pines 数据集上的分类结果图 

4.3.2. Augsburg 数据集可视化分析 

 

 
Figure 5. Classification results of different methods for Augsburg dataset 
图 5. 不同方法在 Augsburg 数据集上的分类结果图 
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从分类结果图(图 5)可以看出，CNN2D 和 GRU 虽能大致勾勒森林、住宅区等主要地物轮廓，但商业

区、水体等困难类别几乎被完全误分；CNN3D 出现严重的类别丢失现象，工业区和商业区大面积消失；

DSNet 整体分类质量明显提升，主要地物区域完整，但商业区仍是明显短板。本文提出的 SE-DSNet 在森

林、住宅区、低矮植被上均取得最优视觉效果，分配地和水体误分点进一步减少，分类图最接近真值图。

需要注意的是，工业区区域出现比 DSNet 更多的误分现象，与表 5 中该类别精度下降一致。 

4.4. 消融实验与分析 

为验证 SE 注意力与 Focal Loss 的贡献，以 DSNet 为基线进行消融实验，构建以下四组对比模型：

(1) DSNet：原始双分支子像素引导网络；(2) DSNet + SE：在空间–光谱分支中嵌入 SE 通道注意力模块；

(3) DSNet + Focal Loss：以 Focal Loss 替代交叉熵损失；(4) SE-DSNet：同时引入 SE 与 Focal Loss 的完整

模型。所有实验保持相同数据划分与超参数设置，仅调整对应模块，通过对比分析各改进对分类性能的

单独及综合影响。 

4.4.1. Indian Pines 数据集消融结果分析 
消融实验(表 7、表 8)显示，在 Indian Pines 上，原始 DSNet 的 OA 为 93.61%、Kappa 为 92.69%。单

独加入 SE 模块(DSNet + SE)后，OA 提升至 95.20%，Kappa 升至 94.51%；单独使用 Focal Loss (DSNet + 
Focal Loss)则 OA 为 95.01%，Kappa 为 94.25%。完整模型 SE-DSNet 取得最佳效果(OA 96.72%, Kappa 
96.24%)。各类别中，SE 模块显著改善了牧场草地(91.39% → 99.71%)和修剪牧场草地(93.90% → 98.37%)
等类别；Focal Loss 对苜蓿、燕麦等小样本类别亦有提升。两者结合后，模型在多数类别上达到或接近满

分，整体性能优于任一单模块，验证了两种改进策略在农业场景下的协同有效性。 
 
Table 7. Overall and ablation experiment results for Indian Pines dataset (%) 
表 7. Indian Pines 数据集总体结果消融实验结果(%) 

方法 OA (%) AA (%) Kappa 

DSNet 93.61 96.18 92.69 

DSNet + SE 95.20 97.74 94.51 

DSNet + Focal Loss 95.01 97.14 94.25 

SE-DSNet (本文方法) 96.72 98.05 96.24 
 
Table 8. Classification and ablation experiment results for Indian Pines dataset (%) 
表 8. Indian Pines 数据集分类结果消融实验结果(%) 

类别 DSNet DSNet + SE DSNet + Focal Loss SE-DSNet 

苜蓿 90.03 90.90 86.92 93.21 

免耕玉米 95.92 91.45 96.56 95.41 

少耕玉米 98.37 100.00 100.00 98.91 

玉米 96.42 97.99 97.54 98.66 

牧场草地 91.39 99.71 99.00 99.71 

乔木草地 97.95 100.00 100.00 100.00 

修剪牧场草地 93.90 98.47 86.06 98.37 

风干干草 88.96 91.77 96.73 95.45 

燕麦 95.92 96.99 96.10 95.04 
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续表 

免耕大豆 99.38 100.00 100.00 100.00 

少耕大豆 99.38 91.77 97.83 98.71 

清耕大豆 99.38 96.99 100.00 97.88 

小麦 99.38 100.00 100.00 100.00 

林地 94.87 100.00 97.44 97.44 

建筑–草地–树木–道路混合区 100.00 100.00 100.00 100.00 

砖石–钢结构塔架 100.00 100.00 100.00 100.00 

4.4.2. Augsburg 数据集消融结果分析 
在 Augsburg 数据集(表 9、表 10)上，DSNet 的 OA 为 88.34%、AA 为 64.57%。加入 SE 后 OA 提升

至 91.20%，Kappa 升至 87.35%，主类别(森林、低矮植被)精度明显提高，但 AA 略降至 63.71%。单独使

用 Focal Loss 使 AA 提升至 69.08% (最高)，水体(42.27% → 50.70%)和分配地(51.43% → 60.04%)等困难

类别改善明显，但 OA 提升有限。完整 SE-DSNet 的 OA 为 90.47%，Kappa 为 86.27%，在森林(97.10%)、
住宅区(96.16%)上保持高精度，但工业区精度(51.51%)低于 DSNet + Focal Loss (81.04%)，说明多模块联

合训练在极端复杂类别上存在权衡。总体而言，SE 侧重主类特征，Focal Loss 利于类别均衡，两者结合

在整体性与均衡性间取得折中。 
 
Table 9. Overall and ablation experiment results for Augsburg dataset (%) 
表 9. Augsburg 数据集总体结果消融实验结果(%) 

方法 OA AA Kappa 

DSNet 88.34 64.57 83.20 

DSNet + SE 91.20 63.71 87.35 

DSNet + Focal Loss 90.32 69.08 86.24 

SE-DSNet (本文方法) 90.47 66.21 86.27 
 
Table 10. Classification and ablation experiment results for Augsburg dataset (%) 
表 10. Augsburg 数据集分类结果消融实验结果(%) 

类别 DSNet DSNet + SE DSNet + Focal Loss SE-DSNet 

森林 93.56 98.66 95.34 97.10 

住宅区 94.47 95.35 92.43 96.16 

工业区 65.74 75.07 81.04 51.51 

低矮植被 89.93 95.07 94.58 93.72 

分配地 51.43 55.83 60.04 57.17 

商业区 14.59 4.64 9.40 18.19 

水体 42.27 21.43 50.70 49.64 

4.4.3. 消融实验结果分析 
综合两数据集，消融实验表明：SE 注意力机制主要增强主类别特征表达，提升整体精度和区域连续

性；Focal Loss 更有效改善小样本和难分类类别，提升类别均衡性；两者联合在农业场景中协同良好，精
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度稳定提升；在城市场景中，由于类别结构复杂且极不均衡，模块间存在一定性能权衡(如工业类)。尽管

如此，SE-DSNet 在两个场景中均取得最优综合性能，验证了 SE 和 Focal Loss 在增强特征判别与缓解不

平衡方面的有效性，同时也提示后续需进一步优化多模块融合策略以应对极端异质性类别。 

5. 总结与展望 

5.1. 总结 

本文针对高光谱图像分类中混合像元、光谱冗余和类别不平衡等问题，在 DSNet 的基础上引入了 SE
注意力机制和 Focal Loss，提出了 SE-DSNet 模型。主要工作及结果如下： 

(1) 复现了 DSNet 模型，验证了其双分支结构对空间特征和丰度信息的联合建模能力。在 Indian Pines
和 Augsburg 两个数据集上，DSNet 的表现均优于传统 CNN 和 GRU 方法。 

(2) 在双分支网络中嵌入 SE通道注意力模块，使模型能够自适应增强关键波段特征并抑制冗余信息。

消融实验表明，加入 SE 模块后，模型在主类别上的分类精度和区域完整性均有明显提升。 
(3) 采用 Focal Loss 替代交叉熵损失，有效缓解了类别不均衡问题。单独使用 Focal Loss 时，模型在

少数类和难分类样本上的平均精度显著提高。 
(4) 完整模型 SE-DSNet 在两个数据集上均取得了最优性能。相比原始 DSNet，整体精度、平均精度

和 Kappa 系数均有稳定提升。可视化结果也显示，SE-DSNet 的分类图最接近真实标注，区域连续性和边

界清晰度均优于对比方法。 
消融实验进一步表明，SE 模块侧重提升主类别的特征表达，Focal Loss 更有利于类别均衡，两者结

合后在整体性能和类别平衡之间取得了较好的折中。 

5.2. 展望 

本文方法仍存在一些不足，未来可以从以下几个方面继续改进： 
(1) 轻量化设计。当前模型参数较多，可尝试模型剪枝、深度可分离卷积或知识蒸馏，便于在边缘设

备上部署[26]。 
(2) 多尺度特征提取。固定尺寸的感受野难以适应不同大小的地物，可引入空洞卷积或特征金字塔，

增强模型对多尺度目标的适应能力。 
(3) 自监督与对比学习。高光谱数据标注成本高，探索利用无标签数据进行自监督预训练，减少对标

注样本的依赖。 
(4) 跨场景迁移。不同数据集之间存在光谱漂移，研究域自适应或域泛化方法，提高模型在不同场景

下的迁移能力。 
(5) 对极端类别的鲁棒性。Augsburg 数据集中工业区的分类精度波动较大，后续可设计类别自适应

的损失函数或注意力机制，增强对高异质性类别的识别能力。 
(6) 多模态融合。结合高分辨率全色图像、LiDAR 或 SAR 数据，利用多模态信息进一步提升分类精

度，尤其在复杂城市场景中。 
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