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摘  要 

针对小样本场景下深度学习图像数据集匮乏，且现有生成式对抗网络(Generative Adversarial Net-
works, GAN)存在生成图像清晰度低、训练稳定性差的问题，提出一种融合相对判别器与零中心梯度惩

罚机制(R1，R2正则化)的相对论配对生成对抗网络(Relativistic pairing GAN, RpGAN)图像数据增强算法。

算法对GAN网络进行改进，通过相对判别器捕捉真实样本与生成样本的相对差异，缓解模式坍塌；引入

R1，R2零中心梯度惩罚机制，保证模型局部收敛性，提升训练稳定性；在生成器中嵌入残差块，强化小

样本特征提取能力，提升生成图像清晰度。实验结果表明，该方法用于MNIST及耐张线夹X光小样本数据

集时，图像增强效果FID值对比未经改进的网络分别降低24.3%与29.7%。 
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Abstract 
In response to the scarcity of deep learning image datasets in small-sample scenarios, and the issues 
of low image clarity and poor training stability in existing Generative Adversarial Networks (GAN), 
we propose a Relativistic pairing GAN (RpGAN) image data augmentation algorithm that integrates 
a relative discriminator and a zero-centered gradient penalty mechanism (R1, R2 regularization). 
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This algorithm improves the GAN network by capturing the relative differences between real and 
generated samples through a relative discriminator, mitigating mode collapse. It introduces the R1 
and R2 zero-centered gradient penalty mechanisms to ensure local convergence of the model and en-
hance training stability. Additionally, residual blocks are embedded in the generator to strengthen 
the ability to extract small-sample features and improve the clarity of generated images. Experimental 
results show that when applied to the MNIST and tension clamp X-ray small-sample datasets, the im-
age enhancement effect shows that the FID values are reduced by 24.3% and 29.7% compared to the 
unimproved network, respectively. 
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1. 引言 

小样本图像任务中，传统几何增强仅对现有样本做像素变换，特征多样性有限，易引发模型过拟合；

Mix-Up、Cut-Mix 等混合增强易产生语义混淆。VAE、扩散模型等生成式增强分别存在生成图像模糊、

推理开销大、域偏移等缺陷[1] [2]。 
GAN [3]通过生成器与判别器的对抗训练生成数据，为小样本数据增强提供了新途径。但其训练存在

模式坍塌和发散性问题[4]。孙等人研究发现，模式坍塌对应 GAN 损失函数中的不良局部极小值[5]。为

此，提出相对论生成对抗网络(RpGAN) [6]，性能表现显著优于原始 GAN 模型。RpGAN 通过在损失函数

中引入相对比较机制：判别器对真实和生成样本独立打分后，计算差值来衡量“相对真实性”，从原理

上抑制了模式坍缩，但未考虑小样本下的收敛性与清晰度问题。 
针对上述不足，本文提出一种融合双重梯度惩罚的改进 RpGAN 用于小样本图像数据增强。该方法

结合 RpGAN 相对配对判别损失，引入 R1、R2双重零中心梯度惩罚[7]，同时约束真实样本与生成样本处

判别器梯度，提升训练收敛稳定性[7]-[9]；在残差生成器中嵌入 CBAM 注意力与分组卷积，强化图像细

节特征建模能力，改善生成图像清晰度[10]。与现有方法相比，本方法无需预训练，实现双向梯度正则，

并开展完整超参数敏感性分析。基于 Stacked-MNIST 数据集，通过 FID、SMD 指标定量验证模型的生成

性能。 

2. RpGAN 原理 

Jolicoeur-Martineau [6]将相对真实性评判与样本配对机制引入 GAN，提出相对论配对生成对抗网络

(RpGAN)，有效缓解模式崩溃问题[11]。RpGAN 由生成器 G 和判别器 D 构成，与传统生成对抗网络如深

度卷积对抗生成网络(Deep Convolutional Generative Adversarial Network, DCGAN) [12]不同，RpGAN 的判

别器不进行单样本真假分类，而是通过比较真实样本与生成样本得分差异，学习相对真实性。G 与 D 围

绕相对判别目标展开极小极大博弈，最终使 G 拟合真实数据分布、D 对真实样本与生成样本差值趋于稳

定，达到博弈均衡。 
一般情况隐变量 z 为服从高斯分布的随机噪声，输入 G 得到生成样本 ( )G z 。D 分别对真实样本 x 与

生成样本 ( )G z 进行打分，得到分数 ( )C x 和 ( )( )C G z 。损失函数中通过差值运算进行配对比较，构成相
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对判别目标。D 的目标为最小化二者得分差异的交叉熵损失，G 的目标在于最大化生成样本在相对比较

中的优势。RpGAN 结构如图 1。 
 

 
Figure 1. RpGAN architecture 
图 1. RpGAN 结构 

 
目标函数为： 

 ( ) ( )
( )

( ) ( )( )( )~ ,
~

min max , log
data

g

G D x P x
z P z

V D G E C x C G zσ = −     (1) 

式中： ( )σ ⋅ 代表 sigmoid 激活函数， ( )C ⋅ 是判别器网络输出的 logit 分数， ( )dataP x 为真实数据分布， ( )gP z

为噪声分布。 ( ) ( )( )( )C x C G zσ − 表示在给定配对条件下，真实样本 x 比生成样本 ( )G z 更接近真实分布

的概率。训练的核心目标，是让 D 能够准确区分真实样本与生成样本，最大化相对真实性的识别能力；

而 G 的训练目标则相反，它希望通过反向传播算法不断更新自身参数，最大化判别器将生成样本误判为

真实样本的概率，从而提升生成样本的逼真度[13] [14]。 
第一步固定 G，训练 D，从真实数据分布 ( )dataP x 中抽样真实样本 x ，从先验分布 ( )gP z 中抽样噪声

z ，通过 G 产生生成数据 ( )G z 。D 分别对 x 和 ( )G z 独立打分，得到 ( )C x 和 ( )( )C G z 。在损失函数中计

算差值 ( ) ( )( )C x C G z− 并经过 sigmoid 激活，得到相对真实性概率 ( ) ( )( )( )C x C G zσ − 。D 的优化目标是

最大化该概率与正配对下真实样本比生成样本更真实的贴合度，即最小化负对数似然损失： 

 ( )
( )

( ) ( )( )( )~ ,
~

max log
data

g

D x P x
z P z

L E D x D G zσ = − −     (2) 

因目标函数形式与标准 GAN 相同，在损失函数结构上保持一致，仅对 D 的输出从判断绝对真假改

为相对真假。尽管优化目标变为相对比较的散度[6]，但当模型达到最优均衡时，生成分布仍会收敛到真

实数据分布，保证了生成效果的理论基础。 
第二步在 D 最优的条件下训练 G，当生成数据分布 ( )gP z 等于真实数据分布 ( )dataP x 时，D 无法通过

相对比较区分真实样本与生成样本。此时，对于任意配对的真实样本 x 和生成样本 ( )G z ，二者的得分相

等，即 ( ) ( )( )C x C G z= ，相对真实性概率 ( ) ( )( )( ) 0.5C x C G zσ − = 。G 与 D 循环交替训练，通过最小化

G 的损失函数，使生成分布逐渐逼近真实分布，最终达到均衡状态。 
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3. 基于 RpGAN 增强算法 

3.1. 引入零中心梯度惩罚机制 

2023 年 Nick 和 Jayden 沿用 Mescheder 等人提出的 DiracGAN [6]，将其应用于 RpGAN，得到 Dira-
cRpGAN。对 DiracRpGAN 的分析研究显示，未正则化的 RpGAN 通常难以收敛，而梯度惩罚能显著提升

GAN 训练稳定性，为局部收敛提供保障[15]。为解决这一问题，本文引入零中心梯度惩罚机制，证实正

则化 RpGAN 与原始模型具有同等的局部收敛保证。在 StackedMNIST 数据集上的实验表明，梯度惩罚

RpGAN 实现了训练过程中的优秀稳定性，为解决 GAN 的模式坍塌和发散问题提供了有效解决方案。 
零中心梯度惩罚定义如下： 

 ( ) 2
1 ~2 datax P xR E C xγ  = ∇  

  (3) 

 ( )( ) 2

2 ~2 gz P xR E C G zγ  = ∇  
   (4) 

式中：γ 系数，控制正则化的强度， ~ datax PE ， ~ gz PE 分别为对真实数据分布 dataP ，生成数据分布 gP 求期望，

( )xC x∇ 表示 D 输出 ( )C x 对输入 x 的梯度，
2⋅ 表示梯度幅值的平方。 1R 对真实数据的 D 梯度范数进行

惩罚，使 D 在真实样本附近变化平缓，提升训练稳定性，防止 D 梯度爆炸或剧烈振荡。 2R 惩罚 D 在生

成数据的梯度范数，使 D 对生成样本的响应也趋于平滑，进一步限制 D 的复杂度[9]。 

3.2. 判别器改进 

标准生成对抗网络(SGAN)中，D 用于估计输入为真实数据的概率，G 被训练以提高生成数据被识别

为真实数据的概率。随着生成数据得分提升，真实数据得分不会随之降低。真实数据为真实的概率

( ( )( )C xσ )应随生成数据为真实概率( ( )( )( )C G zσ )的增加而呈现递减趋势，如图 2(a)。理想情况下 D 应

满足 ( )( ) 1C xσ = 且 ( )( )( ) 0C G zσ = ，而G试图使 ( )( )( ) 1C G zσ = 同时保持 ( )( ) 1C xσ = 。在这一过程中，

真实样本判别输出始终为 1，导致 D 无法获取有效更新信息，引发模型崩溃和坍塌[16]，如图 2(b)。 
当生成分布逐渐拟合真实分布时，D 对真实样本的评分 ( )C x 应从 1 平滑下降至 0.5，而对生成样本

的评分 ( )( )C G z 应从 0 平滑上升至 0.5，最终达到纳什均衡，如图 2(c)所示。 
为解决上述问题，Jolicoeur-Martineau 提出了相对论生成对抗网络(Relativistic Generative Adversarial 

Network, RGAN) [6]。核心思想是将 D 输出从绝对真实性转为相对真实性，不再判断“样本是否为真实”，

而是“真实样本比生成样本更真实的概率”。D 输出可表示为： 

 ( )( ) ( ) ( )( )( ),D x G z C x C G zσ= −    (5) 
 

 
(a) 

https://doi.org/10.12677/jisp.2026.154051


谭岳东 等 
 

 

DOI: 10.12677/jisp.2026.154051 586 图像与信号处理 
 

 
(b)                                  (c) 

Figure 2. Generator training process comparison diagram (a) Ideal training process; (b) Actual training process; (c) Divergence 
minimization training process 
图 2. 生成器训练过程对比图(a) 理想训练过程；(b) 实际训练过程；(c) 散度最小训练过程 

 
引入相对判别器的 RGAN 同时利用真实与生成样本的梯度信息，使 G 提升生成样本得分并降低真实

样本得分，从而缓解 D 梯度消失问题，提升训练稳定性。但 RGAN 仍存在对样本间关系建模不充分的问

题。为此，本文进一步引入相对论配对生成对抗网络(Relativistic pairing GAN, RpGAN)，在 RGAN 的基

础上，将真实样本与生成样本进行配对比较，构造相对真实性损失函数。 

3.3. 引入残差块 

增加网络深度有助于学习复杂分布，但简单地堆叠卷积层会引起梯度消失或爆炸[17]。特别在小样本

场景下，训练数据有限，深层网络更容易过拟合或陷入局部最优，导致生成图像出现模糊、细节缺失等

现象。为提升生成图像清晰度并强化小样本特征提取能力，本文在 RpGAN 生成器中引入残差块(Residual 
Block) [17]结构，借助跳跃连接(Skip Connection)构建恒等映射，保证网络即使加深层数，梯度仍可高效

传播。以 48 × 48 像素大小的生成图像为例[18]，图 3 是基于本文提出的深度残差生成网络结构。 
 

 
Figure 3. Improved generative structure diagram 
图 3. 改进生成模型结构图 
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给定 3 个超参数，即本文设定批处理大小 16，噪声维度 z 为 100，初始噪声样本尺寸 1 × 1，并由这

3 个参数组成生成模型所需的四维张量，因此初始样本维度为[16, 100, 1, 1]。在 G 中引入残差网络，在维

持特征图尺寸不变的前提下增强特征表达能力，输出一张 48 × 48 像素的图像。 
基于前文改进的 RpGAN 模型，对多次转置卷积后的特征图引入残差网络，用于提取细节特征。旨

在数据送入下一转置卷积层前，尽量让上层特征更加丰富、真实，防止特征信息丢失。 

4. 训练结果 

本文使用 Pytorch 进行实验，操作系统为 Windows11，CPU 为 Intel Core i7-14700HX，GPU 为 NVIDIA 
GeForce RTX 4070 Laptop。环境配置为 Python3.8 + Pytorch1.8.0 + Cuda11.7。 

4.1. 梯度惩罚影响 

为了验证零中心梯度惩罚机制对模型性能的实际增益，本研究设计了对照实验：将引入该机制的

RpGAN 与原始 RpGAN 进行横向对比。除梯度惩罚项外，两组实验在网络架构、超参数设置及变量控制

上均保持一致，以排除干扰因素。基于同一数据集的生成效果对比(如图 4 所示)表明，未改进的原始模型

存在明显的模式崩塌现象，生成样本多样性不足且图像细节模糊；改进后的 RpGAN 虽未完全消除模式

崩塌，但图像质量优于未改进的网络，细节明显更多。 
 

  
(a)                     (b) 

  
(c)                            (d) 

Figure 4. Model-generated image comparison (a) Improved-MNIST; (b) Original-MNIST; (c) Improved-X-ray of clip; (d) 
Original-X-ray of clip  
图 4. 模型生成图像对比图(a) 改进-MNIST；(b) 原始-MNIST；(c) 改进–线夹 X 光；(d) 原始–线夹 X 光 

4.2. 判别器影响 

为了增强网络的判别性能，本文引入相对判别器机制。实验选取耐张线夹 X 光图像作为测试对象，将

未改进的传统生成对抗网络与改进网络进行样本识别准确率对比，验证方法的有效性，结果对比图如图 5。 
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Figure 5. Comparison of recognition accuracy evaluation results between standard GAN and RpGAN 
图 5. 标准 GAN 和 RpGAN 识别准确率检验对比结果 

 
由实验数据可知，当训练批次增加时，带有相对判别器的 RpGAN 识别准确率逐渐上升，且多数情

况高于标准 GAN 并趋于稳定，而标准 GAN 在训练中出现了下降现象。由此采用相对判别器能有效减轻

模式崩塌现象，改善生成样本的质量。 

4.3. 引入残差块整体影响 

本文通过对比标准 GAN 与改进网络的判别损失函数，从训练结果分析，验证引入残差块的有效性。

引入相对判别损失函数增强了改进网络的稳定性，基本未出现大幅波动情况，最终稳定在约 0.7 左右，如

图 6 所示。标准 GAN 的判别损失最小值 0.9，高于改进网络，且在训练中经历了多次大幅振荡，模型不

稳定，如图 7 所示。 
 

 
Figure 6. Improving the discriminator loss of RpGAN networks 
图 6. 改进 RpGAN 网络判别器损失 
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Figure 7. Discriminator loss in standard GAN network 
图 7. 标准 GAN 网络判别器损失 

5. 实验仿真与分析 

为评估本文提出模型的有效性，现将从生成质量及定量指标两个方面，将其性能与三个基准模型进

行对比。包括：采用 R1 参数的 RpGAN、含 R1,2 参数的原始 GAN 模型以及含 R1 参数的原始 GAN 模型。

所有基准模型均在 StackedMNIST 数据集上进行训练，且实验条件与本文模型完全一致。其中

StackedMNIST 是原始 MNIST 数据集的改进版本，通过增加模式数量进行扩展。训练目标是生成与数据

集分布特征相似的堆叠数字图像。 

5.1. 超参数选择 

5.1.1. 梯度惩罚系数 γ 
R1惩罚项作用于真实样本，用于约束判别器在真实样本邻域内的梯度幅度；R2惩罚项作用于生成样

本，用于约束判别器在生成样本位置处的梯度。超参数 γ的常用取值区间为 1~20。当 γ取值小于 2 时，

惩罚强度不足。判别器梯度容易爆炸；训练后期易出现模式崩溃，生成图像重复，FID 升高，SMD 波动

大。当 γ取值大于 15 时，正则项在损失函数中占据主导地位，损失函数被梯度惩罚项主导；判别器区分

真假样本能力被抑制；生成图像偏向模糊，SMD 显著下降，FID 上升。 
实验结果表明，对于该数据集而言，γ 的有效取值区间为 5~15。本实验为控制变量，R1、R2 统一设

置为相同系数，取中间值 10 作为基准，便于对比。在仅使用 R1 惩罚项时将 R2 的权重置零，γ取 10；当

R1与 R2惩罚项同时使用时，二者权重均取值为 10。 

5.1.2. 学习率 lr 
GAN 对学习率参数高度敏感，DCGAN、RaGAN 两种基线模型通常采用的学习率为 0.0002。若学习

率设置过小，模型训练收敛速度会大幅降低，在 100 批次下生成样本质量较差，要获得理想效果则需要

增加训练轮次，进而导致硬件计算成本上升；若学习率设置过大，训练过程会出现剧烈震荡，损失函数

发生频繁跳变，容易出现模式崩溃问题，FID 指标难以维持稳定。 
为此本实验生成器以及判别器均固定学习率 lr = 0.0002，符合公开实验设置，便于横向对比。 
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5.1.3. 残差块 
生成器、判别器使用残差块堆叠，将噪声向量映射 48 × 48 RGB。若残差块数量过少，模型会存在网

络容量不足的问题；若残差块数量过多，则会引发梯度消失问题，同时引入冗余参数量。 
本研究采用 4 个残差块分别构建生成器与判别器，并引入 CBAM 注意力机制与分组卷积模块提升模

型表征能力。实验中批次大小设置为 32，隐空间维度设置为 100，模型经 100 个 epoch 训练迭代后完成

收敛。为满足控制变量法的实验设计要求，除正则项开关与 GAN 损失形式外，所有实验组的网络结构、

优化器参数、训练轮次与数据集均保持一致；同时设置全局随机种子，以提升研究结果的可复现性。 

5.2. 效果增强分析 

图 8 展示了从训练周期开始，本文模型在 100 个训练周期内生成的样本。模型成功生成了多样化的

堆叠数字，且在整个训练过程中保持了稳定性。相较之下，其他三个模型在训练过程中均出现过偏离预

期的情况。 
 

 
Figure 8. Generated samples during training (a) RpGAN + R1,2; (b) GAN + R1,2; (c) RpGAN + R1; (d) GAN + R1 
图 8. 训练过程中生成样本(a) RpGAN + R1,2；(b) GAN + R1,2；(c) RpGAN + R1；(d) GAN + R1 

5.3. 评估分析 

为评价生成样本的清晰度与样本间的相似度，本文选用灰度方差函数(SMD) [19] [20]和 Fréchet Incep-
tion Distance (FID) [21]-[24]作为评估指标。SMD 是一种无参考图像清晰度评价指标，通过计算图像相邻

像素灰度差绝对值的和来反映图像边缘的锐利程度，值越大表示图像越清晰。一幅灰度图像 ( ),f i j ，尺

寸为 M N× ，SMD 的定义如下： 

 ( ) ( ) ( ) ( )( )
1 1

1 1
SMD , , 1 , 1,

M N

i j
f i j f i j f i j f i j

− −

= =

= − − + − −∑ ∑   (6) 

FID 通过计算真实图像与生成图像在 Inception [25]网络特征空间中的分布距离来判断二者的相似性，

值越小说明生成图像越接近真实分布。FID 的计算公式为： 

 ( ) ( )
12
2

2
FID , Tr 2g r g r g rg r µ µ

 
= − + Σ + Σ − Σ Σ 

 
   (7) 

式中：g 和 r 分别代表生成图像与真实图像， gµ 、 rµ 为各自特征向量的均值， gΣ 、 rΣ 为协方差矩阵，Tr
表示矩阵的迹。 

为验证本文改进模型的有效性，在两个数据集上分别计算了生成样本的 SMD 和 FID 指标。实验时

从每个模型训练得到的图像中，取相同批次随机样本 100 张，计算 SMD 平均值，结果如表 1 所示；FID
则基于全部生成样本与真实样本计算，结果如表 2 所示。 

https://doi.org/10.12677/jisp.2026.154051


谭岳东 等 
 

 

DOI: 10.12677/jisp.2026.154051 591 图像与信号处理 
 

Table 1. Generated image quality comparison 
表 1. 生成图像质量对比 

数据集 
SMD 

RpGAN + R1,2 RpGAN + R1 GAN + R1 GAN + R1,2 

MNIST 数据集 44722.22 42526.58 40932.30 41017.37 

耐张线夹 X 光数据集 49318.95 45952.13 47289.70 47827.94 

 
由表 1 可知，在两个数据集上，RpGAN + R1,2模型生成的样本 SMD 值均高出其他三个模型，验证了

改进模型对提升图像清晰度的有效性。 
 
Table 2. Generated image FID comparison 
表 2. 生成图像 FID 对比 

数据集 
FID 

RpGAN + R1,2 RpGAN + R1 GAN + R1 GAN + R1,2 

MNIST 数据集 10.79 30.89 43.88 14.25 

耐张线夹 X 光数据集 86.06 92.01 147.71 122.36 

 
从表 2 数据分析，改进后的模型在两类数据集上 FID 值较其余三种模型相比也有明显降低，其中与

GAN + R1,2 相比 FID 值分别降低 24.3%与 29.7%。此外整体训练过程稳定，生成图像更加清晰，细节丰

富。 

6. 结束语 

为了解决现有生成对抗网络在小样本图像数据增强中生成的图像不够清晰、训练过程容易波动以及

模式坍塌频发这些问题，本文构建了一种融合相对判别器与零中心梯度惩罚机制(R1、R2正则化)的相对论

配对生成对抗网络(RpGAN)，并在生成器里引入残差块来强化特征提取。在 StackedMNIST 手写数字和

耐张线夹 X 光小样本数据集上做了多组对比实验，从实际生成效果和量化指标(SMD, FID)两方面来看，

实验结果都说明本文算法比只用了 R1正则化的 RpGAN 和标准 GAN 更好，证明了改进是可行且有效的。 
本方法仍存在部分局限，模型仅能够缓解模式坍塌，在样本极度匮乏条件下依旧会出现部分模式重

复；R1、R2 双重梯度惩罚增加梯度求解的计算与显存开销；惩罚超参数依靠人工预实验选取，跨数据集

适配需要重新调参。后续应引入隐空间多样性约束进一步抑制模式坍塌；研究梯度稀疏采样方法降低双

重惩罚的计算代价；实现梯度惩罚系数自适应动态调节，并将算法迁移到医学影像、遥感图像、电力 X
光检测等真实小样本场景，拓展条件生成能力，实现类别可控的数据增强。 
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