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摘  要 

针对葛洲坝等低水头、小库容径流式水电站日内发电调度中水位预测精度不足的问题，构建了物理概化模型与

长短期记忆网络(LSTM)耦合的水位预测方法。河段传播采用时移与幅度修正概化，历史水量平衡用于反算耗水

率样本，LSTM学习耗水率随运行状态变化的时序关系。预测时结合上游下泄、本站计划出力及泄流，按水量平

衡递推计算坝前水位。依据2025年枯水期调峰出力线型，选取6个小幅调峰且日内出力计划调整幅度较小的典

型日工况，与直接水位LSTM进行比较。耦合模型在4个工况中同时降低平均绝对误差(MAE)和均方根误差

(RMSE)，6个工况的平均MAE和RMSE分别由0.13 m、0.15 m降至0.07 m、0.08 m；平均日末绝对误差由0.27 
m降至0.03 m。在小幅调峰、运行工况相对稳定的条件下，该方法可为径流式水电站日发电计划编制提供依据。 
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Abstract 
Water-level prediction accuracy remains insufficient for intraday generation scheduling at low-head run-
of-river hydropower stations with limited storage capacity, such as Gezhouba. The proposed method cou-
ples a physics-based conceptual model with a long short-term memory (LSTM) network to predict water 
levels. A time shift and an amplitude adjustment represent flow propagation along the river reach. The 
method back-calculates samples of the generation water-consumption rate from historical water balances, 
and the LSTM learns how this rate varies with operating conditions over time. During prediction, water-
balance calculations use upstream releases, the plant’s scheduled power output, and spill discharge to re-
cursively determine the forebay water level. The evaluation compares the coupled model with a direct 
water-level LSTM model using six typical-day cases from the 2025 dry season. Case selection uses power-
output profiles to identify days with modest daily peaking and small intraday revisions to the original 
power schedules. The coupled model reduces both mean absolute error (MAE) and root mean square error 
(RMSE) in four cases. Across all six cases, average MAE and RMSE decrease from 0.13 and 0.15 m to 0.07 
and 0.08 m, respectively, and average end-of-day absolute error decreases from 0.27 to 0.03 m. The method 
can support the preparation of daily generation schedules for run-of-river hydropower stations under 
modest daily peaking and relatively stable operating conditions. 
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1. 引言 

梯级水电站日内调度需根据上游下泄过程和本站发电计划预判坝前水位。葛洲坝位于三峡下游约 38 km，

具有库容小、水头低的运行特点，入库与出库流量的短时失衡会转化为坝前水位变化。日内水位预测误差因而

同时受两坝间流量传播和出力向发电流量转换的影响。仅以水位误差为训练目标的序列模型缺少显式水量约束，

递推计算中的偏差可能随预见期延长而累积。 
物理模型通过河道演进和水库调蓄关系推演水位，其计算精度受参数取值和边界资料影响[1]-[3]。随着运行

监测资料的积累，LSTM 等序列模型逐渐用于学习水位、出力及流量之间的非线性时序关系。刘亚新等[4]以水位

和机组出力等监测数据建立 LSTM 模型，实现葛洲坝上下游水位的连续预测；汪涛等[5]结合水位、入库流量和

出力信息，研究三峡–葛洲坝梯级电站的超短期水位预测，并检验大调峰工况下的预测表现。Kratzert 等[6]将气

象序列与流域属性共同用于多流域径流模拟，表明 LSTM 能够从连续水文资料中学习不同流域的响应特征。这些

研究通过历史序列刻画水位或径流的变化，为采用时序网络描述出力与发电流量之间的关系提供了方法参考。 
物理模型与深度学习的耦合主要通过控制方程或参数约束引导网络学习，或利用物理模型构造网络输入和

学习目标[7]-[9]。三峡至葛洲坝河段较短，区间无支流汇入，可采用时移与幅度修正概化入库过程，并以水量平

衡计算库容变化。葛洲坝发电耗水率随运行水头、机组效率和机组组合变化。以发电耗水率连接物理概化与

LSTM，可将出力向流量的转换单独作为学习任务，再依据水量平衡递推坝前水位。本文据此构建日内耦合预测

方法，并利用 6 个调峰案例校核其过程误差与日末绝对误差。 
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2. 物理概化与 LSTM 耦合预测方法 

2.1. 河段传播与水量平衡概化 

三峡至葛洲坝河段采用时移与幅度修正概化流量传播。时移描述上游下泄变化到达下游的时间差，幅度修

正调整传播前后的流量尺度。离散计算以 k 表示时段序号，Δt 表示时段长度；传播时滞 τ 对应的移位时段数记

为 d。葛洲坝概化入库流量表示为： 

 ( ) ( )*
in uQ k Q k dα= −  (1) 

式中： ( )*
inQ k 为第 k 时段葛洲坝概化入库流量； ( )uQ k d− 为此前 d 个时段的三峡出库流量；d 为经验时滞对应

的移位时段数；α为幅度调整系数。 
传播参数根据历史上下游流量过程确定：在一般流量条件下，识别上下游过程对应的波峰、波谷，计算其

出现时刻之差，取均值作为传播时滞 τ，并按计算时间间隔换算为移位时段数 d；按该时滞配准上下游流量后，

逐时段计算下游流量与对应上游流量的比值，以比值的算术平均值确定 α。本研究选取枯水期小幅调峰过程，结

合两坝间河段较短、区间无明显支流汇入的条件，采用式(1)表征传播时滞和流量尺度差异。该概化以区间来水

可忽略、传播前后波形变化较小为前提，利用时移保留原流量过程的波形，忽略河道调蓄引起的波形展宽。记

( )1Z k − 和 ( )Z k 分别为第 k 时段初、末的葛洲坝坝前水位，该时段的水量平衡关系为： 

 
( ) ( ) ( ) ( )
( ) ( ) ( ) ( )

*
in out

out g spill

1V Z k V Z k Q k Q k t

Q k k P k Q kε

 = − + − ∆        
= +

 (2) 

式中： ( )V ⋅ 为葛洲坝水位–库容关系，库容单位为 m3，水位单位为 m； ( )*
inQ k 、 ( )outQ k 和 ( )spillQ k 分别为第 k

时段的概化入库、总出库和泄流量，均按时段平均流量计，单位为 m3/s； ( )gP k 为同期葛洲坝平均出力，单位为

万 kW； ( )kε 为发电耗水率，即单位出力对应的发电流量，单位为 m3/(s·万 kW)。无泄流时 ( )spillQ k 取 0。本文

Δt 为 15 min，代入水量平衡时取 900 s。 

2.2. 发电耗水率的 LSTM 预测 

耦合模型以发电耗水率为预测对象，以 15 min 为时间间隔，将连续运行序列作为 LSTM 输入。耗水率标签

由概化入库和实测库容变化反算，其取值同时受电站运行状态和河段传播概化的影响。水量平衡将耗水率预测

与库容变化联系起来，使水位递推满足时段水量收支关系。网络采用连续 N 个时段的滑动窗口，第 k 时段的输

入向量 kx 包括时滞配准的三峡出力 ( )uP k d− 、葛洲坝出力 ( )gP k 和时段初坝前水位 ( )1Z k − ，分别表征上游运行

过程、当前发电出库需求和起始库容状态。LSTM 通过隐藏状态和单元状态传递窗口内的历史信息，窗口末端

的隐藏状态经全连接输出层映射为耗水率： 

 
( ) ( )
( ) ( )

1 1, LSTM
ˆ

, ,k k k k k

k

h C x h C

k f hθε
− −=

=
 (3) 

式中： kh 和 kC 分别为第 k 时段的隐藏状态和单元状态； fθ 表示由全连接层和反标准化组成的输出映射，θ为网

络输出层参数。预测值 ( )ˆ kε 恢复到耗水率的原始量纲后参与流量换算。 

2.3. 耗水率标签构造与模型耦合 

耗水率标签构造采用与预测阶段相同的时段定义。按式(1)计算概化入库流量，以相邻实测水位确定库容增

量，再按水量平衡反算总出库流量。从总出库流量中扣除同期泄流量，得到发电出库流量。在葛洲坝出力大于 0
的发电时段，将发电出库流量除以同期出力，得到训练标签： 
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( ) ( ) ( )

( ) ( ) ( ) ( )
( ) ( )
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in spill*
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g

1

, 0

V k V Z k V Z k

Q k V k t Q k
k P k

P k
ε

∆ = − −      
− ∆ ∆ −

= >
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式中： ( )V k∆ 为第 k 时段的实测库容增量，单位为 m3，正值表示蓄水、负值表示消落； ( )* kε 为反算的发电耗

水率训练标签，单位为 m3/(s·万 kW)。 ( )1Z k − 和 ( )Z k 取该历史时段初、末的实测水位， ( )gP k 和 ( )spillQ k 分别

取同期实际出力和泄流量； ( )*
inQ k 为式(1)给出的概化入库流量， ( )V ⋅ 和 t∆ 的定义同 2.1 节。LSTM 以 ( )* kε 为监

督标签，学习运行状态与发电耗水率之间的关系。 
预测阶段先按式(1)计算第 k 时段概化入库流量，再由 LSTM 输出发电耗水率预测值 ( )ˆ kε 。将该预测值与同

期计划出力 ( )gP k 相乘，并加上计划泄流量 ( )spillQ k ，得到总出库流量；随后由式(2)计算时段末库容，通过水

位–库容关系反求预测水位 ( )Ẑ k 。该预测水位作为下一时段的初始状态，依次完成预测日内的水位递推。图 1
给出模型训练与水位预测的衔接关系。 
 

 

图 1. 物理概化与 LSTM 耦合的葛洲坝坝前水位预测流程 

3. 梯级水库工程应用案例 

3.1. 研究区域与案例选取 

本文研究对象为三峡至葛洲坝约 38 km 河段，区间无明显支流汇入，预测变量为葛洲坝坝前水位。评价资

料取自 2025 年枯水期，时间间隔为 15 min，运行变量包括两坝出力、三峡出库流量、葛洲坝坝前水位和泄流量。

案例按调峰出力过程的线型选取，以小幅调峰、日内出力计划调整幅度较小为原则，形成 6 个典型日工况。参

考两坝调峰试验的出力变化量级[10]，本文将三峡、葛洲坝日内出力峰谷差分别不超过 200 万 kW 和 20 万 kW
作为小幅调峰的判别范围。日内计划调整以葛洲坝各时段调整后出力计划相对原计划的改变量绝对值计，其日

均值不超过 2 万 kW。各工况对应的水位过程包括先降后升、先升后降及多次升降等形态，用于比较两类模型在

这些基础调峰工况下的水位预测误差。 

3.2. 模型设置 

耦合模型与直接水位 LSTM 均采用 8 时段滑动窗口，输入包括时滞配准的三峡出力、葛洲坝出力和时段初
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坝前水位。网络由两级 LSTM 和全连接层构成，LSTM 隐藏维数依次为 64 和 128，全连接层维数为 128-64-1，
中间采用线性整流函数(ReLU)激活。两种网络分别输出当前时段耗水率和时段末坝前水位。训练样本由标准化

后的历史运行序列按滑动窗口构造，耦合模型以 2.3 节反算的发电耗水率为标签，直接水位 LSTM 以同期实测

时段末水位为标签。两类网络均采用平滑 L1 损失(Smooth L1)和 Adam 优化器，并结合学习率衰减更新参数。训

练所得模型用于表 1 的 6 个工况，预测输出经反标准化恢复原始量纲。各预测日以起算前实测运行序列构成初

始窗口，起算水位记为 Z(0)，随后将各自预测水位反馈至后续窗口。两类模型采用相同的起算时刻、初始运行

序列和调度边界进行单日递推。传播参数在预测前确定，预测日内实测水位仅用于计算误差。 

3.3. 水位预测结果与误差分析 

每个案例对应一个预测日，包含 96 个 15 min 时段。图 2 按工况 1 至 6 展示两类模型的水位过程，表 1 汇

总对应误差及工况间描述统计。采用平均绝对误差(MAE)、均方根误差(RMSE)评价全过程偏差，以日末绝对误

差评价预测终点偏差： 

 
1

1 ˆMAE
T

t t
t

y y
T =

= −∑  (5) 

 ( )2

1

1 ˆRMSE
T

t t
t

y y
T =

= −∑  (6) 

 end ˆT TZ y y∆ = −  (7) 

式中： ( )y t 和 ( )ŷ t 分别为第 t 个时段末的实测和预测水位；t 为指标求和下标，与前文时段序号 k 含义相同；T
为评价时段数，本文 T = 96； endΔZ 为第 96 个时段末预测水位与实测水位之差的绝对值。 
 

 
(a) 工况 1                           (b) 工况 2                           (c) 工况 3 

 
(d) 工况 4                           (e) 工况 5                           (f) 工况 6 

图 2. 6 个调峰工况下两类模型的葛洲坝坝前水位预测过程 
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表 1. 6 个调峰工况下两类模型的水位预测误差及工况间统计 

工况 直接水位 LSTM 
MAE/m 

直接水位 LSTM 
RMSE/m 

耦合模型 
MAE/m 

耦合模型 
RMSE/m 

直接水位 LSTM 
日末绝对误差/m 

耦合模型 
日末绝对误差/m 

1 0.11 0.13 0.08 0.10 0.18 0.01 

2 0.15 0.17 0.06 0.07 0.27 0.02 

3 0.04 0.05 0.05 0.07 0.07 0.07 

4 0.15 0.17 0.06 0.07 0.30 0.01 

5 0.07 0.08 0.08 0.09 0.16 0.06 

6 0.23 0.30 0.06 0.07 0.64 0.02 

平均 0.13 0.15 0.07 0.08 0.27 0.03 

中位数 0.130 0.150 0.060 0.070 0.225 0.020 

标准差 0.067 0.088 0.012 0.013 0.199 0.026 

最小值 0.040 0.050 0.050 0.070 0.070 0.010 

最大值 0.230 0.300 0.080 0.100 0.640 0.070 

注：中位数、标准差及极值依据表中 6 个工况的两位小数指标计算，反映工况间差异；标准差采用 n − 1 分母(n = 6)。 
 

耦合模型在工况 1、2、4 和 6 中同时降低 MAE 和 RMSE，6 个工况的平均 MAE、RMSE 分别为 0.07 m 和

0.08 m，低于直接水位 LSTM 的 0.13 m 和 0.15 m。工况 3 和 5 的 MAE 则分别由 0.04 m、0.07 m 增至 0.05 m、

0.08 m，说明过程误差的改善随工况而异。直接水位 LSTM 与耦合模型的 MAE 中位数分别为 0.130 m 和 0.060 
m，样本标准差分别为 0.067 m 和 0.012 m；在这 6 个案例中，耦合模型的 MAE 在工况间变化较小。 

耦合模型在 5 个工况中降低日末绝对误差，工况 3 与直接水位 LSTM 持平。日末绝对误差的工况间中位数

由 0.225 m 降至 0.020 m，最大值由 0.640 m 降至 0.070 m。工况 6 的日末绝对误差由 0.64 m 降至 0.02 m，对平

均日末绝对误差的下降贡献较大。图 2(a)、图 2(b)、图 2(d)的先降后升过程及图 2(f)的先升后降过程显示，两类

模型在波动后段逐渐出现差异，耦合模型的日末水位更接近实测值。图 2(c)、图 2(e)对应工况 3 和 5，直接水位

LSTM 的 MAE 和 RMSE 均较小，但工况 5 中耦合模型的日末绝对误差更小，反映了过程误差与终点误差的区别。 

4. 结论 

1) 以历史水量平衡反算的发电耗水率连接 LSTM 与物理概化模型，可将耗水率估计转换为发电出库流量，

并依据水量平衡递推计算日内坝前水位。该方法显式计入计划出力和泄流对库容变化的影响。 
2) 在 6 个枯水期小幅调峰工况中，耦合模型在 4 个工况下同时降低 MAE 和 RMSE，在 5 个工况下降低日

末绝对误差。工况 3 和 5 的过程误差高于直接水位 LSTM。 
3) 本文方法适用于区间来水可忽略、传播前后波形变化较小的短河段。应用时，需利用历史运行资料确定传播

参数并构造耗水率训练样本，再以起算水位和给定调度计划进行水位递推。对枯水期小幅调峰且日内出力计划调整

幅度较小的工况，可比较不同出力、泄流安排对应的日内水位过程及日末水位，为调度方案选择提供依据。 
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