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摘  要 

本文从量化分析的角度出发，建立了多种机器学习模型对UCI数据库中的服装厂员工生产效率数据进行

了研究。本文首先从物质激励、工作负荷、生产事故、目标促动四个维度构建了多维指标体系来对目标

变量实际生产效率进行预测。为了获得良好的分类预测效果，本文建立了不同核函数配置的支持向量机、

核密度朴素贝叶斯和随机森林共6个机器学习模型，其中随机森林的测试集分类正确率最高，为83.20%。

其次，本文对初始随机森林模型进行了参数优化，优化随机森林模型的泛化能力有所提升。最后，本文

根据随机森林特征重要性，分析得出了影响实际生产效率的最重要的因素。 
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Abstract 
From the perspective of quantitative analysis, this paper established a variety of machine learning 
models to study the productivity data of garment factory employees in the UCI database. A mul-
ti-dimensional index system from four dimensions of material incentive, workload, production 
accident and target actuation was constructed to predict the actual productivity of target variable. 
Then six machine learning models including SVM with different kernels, kernel density naive 
Bayes, random forest were established to obtain satisfactory results. The test set’s classification 
accuracy of random forest was the highest, which was 83.20%. Then, the parameter of the initial 
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random forest was optimized, and the generalization ability of the model was improved. Finally, 
based on the features importance obtained by the random forest model, this paper analyzed and 
concluded the most important factors affecting the actual productivity. 
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1. 引言 

我国作为制造业大国，拥有众多劳动密集型的制造行业，员工是生产链中必不可少的一环，企业能

否高效完成生产活动来应对产品的巨大需求很大程度上取决于制造企业员工的生产和交付绩效，及时有

效地对员工生产效率进行分析和预测可以帮助企业管理者更好地做出决策，进而制定更加合理、先进的

管理和生产模式[1]。 
关于员工生产效率的研究，可大致分为理论探讨和实例研究两方面。理论探讨方面，Jose L. Zofio 和

Angel M. Prieto (2007)通过数据包络分析(DEA)评估投入产出框架中的生产效率[2]。尚倩(2013)进行了基

于心理负荷的生产效率研究，深度挖掘了情绪和心态疲劳等心理负担对员工生产效率的影响[1]。Novotná 
M.和 Volek T. (2015)分析了生产要素效率与农业企业财务绩效之间的相关性[3]。张晓洁(2019)阐述了员工

在企业中扮演的角色及其特点，提出可以从物质、精神、反向激励和定期沟通等方面来提高员工的积极

性及其生产效率[4]。实例研究方面，徐晓波(2016)以 K 公司生产线员工的工作绩效为研究对象，分析其

影响因素并给出了提升方案[5]。牛金凤(2021)探究了内蒙古光伏企业的生产效率及其影响因素，从提高

企业能力与改善外部环境两方面提供了生产效率优化建议[6]。纵观国内外学者对于员工生产效率的研究，

大多是从理论层面来进行定性分析，少有针对具体案例的量化研究。因此，本文选择针对实例进行量化

分析，研究内容一定程度上可以丰富该领域的现有成果。 
服装业是现代化工业的典例之一，也是我国重要的高度劳动密集型产业，手工流程多，因此将服装

产业的员工生产效率作为研究对象具有很强的代表性。本文根据 UCI 数据库中的 Productivity Prediction of 
Garment Employees Data Set，挖掘影响服装厂员工生产效率的各类因素，并使用机器学习进行生产效率

分类预测，进而为企业优化生产效率提供指导。 

2. 理论基础 

2.1. 支持向量机 

支持向量机(SVM)是一种广义线性分类器，其主要工作是寻找在特征空间上的最大间隔超平面，对

于线性不可分的样本可通过核技巧转化为线性可分问题。如图 1 所示， 0b⋅ + =xω 即为分隔超平面，这

样的分隔超平面有多个，但几何间隔最大的超平面只有一个。 
假设给定一个特征空间上的训练样本集 ( ) ( ) ( ){ }1 1 2 2, , , , , ,N NS y y y= x x x ，其中 

{ }, 1, 1 , 1,2, ,n
i iy i N∈ ∈ + − =x  ， ix 为第 i 个特征向量， iy 为标签，+1 和‒1 对应正例和负例的取值。在

线性可分的情况下，对于 S 和超平面 0b⋅ + =xω ，定义超平面的间隔为 
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Figure 1. Schematic diagram of SVM 
图 1. 支持向量机原理图 
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求得最大分隔超平面的问题转化为以下约束最优化问题[7]： 
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2.2. 核密度朴素贝叶斯 

朴素贝叶斯分类是一种基于概率论的分类算法，在实际情况中，特征变量之间可能存在相关关系，

并且当不同特征变量的分布呈现非离散和多态时，朴素贝叶斯分类算法往往会出现问题。因此，基于核

密度估计的朴素贝叶斯算法被提出。 
核密度估计是一种非参数概率估计方法，其表达式为[8] 

( )ker 1

1 p i
i

x Xf x K
ph h=

− =  
 

∑                              (6) 

其中， 1 2, , , pX X X 是随机变量 x 的 p 个样本，h 为平滑参数， ( )K ⋅ 为核函数。本文中使用的核函数为

box 核函数，其表达式如下 

( ) { }0.5 1K t I t= ≤                                 (7) 

2.3. 随机森林 

随机森林作为 Bagging 算法的代表具有较强的泛化能力，适合处理大规模数据，还可以衡量各个特

征的重要性。随机森林是由多棵子决策树组成的集成分类器，在特征变量和样本的选择上具有随机性，

其最终输出的类别是子决策树输出类别的众数。随机森林的参数设置会极大影响其性能，决策树的数目

是模型最重要的参数之一。树的数量过少，模型的学习效果欠佳，容易陷入欠拟合。树的数量增加到一

定程度后，模型的表现不会有显著的提升，运行负担加重，甚至存在过拟合风险。 
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3. 服装厂员工生产效率预测建模 

3.1. 数据来源及变量介绍 

本文的数据来自UCI数据库中的Productivity Prediction of Garment Employees Data Set (服装厂员工生

产效率预测数据集)，原始数据提供了某服装厂 2015 年 1 月到 2015 年 3 月的 1197 条日度数据，共有 15
个变量。本文从中筛选出 1160 个有效样本，将工人的实际生产效率 actual_productivity 作为待预测的目

标变量。考虑到员工的工作状态主要由外部环境与内在精神两方面决定，本文从物质激励、工作负荷、

生产事故、目标促动这四个反映外部生产环境、影响员工内在情绪的维度筛选出 7 个特征变量构造初始

指标体系来对目标变量实际生产效率进行预测，如表 1 所示。物质激励有利于调动员工生产积极性，使

员工心情愉悦，工作热情高涨从而提高实际生产效率。工作负荷方面，服装样式更改意味着计划外的生

产工作，任务所需时间和加班时间过长会增加劳动强度，这都有可能引起员工的不满情绪，导致实际生

产效率降低。生产事故的发生会打乱原有生产节奏，对实际生产效率带来负面影响。目标生产效率对实

际生产效果具有导向作用，员工会根据每日给定的目标来调整工作强度，适宜的目标能够给员工一定的

压力从而减少其怠慢工作的可能性。 
 

Table 1. Initial indicator system 
表 1. 初始指标体系 

维度 特征变量 含义 

激励因子 incentive 支持或激励特定行动方案的财务激励金额 

负荷因子 

over_time 每个团队的加班时间 

no_of _style_change 产品样式的更改次数 

smv 标准分钟值，指分配的任务时间 

事故因子 
idle_time 因特殊情况导致生产中断的时长 

idle_men 因生产中断而闲置的工人数量 

目标因子 targeted_productivity 管理局设置的目标生产效率(取值为 0~1) 

3.2. 建模流程 

服装厂员工生产效率预测建模流程如图 2 所示。本文首先从物质激励、工作负荷、生产事故、目标

促动四个维度选择出 7 个初始特征变量和 1 个目标变量，构造了多维指标体系来对目标变量实际生产效

率进行预测。其次对样本进行缺失值和离群值处理，应用斯皮尔曼相关系数法进行特征筛选，得到最终

样本和最终特征变量。最后利用机器学习模型进行预测。 

3.3. 数据预处理 

3.3.1. 缺失值、离群值处理 
首先利用 SPSS 对样本数据进行缺失值检测，无缺失值。其次使用 SPSS 和 Matlab 对样本数据进行

离群值检测和描述统计分析，统计分析表和箱线图如表 2、图 3 所示。 
由表 2 和图 3 可以看出，变量 targeted_productivity、over_time、incentive、idle_time、idle_men、

no_of_style_change 和 actual_productivity 这 7 个变量存在离群值。 
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Figure 2. Modeling process 
图 2. 建模流程图 

 

 
Figure 3. Boxplots 
图 3. 箱线图 
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Table 2. Statistical analysis table 
表 2. 统计分析表 

变量名 样本量 最大值 最小值 平均值 标准差 中位数 

targeted_productivity 1160 0.8 0.07 0.728 0.099 0.75 

smv 1160 54.56 2.9 15.015 11.005 15.26 

over_time 1160 25,920 0 4575.302 3363.476 3960 

incentive 1160 3600 0 37.013 162.301 0 

idle_time 1160 300 0 0.753 12.91 0 

idle_men 1160 45 0 0.381 3.32 0 

no_of_style_change 1160 2 0 0.155 0.434 0 

actual_productivity 1160 0.999995238 0.233705476 0.726 0.169 0.754 

 
对于 over_time 变量，离群点只有一个，值为 25,920，这与其它值相差过大，所以应当剔除；对于

incentive 变量，物质激励不会每日发放，离群点共有 10 个，但物质激励金额高于一般取值的原因很可能

与领导者的决策有关，例如发放福利来调动员工积极性，因此 incentive 变量的离群点予以保留。对于

idle_time 变量，离群点共有 18 个，工厂绝大部分时候都处于正常运转常态，出现事故的次数很少，因此

idle_time 的取值大都为 0，而一旦出现事故，其造成的停工时长难以确定，实际生产中必须考虑意外的

发生，因此 idle_time 的离群点属于自然离群点，予以保留；对于 idle_men 变量，离群点共有 18 个，其

与 idle_time 离群点出现的日期完全一致，当生产正常进行时，所有工人都会有分配的任务需要完成，因

此 idle_men 取值也大都为零，而当意外发生时，部分工人的工作无法进行而处于闲置状态，闲置工人的

数量也与事故的严重程度密切相关，数量难以确定，因此 idle_men 的离群点属于自然离群点，予以保留。

对于 no_of_style_change 变量，离群点共有 147 个，统计可得该变量的取值只有 0、1 和 2 三个，且绝大

多数工作日的取值都为 0。工厂的运作按照生产计划执行，服装样式都已事先规定，当客户需求突变或

者原材料供应出现问题时，工厂才会被迫更改既有服装样式，并且样式更改次数一日内不会过多，因此

no_of_style_change 离群点属于自然离群点，予以保留。对于 actual_productivity 变量，离群点共有 62 个，

最小值为 0.233705476，造成实际生产率低下的原因有多种，这也是本文需要重点关注的部分，因此

actual_productivity 的离群点予以保留。最后，对于 targeted_productivity 变量，离群点共有 79 个，下邻为

0.6，最小值为 0.07。目标生产效率为 0.07 显然不符合实际，另外根据马斯洛需求理论和员工激励理论，

员工在工作中还有自我实现和自我超越的需求，过低的目标不利于调动员工的生产积极性，反而会削弱

员工的生产力。由表 2 可得，actual_productivity 的均值为 0.726，在工厂实际生产率普遍不低的情况下，

管理者制定过低的目标生产效率的做法并不可取，在实际情况中应当避免，因此 targeted_productivity 的

离群点予以剔除。 
经过缺失值和离群值处理，共剔除 79 个样本，最终得到 1081 个样本。 

3.3.2. 特征筛选 
本文选择斯皮尔曼相关系数法来进行特征筛选，目标变量与各个特征变量的相关系数值和显著性如

表 3所示。由表 3可得 targeted_productivity、incentive与 actual_productivity呈显著正相关，smv、over_time、
idle_men、idle_time、no_of_style_change 与 actual_productivity 呈负相关，这与实际情况相符。 
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Table 3. Spearman correlation coefficient 
表 3. 斯皮尔曼相关系数 

特征变量 斯皮尔曼相关系数值 

targeted_productivity 0.4081 (0.000***) 

smv −0.09864 (0.001***) 

over_time −0.03926 (0.197) 

incentive 0.1979 (0.000***) 

idle_time −0.1468 (0.000***) 

idle_men −0.1469 (0.000***) 

no_of_style_change −0.229 (0.000***) 

 
本文通过 P 值显著性来筛选出与目标变量相关关系显著的特征变量，over_time 的 P 值为 0.197，与

目标变量的相关关系不显著，因此予以剔除。最终指标体系如表 4 所示。 
 

Table 4. Final indicator system 
表 4. 最终指标体系 

维度 特征变量 

激励因子 X1: incentive 

负荷因子 
X2: no_of _style_change 

X3: smv 

事故因子 
X4: idle_time 

X5: idle_men 

目标因子 X6: targeted_productivity 

3.3.3. 数据归一化 
为了消除量纲的影响，需要进行归一化处理，本文采取 min-max 标准化，将特征变量的值映射到[0, 1]

区间内，变换函数如下 

* min
max min

xx −
=

−
                                      (8) 

其中，𝑥𝑥为某一特征变量的取值，max为该特征变量的最大值，min为该特征变量的最小值。 

3.4. 类别划分及模型评估指标 

为了便于后续机器学习的分类预测，本文将目标变量 actual_productivity 按照范围分成高效和非高效

两类，由于 targeted_productivity的中位数为 0.75，因此将 actual_productivity取值不超过 0.75 的归为非高

效，记为类别 1，将取值大于 0.75 的归为高效，记为类别 2。 
为了衡量模型的泛化能力，本文将模型在测试集上的分类正确率作为衡量模型性能的指标。 

11 22

11 12 21 22

Accuracy x x
x x x x

+
=

+ + +
                               (9) 
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𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴为分类正确率， ijx 为实际类别为 i，预测类别为 ( ) , 1,2j i j = 的样本个数，测试集分类正确

率越高，表明模型的泛化能力越强。 

4. 实验结果与分析 

本文将 1081 个样本随机打乱，按照 7 比 3 的比例划分训练集和测试集，将前 756 个样本作为训练集，

后 325 个样本作为测试集。 

4.1. 各模型的参数设置与实验结果 

4.1.1. 各模型的参数设置 
本文利用 Matlab 2022a 和 libsvm 来进行实验，对于支持向量机模型，核函数的选取对模型有较大的

影响，因此本文分别建立了 Linear-SVM、Poly-SVM、RBF-SVM 和 Sigmoid-SVM 模型，其参数设置如

表 5 所示。对于核密度朴素贝叶斯模型，Kernel 选择 box，其余参数选择默认。对于随机森林模型，其

参数设置如表 6 所示。 
 

Table 5. Parameters of SVM 
表 5. 支持向量机参数设置 

参数名 值 

惩罚系数 c 0.1 

gamma 0.1 

核函数 

linear 

poly 

rbf 

sigmoid 

 
Table 6. Parameters of random forest 
表 6. 随机森林参数设置 

参数名 值 

树的数目 trees 500 

叶子结点的最小样本数 minleaf 1 

OOB Prediction “on” 

OOB Predictor Importance “on” 

4.1.2. 各模型的实验结果 
为了降低偶然性，将程序运行 10 次，取 10 次分类正确率的平均值作为模型的最终分类正确率，各

模型的结果如表7所示。可以看出随机森林的表现最好，分类正确率达到了83.2000%，其次是Linear-SVM、

RBF-SVM、Sigmoid-SVM，分类正确率分别为 75.6308%、75.3846%和 75.4872%，核密度朴素贝叶斯模

型和 Poly-SVM 表现最差，分类正确率只有 62.6462%和 61.9081%。通过比较各模型的分类正确率可以看

出，采用集成算法的随机森林模型的表现明显优于支持向量机、核密度朴素贝叶斯两个单一分类模型，

体现了集成算法的优越性。 
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Table 7. Result of each model 
表 7. 各模型实验结果 

模型 平均分类准确率 

Linear-SVM 75.6308% 

Poly-SVM 61.9081% 

RBF-SVM 75.3846% 

Sigmoid-SVM 75.4872% 

核密度朴素贝叶斯 62.6462% 

随机森林 83.2000% 

4.2. 随机森林参数优化 

树的数目是随机森林最重要的参数之一，树的数量过多容易陷入过拟合且对模型效能的提升作用不

大。但是，树的数量过少则会导致欠拟合，模型的学习力度不够。因此本文在保证泛化能力的前提下尽

量减少树的数目来实现模型的优化。 
随机森林的袋外误差 oobError 是对泛化误差的无偏估计，因此本文根据 oobError 的变化情况选择合

适的树的数目，图 4 为随机森林的 oobError 变化情况，可以看出，当树的个数增加到 100 以后，oobError
的值基本处于稳定，因此本文在随机森林初始模型的基础上将树的数目从 500 改为 100，得到参数优化

后的最终模型。 
 

 
Figure 4. Change of oobError 
图 4. oobError 变化 

 
将随机森林的优化模型运行 10 次，得到的测试集平均分类正确率达到了 83.8461%。与初始模型相

比，优化模型的分类正确率略有提升，证明参数优化是有效的。 

4.3. 随机森林特征重要性分析 

为了进一步挖掘影响实际生产效率的因素，本文通过参数优化后的随机森林模型的特征重要性来进

行更深入的分析。参数优化后的随机森林模型得出的 6 个最终特征变量重要性如图 5 所示，根据特征贡

献度，重要性排名前三的特征变量依次为 targeted_productivity，incentive 和 smv。而 no_of_style_change、
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idle_men 和 idle_time 属于发生概率较小的意外事件，对日常实际生产效率的影响总体不大。因此在实际

生产过程中，工厂管理者应当注重制定合理的目标和生产计划，并关注员工的心理状态，可适当采取物

质激励和精神激励相结合的方式来提高员工的工作积极性。 
 

 
Figure 5. Feature importance 
图 5. 特征重要性 

5. 结语 

本文对 UCI 数据库中的服装厂员工生产效率数据进行了研究，建立了多种机器模型来对实际生产效

率进行预测。其中随机森林测试集分类正确率最高，为 83.2000%。为了降低过拟合风险和减轻运行负担，

本文对初始随机森林模型的树的个数进行了优化，优化后的随机森林测试集分类正确率达到了

83.8461%，模型的泛化能力有所提升。 
最后，本文根据随机森林模型的特征重要性分析得出影响实际生产效率的最重要的三个因素依次为

目标生产效率、物质激励和分配的任务时间。这对同服装厂类似的劳动密集型企业具有一定借鉴意义。 
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