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摘 要

核插值估计凭借隐式正则化带来的良性过拟合特性，已成为统计学习中突破经典偏差 - 方差权衡
框架的重要研究方向。然而，单核函数难以适配复杂数据的多尺度特征，也无法自适应匹配核矩

阵未知的特征值衰减规律，导致其在实际应用中性能受限。针对上述问题，本文将核插值的隐式

正则化理论框架扩展至多核学习场景，提出一种自适应多核插值估计方法。该方法利用 M 个正定

内积核的线性组合构造多核函数，通过自适应优化核权重，克服单核插值在复杂数据表示与带宽

选择上的局限，使模型具备自适应实现最优隐式正则化的能力。本文进一步建立了多核插值估计

量积分平方风险的数据依赖型上界，并证明在高维情形下，该估计量以高概率满足泛化误差的收

敛性。
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Abstract

Kernel interpolation estimators have emerged as a prominent direction in statistical
learning for overcoming the classical bias-variance trade-off, due to the benign over-
fitting enabled by implicit regularization. Nevertheless, single kernel functions are
inadequate for capturing the multi-scale features in complex data and cannot adap-
tively match the unknown eigenvalue decay of the kernel matrix, which restricts their
practical performance. To tackle these limitations, this paper extends the theoretical
framework of implicit regularization for kernel interpolation to the setting of multi-
ple kernel learning and proposes an adaptive multiple kernel interpolation estimator.
The proposed estimator constructs a composite kernel as a linear combination of M
positive definite inner-product kernels. By adaptively optimizing the kernel weight-
s, it alleviates the drawbacks of single-kernel interpolation in representing complex
data and selecting bandwidths, allowing the model to achieve optimal implicit regu-
larization in a data-driven manner. Furthermore, we derive a data-dependent upper
bound for the integrated squared risk of the multiple kernel interpolation estimator
and prove that the estimator achieves convergence of the generalization error with
high probability under high-dimensional settings.
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1. 引言
在经典统计学习理论中，泛化误差的分析高度依赖于模型复杂度。Vapnik 构建的统计学习基

本框架 [1] 以及 Geman 等人提出的偏差 -方差困境 (Bias-Variance Dilemma) [2] 是这一领域的基
石。后续研究借助 Rademacher 复杂度与 VC 维等数学工具 [3] [4] 进一步完善了误差上界的理论
体系，形成了模型复杂度必须与可用样本规模相匹配的传统认知。

然而，近年来的一些研究打破了这一传统认知。Belkin 等人 [5] 通过实验指出，过度参数化
的高维模型在实现零训练误差 (即完美插值数据) 后，其测试误差并未如传统理论预测那般发散，
反而随着模型复杂度的进一步增加而再次下降。Nakkiran 等人 [6] 将这一突破传统 U 型风险曲线
的现象形式化为“双下降”(Double Descent)。Bartlett 等人 [7] 首次在无岭线性回归 (Ridgeless
Linear Regression) 中证明了“良性过拟合”(Benign Overfitting) 的存在条件；随后，Tsigler 和
Bartlett [8] 将该结论推广至一般性的岭回归模型，而 Frei 等人 [9] 则揭示了非线性模型中同样存
在良性过拟合的理论边界。

在这一非传统泛化现象的理论探究中，基于再生核希尔伯特空间 (RKHS，H) 的模型由于其
完备的数学性质，成为了重要的分析工具 [10] [11]。在经典的核估计中，高维情形下通常必须引入
显式的 Tikhonov 正则化项 λ∥f∥2H 以规避过拟合 [12]。

min
f∈H

1

n

n∑
i=1

(f(xi)− yi)
2 + λ∥f∥2H, (1.1)

然而，Liang 和 Rakhlin [13] 的性研究证实，在去除显式正则化 (即设 λ → 0) 的情形下，核
“无岭”回归 (Kernel Ridgeless Regression) 不仅能够精确插值训练数据，还能实现渐进一致收敛。
本文后续讨论中将这种方法称之为核插值 (Kernel Interpolation) 方法。

这种无需人工设定惩罚项的泛化能力，本质上源于模型的“隐式正则化”(Implicit Regular-
ization)。Neyshabur 等人 [14] 最早探讨了深度学习中隐式正则化的作用；随后，Jacot 等人 [15]
提出的神经正切核 (Neural Tangent Kernel) 理论为分析宽泛模型的插值行为提供了基础；Arora
等人 [16] 进一步给出了细粒度的优化与泛化分析；而 Rakhlin 与 Zhai [17] 则严格证明了在拉普拉
斯核中，这种插值一致性是由高维空间中核矩阵特征值衰减规律主导的高维现象。

尽管单核插值估计的理论框架已初具规模，但在真实的复杂应用场景中，数据往往蕴含多

尺度的几何特征。固定的单一核函数难以自适应地匹配未知数据的谱特征衰减规律。多核学习

(Multiple Kernel Learning, MKL) 因其能够融合不同尺度的特征表示，长期以来被视为解决核选
择难题的有效途径 [18]- [20]，且其在经典非插值状态下的泛化边界已有充分讨论 [21]。由此，本文
旨在结合单核插值的现有研究，将多核学习方法引入核插值估计的理论框架，提出一种自适应多

核插值估计方法。考虑由 M 个基础内积核经凸组合构成的多核函数：

Kmulti =
M∑

m=1

ωmKm,
M∑

m=1

ωm = 1, ωm ≥ 0. (1.2)

本文将探究在多核插值设定下，模型如何在训练过程中自适应优化组合权重 ωm，通过匹配真

DOI: 10.12677/pm.2026.165133 82 理论数学

https://doi.org/10.12677/pm.2026.165133


梁维俊，崔文泉

实数据的特征谱衰减，从而达到最优的隐式正则化效果。这一研究不仅填补了多核学习在良性过

拟合领域的理论空白，也为高维复杂数据的精准预测提供了更为鲁棒的估计方法。

2. 方法及理论

2.1. 符号说明

为了行文的简洁与严谨，本文在后续的理论推导中统一采用以下数学符号约定：

• 基本数学与矩阵：对任意给定的矩阵 A，分别记 A⊤ 为其转置。Tr(A) 表示方阵 A 的迹。

λj(A) 表示半正定矩阵 A 的第 j 大特征值。I 表示适当维度的单位矩阵，1 表示全 1 向量。

δij 为克罗内克函数，当且仅当 i = j 时取值为 1，否则为 0。

• 范数与空间：对于向量 v，||v|| 默认表示其欧几里得范数 (l2 范数)。对于矩阵 A，||A||op 表示

其算子范数。||A||F 表示其 Frobenius 范数。L2
µ 表示关于概率测度 µ 的平方可积函数空间。

• 渐近记号：对于两个实值序列 an 与 bn，当存在绝对常数 C > 0 使得 |an| ≤ C|bn| 成立时，
记为 an = O(bn)。

• 伴随算子：对于算子 A ，A∗ 用于表示其伴随算子。

2.2. 模型介绍

本文考虑标准的非参数回归设定。假设我们观测到 n个独立同分布 (i.i.d.)的样本 {(xi, yi)}ni=1，

其中协变量 xi 取值于紧致域 Ω ⊂ Rd，响应变量 yi ∈ R。假设数据生成自某一未知概率分布
µ(x, y)，我们的核心目标是估计条件期望函数 f∗(x) = E[y|x]。

在基于再生核希尔伯特空间 (RKHS，记为 H) 的单核估计中，最小范数插值解定义为：

f̃ = arg min
f∈H

||f ||H, s.t. f(xi) = yi, ∀i. (2.1)

设 X ∈ Rn×d 是行为 (x1, x2, ..., xn) 的矩阵，Y 是取值为 y1, y2, ..., yn 的向量，我们记

K(X,X) = [K(xi, xj)]ij ∈ Rn×n为核矩阵，对 x ∈ R记K(x,X) = [K(x, x1), ...,K(x, xn)] ∈ R1×n,
当核矩阵 K(X,X) ∈ Rn×n 可逆时，该插值估计存在闭式解 f̂(x) = K(x,X)K(X,X)−1Y。

然而，单一核函数难以自适应复杂数据的多尺度特性。为此，我们引入多核学习 (MKL) 机
制。考虑由 M 个不同的基础核函数线性组合构成的多核函数：

Kmulti(x, x
′) =

M∑
m=1

ωmKm(x, x′). (2.2)

其中 Km 为不同类型或带宽的正定基础核，ωm ≥ 0 为对应的权重 (通常约束
∑

ωm = 1)。多
核函数 Kmulti 是 M 个正定的函数的线性组合，也是正定核，由 Moore-Aronszajn 定理可知，存
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在唯一的 RKHS(记为 Hmulti) 以多核函数 Kmulti 为再生核。由此，我们定义多核插值估计为：

f̂multi = arg min
f∈Hmulti

||f ||Hmulti s.t. f(xi) = yi,∀i. (2.3)

其对应的闭式解扩展为：

f̂multi(x) = Kmulti(x,X)Kmulti(X,X)−1Y. (2.4)

本文旨在探究该多核插值估计量 f̂multi 在测试集上的积分平方风险 (泛化误差) 上界，即寻找
一个数据依赖的界限 ϕn,d(X, f∗)，使得 E(f̂multi(x)− f∗(x))

2 ≤ ϕn,d(X, f∗) 成立。

2.3. 多核积分算子与特征谱表示

为量化泛化误差，我们需要分析多核函数在特征空间中的行为。定义关于边缘概率测度 µ(x)

的多核积分算子 Tµ : L2
µ → L2

µ 为：

Tµf(z) =

∫
Kmulti(z, x)f(x)dµ(x). (2.5)

由谱定理，存在特征函数族 {ei(x)}pi=1 及其对应的非负特征值对角阵 T = diag(t1, ..., tp)，满
足满足

Tµei = tiei, 且

∫
ei(x)ej(x)dµ(x) = δij . (2.6)

利用 Mercer 谱表示，多核函数可分解为：

Kmulti(x, z) = e(x)⊤Te(z). (2.7)

对应的，我们在有限样本上定义经验多核算子 T̂ := 1
n
KmultiXK∗

multiX，其非零特征值与规范

化核矩阵 1
n
Kmulti(X,X) 完全一致。此时，多核插值估计量在谱空间中可等价表述为：

f̂multi(x) = e(x)∗Te(X)[e(X)∗Te(X)]−1Y. (2.8)

这一表示表明，多核插值的拟合能力与稳定性，本质上由基础核组合后的联合特征谱 T 以及

数据的经验投影 e(X) 共同决定。

2.4. 理论假设与多核曲率特征

为推导多核插值估计的泛化误差的数据依赖上界，我们首先给出数据分布与模型结构的基础

假设。

假设 2.1 (高维机制). 存在常数 c, C ∈ (0,∞)，使得维度与样本量之比满足 c ≤ d/n ≤ C。记总体

协方差矩阵 Σd = Eµ[xx
⊤]，其算子范数有界 ||Σd||op ≤ 1。

假设 2.2 (高阶矩条件). 数据处理后的随机向量 zi = Σ
−1/2
d xi 的各分量 zi(k)(1 ≤ k ≤ d) 独立同分

布，满足 Ezi(k) = 0，Var(zi(k)) = 1，且存在常数 m > 0，使得 |zi(k)| ≤ C · d 2
8+m。
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假设 2.3 (噪声有界). 存在常数 σ > 0 使得 E[(f∗(x)− y)2|x = x] ≤ σ2 几乎处处成立。

上述三条为处理高维随机矩阵的标准设定。而决定多核插值估计泛化特性的核心，在于基础

核函数的非线性映射结构：

假设 2.4 (有界非线性多核组合). 假设所有基础核 Km 均为内积核，即具有形式 Km(x, x′) =

hm( 1
d
⟨x, x′⟩)，其中 hm : R → R 在零点邻域光滑。此时，多核函数必然继承内积核的结构：

Kmulti(x, x
′) =

M∑
m=1

ωmhm

(
1

d
⟨x, x′⟩

)
, hmulti

(
1

d
⟨x, x′⟩

)
(2.9)

其中，非线性映射函数 hmulti(·) 即为各基础映射函数的加权组合。且对任意 x ∈ Ω，存在

常数 Am ∈ (0,∞)，使得 Km(x, x) ≤ Am, 1 ≤ m ≤ M , 则对于多核函数 Kmulti(x, x) =∑M
m=1 ωmKm(x, x) ≤

∑M
m=1 ωmAm,

∑M
m=1 ωm = 1, 记 Amulti =

∑M
m=1 ωmAm.

接下来定义函数 hm 与 hmulti 的曲率参数：

αm := hm(0) + h′′
m(0)

Tr (Σ2
d)

d2
, αmulti :=

M∑
m=1

ωmαm,

βm := h′
m(0), βmulti :=

M∑
m=1

ωmβm,

γm := hm

(
Tr (Σd)

d

)
− hm(0)− h′

m(0)
Tr (Σd)

d
, γmulti :=

M∑
m=1

ωmγm.

(2.10)

在单核插值理论中，参数 γ 代表了非线性核函数偏离线性映射的“弯曲程度”。单核插值的局

限在于其 γ 值是固定的：一旦核函数及其带宽选定，模型在面对具有不同噪声水平或谱衰减特性

的复杂数据时，便失去了调节方差的能力。本文提出的多核插值估计通过引入自适应权重 ωm，使

得模型能够在训练过程中动态合成出一个最优的隐式正则化参数 γmulti。当数据噪声较大时，模型

可倾向于赋予高曲率核更大的权重以增强隐式正则化；当目标函数极为平滑时，又可降低曲率以

减小逼近偏差。多核学习为核插值模型提供了自适应的隐式正则化能力。

2.5. 多核插值泛化误差数据依赖上界

本文提出的多核插值估计量，其泛化能力本质上取决于对偏差与方差的动态权衡。一方面，

面对高噪声或极端谱衰减的复杂数据，多核模型能够自适应地提升高曲率核函数 (如小带宽核) 的
权重。这一机制动态提高了复合多核的隐式曲率下界，从而在不依赖任何显式正则化参数的情况

下，稳健地压制了奇异方向上的方差波动。另一方面，通过重塑经验核矩阵的谱结构，多核优化

加速了尾部特征值的衰减，使得模型能够在更小的截断维度上取得最优解，从而为偏差项提供了

更紧致的上界。接下来的定理2.1将严格量化这一过程。

定理 2.1. 在假设 2.1-2.4 成立且维度 d 充分大的高维设定下，定义多核插值估计泛化误差的方差

项 (V ) 与偏差项 (B) 之和为 ϕn,d(X, f∗)：
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ϕn,d(X, f∗) = V +B

=
8σ2||Σd||op

d

∑
j

λj

(
XX⊤

d
+ αmulti

βmulti
11⊤

)
[
γmulti
βmulti

+ λj

(
XX⊤

d
+ αmulti

βmulti
11⊤

)]2
+ ||f∗||2H inf

0≤k≤n

{
1

n

∑
j>k

λj(KmultiXK⊤
multiX) + 2Amulti

√
k

n

}
.

(2.11)

则对于设计矩阵 X 的随机抽样，以至少 1− 2δ − d−2 的高概率，多核插值估计满足：

EY |X ||f̂multi − f∗||2L2
µ
≤ ϕn,d(X, f∗) + ϵ(n, d). (2.12)

其中高阶余项 ϵ(n, d) = O(d−
m

8+m log4.1 d) +O(n− 1
2 log0.5(n/δ))。

定理给出的多核插值估计的泛化误差上界 ϕn,d(X, f∗) 分为两部分：第一项对应于多核插值估

计量的方差项上界 (Variance Bound, V )，第二项对应于多核插值估计偏差项上界 (Bias Bound,
B)。

与经典的基于 Tikhonov 正则化 (如岭回归) 的理论结果截然不同，该上界完全是一个数据依
赖 (Data-dependent) 且无需显式正则化参数的非渐近界。并且，多核学习 (MKL) 在良性过拟合
机制下的两大核心贡献：

1. 对关于方差项 (V )： 多核方差项的上界高度依赖于隐式曲率比值 γmulti
βmulti

以及经验协方差矩阵

特征值 λj 的衰减规律。在极端情况下 (例如采用线性核 h(a) = a)，曲率参数 γ = 0；此时若数据

矩阵存在极小的特征值 λj → 0，分母将趋于零，导致方差项发散 (即经典的过拟合崩溃)。多核学
习方法的引入，为模型提供了自适应的隐式正则化。由于 γmulti =

∑M
m=1 ωmγm，在面对高噪声数

据或恶劣的谱衰减时，多核优化算法可以通过提升高曲率核函数 (如小带宽的高斯核) 的权重 ωm，

提高 γmulti 的下界，从而在完全没有引入显式正则化参数 λ 的情况下，稳定了核插值估计在奇异

方向上的波动，极大地增强了模型对方差的鲁棒性。

2. 对关于偏差项 (B) 多核插值估计偏差项的上界主要由两部分决定：目标函数在再生核希尔伯

特空间中的范数 ∥f∗∥2H，以及经验多核算子的特征值尾部衰减速度 infk{λk(KmultiXK∗
multiX)+. . . }。

对于单一固定的核函数，如果其特征空间与真实目标函数 f∗ 的频率成分不匹配,不仅会导致 ∥f∗∥2H
极大 (甚至无穷大)，而且其特征值衰减轨迹 λk 无法有效截断，使得偏差界居高不下。多核学习通

过改变权重 ωm ，重新调整了经验核矩阵的谱结构 (Spectral Structure) 使得截断指标 k 可以在更

小的维度上取得最优解，加速了尾部特征值 λk 的衰减，从而使得偏差项具备更紧致的上界。

2.6. 自适应多核插值估计算法

前文的理论分析表明，多核插值估计的泛化能力从根本上依赖于非线性曲率参数 γmulti 对数

据未知谱衰减规律的自适应匹配。在实际计算中，如何摆脱人工先验，通过数据驱动的方式寻找

最优的基础核函数及其凸组合权重，是实现上述隐式正则化机制的关键。为此，本节提出一种自

适应多核插值算法。该算法包含两个核心模块：基于数据距离分布的带宽候选集生成，以及基于

DOI: 10.12677/pm.2026.165133 86 理论数学

https://doi.org/10.12677/pm.2026.165133


梁维俊，崔文泉

验证集误差的权重凸优化。

2.6.1. 基于数据距离分布的候选带宽生成
在构建多核集合 {Km}Mm=1 时，基础核 (如高斯核) 的带宽参数直接决定了特征映射的尺度，

固定带宽或单一的网格搜索往往难以覆盖高维复杂数据的多尺度几何结构，为避免人工指定带宽

参数导致的先验偏差，本文基于 Schölkopf 等 [22] 和 Gretton 等 [23] 的思路, 提出完全由数据驱动
的自适应带宽选择策略。

该自适应带宽生成策略基于样本间距离分布，给定训练集数据矩阵 X ∈ Rn×d，首先计算所有

样本对之间的非零成对欧氏距离集合 D = {∥xi − xj∥2}1≤i<j≤n，并提取其 5% 与 95% 分位数，分
别记为 d5% 与 d95% 。为确保待选的基础核函数中既包含能捕捉高频剧烈变化的“小尺度核”，也

包含能刻画全局平滑趋势的“大尺度核”，候选带宽在此边界的基础之上向两端进行扩展，设定实

际的带宽搜索区间为 [0.1× d5%, 3× d95%] 。随后，在该扩展区间内呈几何级数生成 M 个候选带宽

序列 {ηm}Mm=1 。

该自适应带宽生成策略生成的带宽集合无需任何人工预设区间，锚定于当前数据集的内在几

何分布，从而为后续权重的稀疏选择提供了完备的候选基础核函数集合。

2.6.2. 验证集误差驱动的权重凸优化
在确立了 M 个基础核之后，多核插值估计模型的拟合完全由权重向量 ω = (ω1, . . . , ωM )⊤ 决

定。为避免在训练集上直接优化权重导致退化解，本文引入验证集机制进行权重凸优化。将原数

据集划分为训练集 (Xtr, Ytr) 与验证集 (Xval, Yval)，对于给定的权重向量 ω，多核插值估计量在训

练集上的闭式解为：

f̂multi(x;ω) = Kmulti(x,Xtr;ω)Kmulti(Xtr, Xtr;ω)
−1Ytr,

权重优化的目标是最小化该估计量在验证集上的均方误差，由于多核插值估计具有尺度不变性，

若不对权重施加限制，优化目标将出现无数个最优解，面临尺度模糊性，导致梯度下降算法无法

稳定收敛。因此，该问题需要被严格表述为单纯形约束下的优化问题：

min
ω

Lval(ω) =
1

|Xval|

∥∥∥Yval − f̂multi(Xval;ω)
∥∥∥2
2

s.t.
M∑

m=1

ωm = 1, ωm ≥ 0, ∀m.

由于 Kmulti 是 ω 的仿射组合，上述目标函数是关于 ω 的连续可微函数，本文采用投影梯度

下降法 (PGD) 进行求解，优化结束时，那些与数据真实特征谱衰减不匹配的基础核将被赋予接近
于零的权重，实现了多核插值估计的稀疏化选择。

3. 理论证明

在展开严密的数学推导之前，本节首先简要概述定理 2.1 的证明路线图。要证明多核插值估计
量在高维设定下的有效性，必须保证其方差与偏差的非渐近上界均足够小且收敛。因此，证明分
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为以下三个核心步骤：

偏差 -方差精确分解：首先，利用再生核希尔伯特空间的再生性质，将多核插值估计的期望泛
化误差严格分解为方差项 (V) 与偏差项 (B) 。

基于线性逼近的方差界估计：为了处理复杂的非线性多核算子，我们引入高维随机矩阵理论。

核心逻辑在于证明高维机制下，非线性多核矩阵的谱行为可以被其一阶泰勒展开 (即线性多核近似
矩阵) 以高概率紧密逼近，从而通过分析线性主导项的迹运算来获得方差的非渐近上界。

基于经验过程理论的偏差界估计：偏差项的分析涉及在无限维函数空间中对目标函数投影误

差的界定。为此，我们借助于经验过程理论，通过构建投影矩阵函数类，并利用 Rademacher 对称
化技术与复杂度控制，将总体分布下的偏差转化为有限样本特征值尾部衰减的经验界。

为证明定理 2.1，我们首先利用引理(3.1) 将多核插值估计的泛化误差分解为偏差项 (Bias) 和
方差项 (Variance)。随后，我们将结合高维随机矩阵理论与经验过程理论，分别在定理 3.1和定理
3.2中给出这方差项和偏差项的数据依赖型上界。

3.1. 偏差 -方差分解 (Bias-Variance Decomposition)

回顾多核插值估计的闭式解为 f̂multi(x) = Kmulti(x,X)Kmulti(X,X)−1Y。其中Kmulti(X,X) =∑M
m=1 ωmKm(X,X) 为多核矩阵。由再生核希尔伯特空间的再生性，多核 Kmulti 在点 x 的特征映

射 Kmultix : R → Hmulti 满足 f(x) = ⟨Kmultix , f⟩Hmulti = K∗
multixf。

下述引理给出了多核插值估计精确的偏差 -方差分解。只有当方差项与偏差项的非渐近上界均
足够小且收敛时，才能保证多核插值估计的有效性。

引理 3.1. 多核插值估计量 f̂multi 满足如下均方误差分解：

EY |X ||f̂multi − f∗||2L2
µ
= V +B. (3.1)

其中，方差项 V 与偏差项 B 分别定义为：

V :=

∫
EY |X |K∗

multixKmultiX(K∗
multiXKmultiX)−1(Y − E[Y |X])|2dµ(x), (3.2)

B :=

∫
|K∗

multix [KmultiX(K∗
multiXKmultiX)−1K∗

multiX − I]f∗|2dµ(x). (3.3)

䇷᱄. 定义观测噪声带来的残差向量为 E = Y − E[Y |X] = Y − f∗(X)。由条件期望性质，显然有

EY |X [E] = 0，可得估计误差为：

f̂multi(x)− f∗(x) = K∗
multixKmultiX(K∗

multiXKmultiX)−1(f∗(X) + E)− f∗(x)

+K∗
multix [KmultiX(K∗

multiXKmultiX)−1K∗
multiX − I]f∗.

(3.4)

对上式两端平方后取关于条件分布 Y |X 的期望。由于 EY |X [E] = 0，上述两项的交叉项期望严格

为零。
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由 Fubini 定理，交换积分与期望的顺序，得

EY |X

∥∥∥f̂multi − f∗

∥∥∥2
L2

µ

=

∫
EY |X

∣∣∣Kmulti
∗
xKmultiX (Kmulti

∗
XKmultiX)

−1
E
∣∣∣2 dµ(x)

+

∫ ∣∣∣Kmulti
∗
x

[
KmultiX (Kmulti

∗
XKmultiX)

−1
Kmulti

∗
X − I

]
f∗

∣∣∣2 dµ(x).
证毕。

3.2. 方差项的上界估计

为估计多核插值估计的方差项 V，我们首先需要引入两个关于高维核矩阵谱范数逼近的辅助

引理。在高维机制下，非线性核矩阵可以被其一阶泰勒展开项 (即线性核部分) 紧密逼近。

结合本文对多核函数的定义，我们构造如下线性多核近似矩阵及向量：

K lin(X,X) := γmultiI + αmulti11⊤ + βmulti
XX⊤

d
∈ Rn×n,

K lin(X,x) := βmulti
Xx⊤

d
∈ Rn×1.

(3.5)

引理 3.2 (多核矩阵的线性近似). 在假设 2.1、2.2 与 2.4 成立的条件下，令 θ = 1
2
− 2

8+m
。对于设

计矩阵 X 的随机抽样，若维度 d 充分大，则以至少 1− δ − d−2 的概率有：

||Kmulti(X,X)−K lin(X,X)||op ≤ d−θ(δ−1/2 + log0.51 d). (3.6)

该引理的核心思想源自 El Karoui [24] 关于高维核随机矩阵谱逼近的经典结果，并由 Liang
等 [13] 在弱矩条件下给出了非渐近界 (详见其补充材料 Proposition A.2)。本文将其结论推广至基
础核函数的凸组合空间中，由于

∑
ωm = 1 且 ωm ≥ 0，线性可加性保证了多核矩阵同样满足该逼

近误差率。

引理 3.3. 在与引理 3.2 相同的条件下，对于任意固定的样本外点 x ∼ µ，以至少 1 − d−2 的高概

率，多核向量与其线性近似在期望意义下满足：

Eµ||Kmulti(x,X)−K lin(x,X)||2 ≤ d−(4θ−1) log4.1 d. (3.7)

该引理的证明逻辑参考了文献 [13] 补充材料中的 Lemma B.2。通过对多核函数进行泰勒展开，
并结合 Bernstein 不等式 [25] 与高维随机向量的范数集中性，可将误差控制在多项式衰减级别。

基于上述两个引理，我们现在给出方差项的上界估计。

定理 3.1. 设 δ ∈ (0, 1)。在假设 2.1-2.4 成立的条件下，对于设计矩阵 X 的随机抽样，以至少

1− δ − d−2 的概率，当维度 d 充分大时，方差项 V 满足：

V ≤ 8σ2||Σd||op
d

∑
j

λj

(
XX⊤

d
+ αmulti

βmulti
11⊤

)
[
γmulti
βmulti

+ λj

(
XX⊤

d
+ αmulti

βmulti
11⊤

)]2 +
8σ2

γ2
multi

d−(4θ−1) log4.1 d. (3.8)
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䇷᱄. 根据 V 的定义式 (3.2)，由噪声的独立性可知，当 i ̸= j 时，EY |X [(Yi − f∗(Xi))(Yj −
f∗(Xj))] = 0，且由假设 2.3 可得该协方差矩阵的算子范数 ||EY |X [EE⊤]||op ≤ σ2。

利用矩阵迹的循环性质与算子范数放缩，方差项可化简为：

V ≤ σ2

∫
||(K∗

multiXKmultiX)−1K∗
multiXKmultix ||2dµ(x)

= σ2Eµ||Kmulti(X,X)−1Kmulti(X,x)||2.

(3.9)

通过引入式 (3.5) 定义的 K lin(X,X) 和 K lin(X,x)，并利用三角不等式的平方展开，我们将目

标项拆分为线性主导项与高阶余项：

V ≤ 2σ2Eµ||Kmulti(X,X)−1K lin(X,x)||2

+ 2σ2||Kmulti(X,X)−1||2op · Eµ||Kmulti(X,x)−K lin(X,x)||2.
(3.10)

由于当 d 充分大时，由引理 3.2和 Weyl 不等式可得 ||Kmulti(X,X)−1||op ≤ 2
γmulti

。代入引理

3.3 对 x 向量的逼近结果，式 (3.10) 的第二项以 8σ2

γ2
multi

d−(4θ−1) log4.1 d 为上界。

对于第一项 (线性主导项)，我们有：

||Kmulti(X,X)−1K lin(X,X)||op ≤ 1 + ||Kmulti(X,X)−1||op||Kmulti −K lin||op ≤ 2, (3.11)

将 K lin 的定义代入迹运算，并利用 Eµ[xx
∗] = Σd 可得：

Eµ

∥∥Kmulti(X,X)−1K lin(X,x)
∥∥2

≤
∥∥Kmulti(X,X)−1K lin(X,X)

∥∥2
op · Eµ

∥∥K lin(X,X)−1K lin(X,x)
∥∥2

≤ 4

d
∥Σd∥op

∑
j

λj

(
XX⊤

d
+ αmulti

βmulti
11⊤

)
(

γmulti
βmulti

+ λj

(
XX⊤

d
+ αmulti

βmulti
11⊤

))2 ,
(3.12)

综上，对于设计矩阵 X 的随机抽样，以至少 1− δ − d−2 的概率有

V ≤ 2σ2Eµ

∥∥K lin(X,X)−1K lin(X,x)
∥∥2 + 8σ2

γ2
multi

d−(4θ−1) log4.1 d,

且当 d 充分大时，

V ≤
8σ2 ∥Σd∥op

d

∑
j

λj

(
XX⊤

d
+ αmulti

βmulti
11⊤

)
[
γmulti

βmulti
+ λj

(
XX⊤

d
+ αmulti

βmulti
11⊤

)]2 +
8σ2

γ2
multi

d−(4θ−1) log4.1 d.

证毕。
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3.3. 偏差项的上界估计

为处理偏差项中的无限维函数空间操作，我们需要借助于经验过程理论。在此之前，先引入

经验风险最小化分析中常用的关键引理。

引理 3.4. 设函数族 G 满足对于任意 g ∈ G 有 |g(x)| ≤ M。则对于 i.i.d. 抽样的 xi ∼ µ，以至少

1− 2δ 的高概率有：

sup
g∈G

|Eg(x)− Êng(x)| ≤ 2Eϵ sup
g∈G

1

n

n∑
i=1

ϵig(xi) + 3M

√
log(1/δ)

2n
, (3.13)

其中 ϵi 为独立的 Rademacher 随机变量，Eϵ 为关于 ϵi 的期望。

这是经验过程与统计学习理论中的标准结果，可通过 McDiarmid 不等式与 Rademacher 对称
化技术直接推导得出 (参考 [4] 及 [13] 补充材料 Lemma B.4)。

定理 3.2. 令 δ ∈ (0, 1)。在假设 2.4 的条件下，多核函数一致有界 supx Kmulti(x, x) ≤ Amulti。对

于设计矩阵 X 的随机抽样，以至少 1− 2nδ 的概率，偏差项 B 满足上界：

B ≤ ||f∗||2Hmulti
· inf
0≤k≤n

{
1

n

∑
j>k

λj(Kmulti(X,X)) + 2Amulti

√
k

n

}
+ 3Amulti

√
log(1/δ)

2n
. (3.14)

䇷᱄. 我们将目标函数展开为其在特征基 {ei(x)} 下的级数 f(x) = e(x)⊤f∗。利用核积分算子的谱

分解表示 Kmulti(x, z) = e(x)⊤Te(z)，我们将偏差项式 (3.3) 改写为

B ≤ ∥f∗∥2Hmulti

∫ ∥∥∥[T 1/2e(X)
(
e⊤(X)Te(X)

)−1
e⊤(X)T 1/2 − I

]
T 1/2e(x)

∥∥∥2 dµ(x). (3.15)

回顾经验核算子的谱分解 T̂ = Û Λ̂Û∗，其中对角元 Λ̂jj =
1
n
λj(K(X,X))。我们考虑前 k 个最

大特征值, 记 Û 的前 k 列为 Ûk，P⊥
Ûk
为正交于 Ûk 张成空间的投影算子, 因此对所有 k ≤ n，有

B ≤ ∥f∗∥2Hmulti

∫ ∥∥∥P⊥
Ûk

(
T 1/2e(x)

)∥∥∥2 dµ(x). (3.16)

接下来利用 [26] 的方法分析(3.16)的积分项。

对任意秩为 k 的投影矩阵 Uk，定义函数：

gUk
(x) := ∥PUk

(T 1/2e(x))∥2 = Tr(e⊤(x)T 1/2UkU
T
k T

1/2e(x)). (3.17)

显然有 ∥UkU
T
k ∥F =

√
k。据此定义函数类：

Gk :=
{
gUk

(x) : UT
k Uk = Ik

}
. (3.18)

易知对应于经验多核算子的投影 ĝÛk
∈ Gk，且 gÛk

为依赖于数据 X 的随机函数。我们将利用
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经验过程理论对偏差项作非渐近界估计。

首先，直接计算总体期望与经验期望可得：

Ex∼µ∥P⊥
Ûk
(T 1/2e(x))∥2 =

∫
∥P⊥

Ûk
(T 1/2e(x))∥2dµ(x), (3.19)

Ên∥P⊥
Ûk
(T 1/2e(x))∥2 = 1

n

n∑
i=1

∥P⊥
Ûk
(T 1/2e(xi))∥2 =

1

n

∑
j>k

λj(Kmulti(X,X)). (3.20)

令 Amulti = supx∈Ω Kmulti(x, x)。由于 supg∈Gk
|g(x)| ≤ ∥T 1/2e(x)∥2 = Kmulti(x, x) ≤ Amulti，

满足有界性条件。由引理(3.4)，对于设计矩阵 X 的随机抽样，以至少 1− 2δ 的概率有：∫
∥P⊥

Ûk
(T 1/2e(x))∥2dµ(x)− 1

n

∑
j>k

λj(Kmulti(X,X))

≤ 2Eϵ sup
Uk:UT

k Uk=Ik

1

n

n∑
i=1

ϵi(∥T 1/2e(xi)∥2 − ∥PUk
(T 1/2e(xi))∥2) + 3Amulti

√
log(1/δ)

2n
.

(3.21)

由于 Rademacher 随机变量 ϵi 对称且期望为 0，且 ∥T 1/2e(xi)∥2 与 Uk 无关，故上式中包含

∥T 1/2e(xi)∥2 的项在取上确界时可被消去，简化为：

2Eϵ sup
g∈Gk

1

n

n∑
i=1

ϵig(xi) + 3Amulti

√
log(1/δ)

2n
. (3.22)

接下来对函数类 Gk 的 Rademacher 复杂度作界估计。利用矩阵内积的性质，我们有：

Eϵ sup
g∈Gk

1

n

n∑
i=1

ϵig(xi) ≤
√
k

n
Eϵ

∥∥∥∥∥
n∑

i=1

ϵiT
1/2e(xi)e

⊤(xi)T
1/2

∥∥∥∥∥
F

, (3.23)

进一步，利用 ϵi 的独立性，计算 Frobenius 范数平方的期望：

√
k

n

Eϵ

∥∥∥∥∥
n∑

i=1

ϵiT
1/2e(xi)e

⊤(xi)T
1/2

∥∥∥∥∥
2

F


1/2

=

√
k

n

√∑n
i=1 Kmulti(xi, xi)2

n
. (3.24)

综上所述，通过对所有可能的截断指标 k ≤ n 运用并集界 (Union Bound)，对于设计矩阵 X

的随机抽样，以至少 1− 2nδ 的概率有：

B ≤ ∥f∗∥2Hmulti
· inf
0≤k≤n

{
1

n

∑
j>k

λj(Kmulti(X,X))

+2

√
k

n

√∑n
i=1 Kmulti(xi, xi)2

n
+ 3Amulti

√
log(1/δ)

2n

}
.

(3.25)
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考虑到多核函数的有界性，对所有样本点均满足 Kmulti(xi, xi) ≤ Amulti，因此该上界可进一步

被一致放缩为：

B ≤ ∥f∗∥2Hmulti
·

(
inf

0≤k≤n

{
1

n

∑
j>k

λj(Kmulti(X,X)) + 2Amulti

√
k

n

}

+ 3Amulti

√
log(1/δ)

2n

)
.

(3.26)

证毕。

4. 模拟与真实数据分析

为验证本文提出的多核插值估计理论，本节将采用高斯核 (K(x, x′) = exp(−∥x−x′∥2

2σ2 )) 分别在

模拟数据与实际数据集进行实验，并通过与单核插值模型进行对比，探讨基于多核学习的核插值

方法的改进以及自适应隐式正则化的动态实现。

4.1. 模拟数据

为了直观展示多核插值估计对比单核插值估计在多尺度数据处理上的优势，我们首先设计了

一个多尺度回归任务。数据生成过程如下：协变量 x ∈ R50 服从标准正态分布，维数 d = 50，样

本量为 n = 1000(按 5:2:3 划分为训练集、验证集与测试集)。真实的条件期望函数 f∗(x) 由两个不

同尺度的高斯核函数线性组合生成 (真实尺度分别设定为 σsmall = 2 与 σlarge = 25)。观测标签引入
了方差为 σ2 = 1.0 的独立高斯噪声。这构成了一个典型的高维噪声插值问题。

f∗(x) =

10∑
j=1

w
(s)
j exp

(
−
∥x− c(s)

j ∥2

2σ2
small

)
+

10∑
k=1

w
(l)
k exp

(
−∥x− c(l)

k ∥2

2σ2
large

)
(4.1)

其中 ω
(s)
j , ω

(l)
k 分别表示对应的随机权重，c

(s)
j , s

(l)
k 分别表示对应尺度的中心点，以上参数均服

从标准正态分布。

基于数据分布计算得到的带宽搜索边界为 [0.83, 34.86]，覆盖了潜在的真实尺度。经过自适应

多核插值估计优化，模型在 M = 20 个基础核中呈现出显著的稀疏性与双峰分布，集中分布于极

小尺度与极大尺度两端，表明模型自发进行了特征选择。(图 1(a)所示)。

最终，测试集上的量化表现如图 1(b)所示：在遍历所有 20 个独立单核插值模型后，最优单核
插值的测试均方误差仅为 1.7033；而自适应多核插值模型的测试均方误差降至 1.0440。在保持训
练集 0 误差 (完全插值) 的条件下，多核模型逼近了不可缩减的噪声下界 (Noise floor ≈ 1.0)，相对
于最优单核实现了 38.7% 的误差降低。
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Figure 1. Simulation experiment
图 1. 模拟实验

4.2. 真实数据

为进一步在真实数据中验证多核插值估计的有效性，本文选用了 UCI 光学手写数字识别数据
集 (Optical Recognition of Handwritten Digits)。该数据集的每个样本为 8× 8 的像素矩阵，展平

后的特征维度 d = 64。

本文提取了数字对“3”和“8”进行实验，将其分类标签映射为 {−1, 1} 以转化为连续回归目
标。在总计约 357 个目标样本中，随机抽取 150 个样本作为训练集，107 样本作为验证集，100 个
样本作为测试集。

此外，实验对图像像素特征进行了标准化处理，并主动向训练标签中注入了方差为 σ2 = 1.52

的高斯噪声。这一高噪、高维且高度非线性的设定，构成了验证良性过拟合现象与隐式正则化机

制的理想环境。
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面对未知的图像像素特征谱衰减规律，固定带宽的单核模型表现出显著的局限性。如图 2(a)所
示的误差变化曲线表明，当强制要求单核模型在含有强噪声的训练集上实现零误差插值时，即便

是遍历候选库后选出的最优单核进行插值估计，其测试集 MSE 较自适应多核插值估计依然处于较
高水平。并且通过验证集驱动的权重的选择，模型在 M = 20 个基础核中实现了权重的稀疏分配

(如图图 2(b)所示)。该结果不仅在真实高维数据上复现了核插值的良性过拟合现象，更有力地证明
了多核学习在权衡偏差与方差、实现自适应隐式正则化方面的核心理论价值。

Figure 2. Optical recognition of handwritten digits experiment
图 2. 光学手写数据集实验

5. 总结与展望

本文针对高维统计学习中单核插值估计难以自适应适配复杂数据几何特征的问题，成功将核

插值的隐式正则化理论拓展至多核学习框架。通过在再生核希尔伯特空间中严格推导偏差 -方差分
解，我们证实了多核凸组合并非简单的线性叠加，而是通过权重的自适应调整，动态合成了最优
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的隐式正则化。这一机制在无需显式 Tikhonov 正则化项的情况下，有效克服了单核模型因核函数
曲率固定而导致的方差发散问题。基于高维随机矩阵理论，我们进一步推导了多核插值估计在有

限样本下的非渐近泛化误差上界，从理论上揭示了多核模型通过提升小尺度核权重以抑制高频噪

声、利用大尺度核加速特征值衰减来降低泛化误差的机制。

实证方面，本文提出了一种自适应选取带宽生成策略，并在多尺度模拟数据与真实数据集上

进行了验证。实验结果表明，在强制训练误差为零的插值条件下，自适应多核模型能够自发地进

行稀疏权重分配，其测试集均方误差相比最优单核模型有明显降低，有力印证了多核隐式正则化

理论的正确性。

尽管本文在理论与应用上取得了进展，但仍存在一定局限。首先，多核插值涉及核矩阵求逆，

计算复杂度较高，未来可结合 Nyström 近似等技术提升计算效率以适应大规模数据。其次，目前
的理论推导依赖于亚高斯分布假设，未来研究可尝试将泛化边界推广至重尾分布或非独立同分布

数据。此外，鉴于多核学习与宽神经网络在数学形式上的相似性，未来的工作可进一步探究多核

插值理论与深度学习泛化机制 (如神经正切核 NTK) 的深层联系，从而为解释深度神经网络中的
良性过拟合现象提供新的理论视角。
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