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摘  要 

针对异质表格数据中的缺失值插补问题，本文构建重要性加权变分插补框架H-MIWAE (Heterogeneous 
Missing-data Importance-Weighted Autoencoder)。该框架在混合离散–连续潜变量结构下引入类型

特异观测分布，并结合多样本重要性加权目标与自归一化重要性采样，实现对异质属性的统一建模与条

件预测。为区分训练阶段与插补阶段的重要性采样作用，本文分别以 K tr 和 Limp 表示两个阶段使用的重

要性样本数，并研究二者对不同属性类型插补性能的联合影响。在合成数据集和真实异质数据集上的实

验表明，H-MIWAE能够对多类异质属性进行统一插补，并在不同数据条件下表现出较强的竞争力。结果

表明，多样本训练所带来的插补收益依赖于后续的重要性采样，且这种依赖在不同属性类型上表现并不

一致。 
 
关键词 

异质数据，缺失数据，变分推断，重要性加权，数据插补 
 

 

Importance-Weighted Variational 
Imputation for Heterogeneous Missing Data 
Junge Shi1,2, Jianhui Liao2* 
1College of Mathematics and Statistics, North China University of Water Resources and Electric Power, 
Zhengzhou Henan 
2Institute of Mathematics HNAS, Henan Academy of Sciences, Zhengzhou Henan 
 
Received: September 29, 2026; accepted: October 28, 2026; published: November 9, 2026 

 
 

 
Abstract 
This paper develops the Heterogeneous Missing-data Importance-Weighted Autoencoder (H-MIWAE), 
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an importance-weighted variational imputation framework for missing-value imputation in hetero-
geneous tabular data. Under a mixed discrete-continuous latent-variable structure, the framework 
incorporates type-specific observation distributions and combines a multi-sample importance-
weighted objective with self-normalized importance sampling to achieve unified modeling and con-
ditional prediction for heterogeneous attributes. To distinguish the roles of importance sampling in 
the training and imputation stages, K tr  and Limp  denote the numbers of importance samples used 
in the two stages, respectively, and their joint effects on imputation performance across different at-
tribute types are investigated. Experiments on synthetic and real-world heterogeneous data sets show 
that H-MIWAE can perform unified imputation for multiple types of heterogeneous attributes and 
achieves competitive performance under different data settings. The results further show that the im-
putation gains brought by multi-sample training depend on the subsequent importance sampling, and 
that this dependence varies across attribute types. 
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1. 引言 

在实际数据分析中，数据缺失是一类普遍存在的问题，其产生可能与数据采集、测量过程及个体响

应等多种因素有关[1] [2]。与此同时，表格数据通常由统计性质不同的多类变量共同构成，不同属性在取

值空间和分布特征上可能存在明显差异[3]。数据的不完整性与变量类型的多样性共同增加了数据建模与

分析的复杂性。对这类不完整异质数据进行合理分析，有助于更好地理解数据特征，并为缺失值处理及

后续统计分析提供基础。 
针对不完整表格数据，已有研究提出了多种缺失值处理方法，例如多重插补、近邻插补和随机森林

插补等[4]-[7]。这些方法从不同角度利用已观测信息对缺失部分进行估计。进一步而言，概率模型通过刻

画数据的联合分布，可以在给定已观测部分的条件下对未观测部分进行概率推断，为缺失数据分析提供

了另一类建模思路。 
为灵活刻画联合分布中的复杂非线性关系，以变分自编码器(variational autoencoder, VAE)为代表的深

度潜变量模型，利用神经网络参数化观测分布与变分近似分布，并通过变分推断学习模型参数[8] [9]。
VAE 的早期典型应用通常建立在完整观测数据上，例如对二值图像采用伯努利观测分布，对实值数据采

用高斯观测分布[8]。针对不完整数据，生成对抗插补网络(generative adversarial imputation nets, GAIN) [10]、
任意条件变分自编码器(variational autoencoder with arbitrary conditioning, VAEAC) [11]等方法分别从对抗

式插补和任意条件生成等方向进行了拓展，相关研究还涉及异质观测建模及缺失条件下的变分推断[12] 
[13]，推动了深度生成模型在缺失数据分析中的应用。 

对于同时包含连续型、计数型、类别型和有序型等多种统计类型属性的不完整表格数据，上述研究

在异质观测分布的刻画、缺失条件下的多样本变分学习以及训练后的条件预测等方面，通常具有不同的

关注点[11]-[13]。其中，重要性加权方法从识别分布抽取潜变量样本，利用相应的重要性权重构造训练阶

段的多样本变分目标，并在训练后通过自归一化重要性采样近似缺失属性的条件预测量[13]。训练重要性

样本数 trK 决定多样本目标的构造，插补重要性样本数 impL 则控制固定模型下条件预测量的 Monte Carlo
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近似。已有研究指出，更紧的变分下界并不保证识别网络的学习效果同步改善[14]；缺失数据重要性加权

自编码器(missing-data importance-weighted autoencoder, MIWAE)的实验也观察到，不同训练设置的插补表

现对插补重要性样本数具有不同的依赖[13]。 
针对上述问题，本文构建面向不完整异质表格数据的重要性加权变分插补模型 H-MIWAE (Heteroge-

neous Missing-data Importance-Weighted Autoencoder)，研究训练与插补重要性样本数对不同属性类型插补

性能的联合影响。本文主要工作如下： 
(1) 建立统一的异质缺失数据潜变量生成框架，针对不同统计类型属性设置相应的概率观测模型，并

基于观测数据实现重要性加权变分学习与缺失属性条件预测。 
(2) 区分重要性采样在训练阶段和插补阶段的不同作用，分别考察训练重要性样本数 trK 与插补重要

性样本数 impL 对不同类型属性插补性能的影响，并分析二者之间的作用关系。 
(3) 在合成数据和真实异质表格数据上开展系统实验，从类型特异插补误差、相同评价重要性样本数

下的观测数据重要性加权下界估计，以及归一化有效样本量等方面，评价模型性能及推断特性。 

2. H-MIWAE 模型与重要性加权插补 

H-MIWAE 的整体建模、训练与插补流程如图 1 所示。模型由不完整观测构造潜变量的识别分布，并

分别以 trK 和 impL 控制训练阶段与插补阶段的重要性采样，最终得到不同类型缺失属性的条件预测结果。 
 

 
Figure 1. Overall framework of H-MIWAE for heterogeneous missing-data imputation 
图 1. H-MIWAE 异质缺失数据建模、训练与插补的整体框架 

2.1. 异质缺失数据的概率模型 

设数据集包含 N 个样本，每个样本具有 D 个属性。第 n 个完整数据向量记为 

 ( )1 1, , , 1, ,n n nD Dx x n N= ∈ × × =x      

其中， d 表示第 d 个属性的取值空间。根据属性的取值空间与统计结构，本文考虑实值型、正值型、计

数型、无序分类型和有序分类型五类属性。 
对于第 n 个样本，记其观测属性索引集合和缺失属性索引集合分别为 On 和 Mn ，满足 

 { }O M 1, , , O Mn n n nD∪ = ∩ = ∅  

相应地，其观测子向量和缺失子向量分别记为 

 ( ) ( )o m
O M

,
n nn nd n ndd d

x x
∈ ∈

= =x x  

为简化记号，以下针对单个样本进行推导时省略样本下标 n，并分别记为 o m, , , O, Mx x x 。 

为刻画潜变量空间中的多成分结构，本文引入离散成分变量 { }1, ,s S∈  和连续潜变量 q∈z  ，其中
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s 用于指示混合成分。参考高斯混合潜变量建模方式[12]，对各成分采用等权先验，并设给定成分后的连

续潜变量服从高斯条件先验： 

 ( ) ( ) ( )1 , , , 1,| ,| j qp s j p s j j S
S θ= = = = =z z I  µ  (1) 

其中， jµ 为第 j 个潜在成分的均值参数， qI 为 q 维单位矩阵。 
给定 ( ),s z 后，假设各属性条件独立，则潜变量与完整数据的联合分布可分解为 

 ( ) ( ) ( ) ( ),
1

| |, , ,
D

d d
d

p s p s p s p x sθ θ θ
=

= ∏z x z z  (2) 

其中， ( ), | ,d dp x sθ z 表示给定潜变量后第 d 个属性的条件观测分布。模型基于 ( ),s z 通过共享解码网络获

得中间表示，并通过与属性类型对应的输出层生成各属性条件观测分布的参数。根据属性的取值空间与

统计结构，实值型、正值型和计数型属性分别采用高斯分布、对数正态分布和泊松分布；无序分类型属

性采用多项 logit 参数化的类别分布，有序分类型属性采用累积 logit 模型[12]。 
对于有序分类型属性，还需刻画不同等级之间的顺序关系。设第 d 个有序属性共有 dC 个等级，并以

{ }1, , dc C∈  表示等级。其中，logistic 函数定义为 

 ( ) ( )
1

1 exp
t

t
Λ =

+ −
 

( ),d sη z 表示给定潜变量后的潜在得分， ( ),d c sτ 表示第 c个内部阈值。定义第 c个等级对应的累积概

率为 

 ( ) ( ) ( ) ( )( ), , ,, Pr | , , , 1, , 1d c d d c d dF s X c s s s c Cθ θ
τ η= ≤ = Λ − = −z z z   (3) 

约定 

 ( ) ( ), ,0 , ,, 0, , 1
dd d CF s F sθ θ= =z z  

则第个等级的条件概率为 

 ( ) ( ) ( ), , , , , 1| , , , , 1, ,d d d c d c dp X c s F s F s c Cθ θ θ −= = − =z z z   (4) 

为保证累积概率随等级单调增加，各内部阈值满足 

 ( ) ( ) ( ),1 ,2 , 1dd d d Cs s sτ τ τ −< < <  

根据样本的观测部分 ox ，构造联合潜变量 ( ),s z 的变分识别分布，并分解为 

 ( ) ( ) ( )o o o, | | | ,q s q s q sφ φ φ=z x x z x  (5) 

其中，离散潜变量采用类别变分分布 c  

 ( ) ( )( )o o| Cat |q s sφ φ=x xπ  (6) 

其中， Cat 表示类别分布。给定 s 后，连续潜变量采用对角高斯变分分布 

 ( ) ( ) ( )( )o o 2 o| , | , ,diag ,q s s sφ φ φ
 =  z x z x x µ σ  (7) 

实际编码时，对缺失位置进行与属性类型相匹配的填充，并将填充后的输入与缺失掩码共同作为识

别网络的输入。为简化记号，式(5)~(7)仍以 ox 表示识别网络所利用的不完整观测及其缺失模式信息。 
上述生成模型与识别模型共同构成本文异质缺失数据建模的概率基础。 
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2.2. 多样本观测数据目标 

对于不完整观测，由式(2)可得观测数据的边缘似然 

 ( ) ( ) ( ) ( )o
,

1 O
| | , d

S

d d
s d

p p s p s p x sθ θ θ
= ∈

= ∑ ∏∫x z z z  (8) 

式(8)中涉及对潜变量的求和与积分，一般难以直接计算。因此，将识别分布 ( )o, |q sφ z x 作为重要性

采样的提议分布，可将观测数据边缘似然改写为 

 
( ) ( )

( ) ( ) ( )

( )

( ) ( )o

,
o o O

o
1

o
, |

| | ,
, | d

, |

, ;

d dS
d

s

q s

p s p s p x s
p q s

q s

w s
φ

θ θ

θ φ
φ

∈

=

=

 =  

∏
∑∫

z x

z z
x z x z

z x

z x

 (9) 

其中，重要性权重定义为 

 ( )
( ) ( ) ( )

( ) ( )
,

o O
o o

| | ,
, ;

| | ,

d d
d

p s p s p x s
w s

q s q s

θ θ

φ φ

∈=
∏z z

z x
x z x

 (10) 

设 trK +∈ 表示训练阶段构造多样本目标时使用的重要性样本数。从识别分布 ( )o, |q sφ z x 中独立同

分布地抽取 
 ( ) tr, , 1, ,k ks k K=z   

并记相应的重要性权重为 

 ( )o, ;k k kw w s= z x  

参考重要性加权自编码器(importance-weighted autoencoder, IWAE)和 MIWAE 的多样本重要性加权目

标构造[13] [15]，定义单个观测样本的训练目标为 

 ( )
( )

tr

trtr o

1

o

, | 1tr

1, ; logK
k k

k

K

K k
q s k

w
Kφ

θ φ
=

=∏

  
=   

   
∑

z x
x   (11) 

由 Jensen 不等式，式(11)构成观测数据对数似然 ( )olog pθ x 的下界。 

当 tr 1K = 时，式(11)化为相应的单样本观测数据变分下界。将重要性权重展开，可得 

 ( ) ( ) ( ) ( )( )

( ) ( ) ( )( )
o

o

o
1 ,, |

O

o
|

log | , KL |

KL | , |

d dq s
d

q s

p x s q s p s

q s p s

φ

φ

θ φ

φ θ

∈

 = −  
 −  

∑z x

x

z x

z x z










 (12) 

因此， tr 1K = 对应本文模型的单样本训练情形；当 tr 1K > 时，采用多样本重要性加权训练目标。不

同 trK 表示训练阶段使用不同数量的重要性样本，而生成模型与识别模型的概率结构保持不变。 
对于包含 N 个样本的数据集，总体训练目标定义为各样本训练目标之和： 

 ( ) ( )tr tr

o

1
, , ;

N

K K n
n

θ φ θ φ
=

= ∑ x   (13) 

2.3. 缺失属性的条件插补 

训练完成后，固定模型参数 ( )ˆ ˆ,θ φ 。对于任一缺失属性 Md ∈ ，其给定观测部分 ox 的条件预测分布
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可表示为 

 ( ) ( ) ( )o o
ˆ ˆ ˆ, ,

1
| | , , | d

S

d d
s

p y p y s p s
θ θ θ

=

= ∑∫x z z x z  (14) 

式(14)涉及潜变量的条件后验 ( )o
ˆ , |p s
θ

z x ，通常难以直接计算。因此，利用识别分布 ( )o
ˆ , |q s
φ

z x 进

行重要性采样近似。 
具体地，设 impL +∈ 表示插补阶段近似条件预测分布时使用的重要性样本数，从识别分布

( )o
ˆ , |q s
φ

z x 中独立同分布地抽取 

 ( ) imp, , 1, ,l ls l L=z   

利用式(10)，在训练后参数 ( )ˆ ˆ,θ φ 下计算各样本对应的未归一化重要性权重 

 ( )o
imp, ; , 1, ,l l lw w s l L= =z x   

并归一化为 

 
imp imp

1

, 1, ,l
l L

r
r

w
w l L

w
=

= =

∑
  (15) 

采用自归一化重要性采样[13]，第 d 个缺失属性的条件预测分布可近似为 

 ( ) ( )
imp

o
ˆ,

1
ˆ | | ,

L

d l l ld
l

p y w p y s
θ

=

= ∑x z  (16) 

式(16)对不同统计类型的缺失属性给出了统一的预测分布近似。在此基础上，点插补值根据属性类型

及相应损失函数确定。 
对于实值型属性，若第 l 个重要性样本对应的条件高斯均值为 dlµ ，则在平方损失下，其点插补值为 

 
imp

1
ˆ

L

d l dl
l

x w µ
=

= ∑  (17) 

对于正值型属性，若 

 ( )2, ~ LogNormal| ,d l l dl dlX s µ σz  

则其原始尺度上的条件均值为 

 
2

exp
2
dl

dl
σ

µ
 

+ 
 

 

因此在平方损失下，点插补值为 

 
imp 2

1
ˆ exp

2

L
dl

d l dl
l

x w
σ

µ
=

 
= + 

 
∑  (18) 

对于计数型属性，若第 l 个重要性样本对应的条件泊松率为 dlλ ，则在平方损失下，点插补值为 

 
imp

1
ˆ

L

d l dl
l

x w λ
=

= ∑  (19) 

对于具有 dC 个类别的无序类别型属性，记第 l 个重要性样本的类别概率为 dlcπ ，则重要性加权后的类

别概率为 
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imp

1
ˆ , 1, ,

L

dc l dlc d
l

p w c Cπ
=

= =∑   (20) 

在 0~1 损失下，相应的点插补为 

 1ˆ ˆarg max
dd c C dcc p≤ ≤=  (21) 

对于有序类别型属性，记第 l 个重要性样本在第 c个等级上的条件概率为 

 ( )ˆ, | ,dlc d l ldp p X c s
θ

= = z  

则重要性加权后的等级概率为 

 
imp

1
ˆ , 1, ,

L

dc l dlc d
l

p w p c C
=

= =∑   (22) 

在绝对等级损失下，采用上述混合预测分布的中位等级作为点插补： 
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d dr
r
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∑  (23) 

由此， impL 个联合潜变量样本及其归一化重要性权重共同构成缺失属性条件预测分布的有限样本近

似；不同统计类型的点插补均由该统一预测分布进一步确定。 

3. 数值实验 

3.1. 实验设置 

实验采用 Synthetic-HET5、Adult 和 Default Credit 三个数据集，其样本规模与属性类型构成见表 1。
各数据集按 70%、15%和 15%的比例划分为训练集、验证集和测试集，并设置完全随机缺失(missing com-
pletely at random, MCAR)和随机缺失(missing at random, MAR)两种缺失机制。其中，MCAR 在原有观测

单元中分别随机遮蔽 20%和 40%的数据；MAR 的缺失概率由始终观测属性决定，对其余属性中原有可观

测单元设置 20%的目标缺失率。插补误差仅在人工遮蔽且真值已知的测试单元上计算。 
 

Table 1. Datasets and attribute-type composition 
表 1. 数据集及属性类型构成 

数据集 样本数 属性数 实值型 正值型 计数型 无序分类 有序分类 

Synthetic-HET5 10,000 10 2 2 2 2 2 

Adult 32,561 12 2 1 2 6 1 

Default Credit 30,000 24 12 1 1 10 0 

 
为保证不同训练重要性样本数设置下的模型结构与参数规模一致，本文在所有实验中固定潜在成分

数 10S = 和连续潜变量维数 10q = 。编码器与共享解码网络均采用两个包含 128 个隐藏单元的全连接层，

并使用 ReLU 激活函数。模型采用 Adam 优化器，学习率设为 10−3，批量大小设为 256。连续潜变量采用

重参数化梯度估计；离散潜变量在 tr 1K = 时采用带基线的得分函数估计，在 tr 1K > 时采用 VIMCO (Vari-
ational Inference for Monte Carlo Objectives)梯度估计[16]。 

训练阶段和插补阶段使用的重要性样本数分别设为 

 { } { }tr imp1,5, 20 , 1,5,20,100,500,2000K L∈ ∈  (24) 
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在相同 impL 下比较不同 trK 训练所得模型，考察 impL 的影响时保持已训练模型不变；方法间的主比较

统一采用 imp 2000L = 。 
对比方法包括相同 H-MIWAE 模型结构下 tr 1K = 的单样本训练模型、统计插补、混合类型迭代随机

森林和 GAIN [10]。针对不同属性类型，本文采用与其取值结构相匹配的插补误差指标进行评价：对实值

型、正值型和计数型属性，采用标准差归一化均方根误差(standard-deviation-normalized root mean squared 
error, NRMSE)。记 d 为属性 d 中人工遮蔽且真值已知的测试单元集合， ,tr,obsds 为该属性训练集可观测值

的样本标准差，则 

 
( )

1 2
2

,tr,obs

1 ˆ
NRMSE d

nd nd
nd

d
d

x x

s
∈

 
− 

 =
∑


 (25) 

对无序分类型属性采用分类错误率，对有序分类型属性采用归一化等级位移误差： 
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 (26) 

其中， ndc 和 ˆndc 分别表示真实类别(或等级)与预测类别(或等级)， dC 为第 d 个有序分类型属性的等级数。 
为在相同的重要性样本数下比较不同 trK 训练所得模型，本文以 evalK 表示评价阶段计算观测数据重

要性加权下界时使用的重要性样本数，并固定 eval 1000K = 。对于测试样本 o
nx ，记第 k 个重要性样本对应

的权重为 nkw ，则其观测数据重要性加权下界的 Monte Carlo 估计为 

 ( )
eval

eval

o

1eval

1ˆ log
K

K n nk
k

w
K =

 
=  

 
∑x  (27) 

测试集上的评价结果由各测试样本的 ( )eval

oˆ
K nx 取平均得到。 

同时，采用归一化有效样本量(normalized effective sample size, nESS)刻画重要性权重的集中程度。设 

 
eval

1

nk
nk K
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w
w

w
=

=

∑
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

 (28) 

为测试样本 n 的归一化重要性权重，则 

 
eval

2
eval

1

1nESSn K

nk
k

K w
=

=

∑
 (29) 

nESS 越大，表示重要性权重越均衡；nESS 越小，表示权重越集中。测试集上的 nESS 由各测试样本的

nESSn 取平均得到。 
主实验采用四组配对重复，结果报告四组重复的均值和标准差。 

3.2. 异质属性的插补性能 

表 2 汇总了 imp 2000L = 时不同方法在不同数据集、缺失率和属性类型下的插补误差。 
总体来看，H-MIWAE 在异质缺失数据插补中表现出较强的竞争力。在 Synthetic-HET5 上，三种 trK

设置在两档 MCAR 缺失率和五类属性下均取得了低于统计插补、迭代随机森林和 GAIN 的平均插补 
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Table 2. Type-specific imputation errors at imp 2000L =  

表 2. imp 2000L = 时不同方法的类型特异插补误差 

缺失率 属性类型 统计插补 迭代随机森林 GAIN 
H-MIWAE 

Ktr = 1 Ktr = 5 Ktr = 20 

(a)完全随机缺失(MCAR) 

Synthetic-HET5 

20% 实值 0.999 (0.013) 0.932 (0.007) 1.080 (0.057) 0.896 (0.007) 0.893 (0.006) 0.894 (0.007) 

 正值 0.969 (0.069) 0.708 (0.048) 0.949 (0.039) 0.684 (0.035) 0.673 (0.037) 0.670 (0.037) 

 计数 0.988 (0.028) 0.821 (0.041) 0.980 (0.057) 0.801 (0.031) 0.790 (0.030) 0.788 (0.030) 

 无序类别 0.726 (0.019) 0.546 (0.017) 0.749 (0.023) 0.529 (0.021) 0.519 (0.020) 0.518 (0.021) 

 有序类别 0.321 (0.005) 0.277 (0.009) 0.387 (0.020) 0.267 (0.003) 0.268 (0.004) 0.270 (0.004) 

40% 实值 0.994 (0.012) 0.988 (0.023) 1.103 (0.109) 0.914 (0.016) 0.898 (0.017) 0.898 (0.017) 

 正值 0.987 (0.033) 0.826 (0.035) 1.022 (0.068) 0.735 (0.029) 0.724 (0.026) 0.721 (0.025) 

 计数 0.986 (0.012) 0.918 (0.013) 1.042 (0.030) 0.833 (0.014) 0.820 (0.014) 0.820 (0.012) 

 无序类别 0.712 (0.014) 0.568 (0.028) 0.749 (0.034) 0.552 (0.004) 0.527 (0.010) 0.528 (0.010) 

 有序类别 0.318 (0.002) 0.290 (0.003) 0.419 (0.014) 0.289 (0.007) 0.274 (0.004) 0.273 (0.005) 

Adult 

20% 实值 1.016 (0.048) 1.059 (0.035) 1.033 (0.050) 1.032 (0.050) 1.037 (0.037) 1.052 (0.033) 

 正值 0.981 (0.023) 1.022 (0.015) 1.038 (0.054) 0.980 (0.023) 0.982 (0.025) 0.983 (0.022) 

 计数 1.003 (0.010) 0.875 (0.013) 1.014 (0.042) 0.852 (0.017) 0.829 (0.011) 0.827 (0.011) 

 无序类别 0.471 (0.007) 0.299 (0.005) 0.398 (0.025) 0.332 (0.011) 0.300 (0.010) 0.292 (0.005) 

 有序类别 0.125 (0.002) 0.097 (0.005) 0.132 (0.002) 0.119 (0.004) 0.102 (0.007) 0.099 (0.006) 

40% 实值 0.981 (0.047) 1.150 (0.027) 0.991 (0.047) 1.017 (0.054) 1.009 (0.042) 1.007 (0.020) 

 正值 0.992 (0.029) 1.087 (0.032) 1.291 (0.183) 0.992 (0.028) 0.994 (0.029) 0.993 (0.028) 

 计数 0.997 (0.013) 0.970 (0.004) 1.138 (0.121) 0.899 (0.040) 0.867 (0.013) 0.857 (0.010) 

 无序类别 0.471 (0.004) 0.335 (0.002) 0.460 (0.024) 0.371 (0.021) 0.338 (0.006) 0.329 (0.004) 

 有序类别 0.124 (0.002) 0.106 (0.004) 0.167 (0.023) 0.121 (0.004) 0.108 (0.003) 0.106 (0.004) 

Default Credit 

20% 实值 1.027 (0.102) 0.491 (0.075) 0.939 (0.063) 0.628 (0.088) 0.570 (0.102) 0.534 (0.069) 

 正值 1.000 (0.052) 0.750 (0.025) 0.970 (0.051) 0.788 (0.039) 0.771 (0.032) 0.770 (0.032) 

 计数 1.005 (0.035) 0.924 (0.027) 1.004 (0.040) 0.990 (0.034) 0.962 (0.042) 0.955 (0.025) 

 无序类别 0.445 (0.0004) 0.193 (0.002) 0.373 (0.026) 0.267 (0.005) 0.231 (0.005) 0.223 (0.004) 

40% 实值 1.013 (0.050) 0.596 (0.054) 1.543 (0.374) 0.655 (0.044) 0.607 (0.046) 0.600 (0.047) 

 正值 1.008 (0.022) 0.800 (0.033) 1.137 (0.142) 3.656 (0.054) 0.790 (0.020) 0.784 (0.022) 

 计数 1.014 (0.011) 1.000 (0.010) 1.210 (0.145) 1.007 (0.007) 0.972 (0.007) 0.977 (0.008) 

 无序类别 0.448 (0.002) 0.226 (0.003) 0.387 (0.026) 0.276 (0.002) 0.252 (0.004) 0.248 (0.002) 
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续表 

(b)随机缺失(MAR，目标缺失率 20%) 

Synthetic-HET5 

20% 实值 1.002 (0.025) 0.777 (0.031) 1.057 (0.075) 0.760 (0.026) 0.749 (0.025) 0.750 (0.022) 

 正值 0.842 (0.044) 0.600 (0.010) 0.768 (0.072) 0.580 (0.021) 0.561 (0.017) 0.565 (0.017) 

 计数 1.040 (0.012) 0.955 (0.023) 1.047 (0.008) 0.923 (0.015) 0.924 (0.016) 0.923 (0.016) 

 无序类别 0.683 (0.023) 0.516 (0.027) 0.659 (0.056) 0.494 (0.015) 0.477 (0.015) 0.478 (0.018) 

 有序类别 0.326 (0.004) 0.278 (0.005) 0.398 (0.052) 0.272 (0.004) 0.270 (0.005) 0.271 (0.003) 

Adult 

20% 实值 0.973 (0.081) 1.020 (0.073) 0.983 (0.088) 0.987 (0.082) 0.973 (0.090) 0.983 (0.069) 

 正值 0.977 (0.023) 1.008 (0.013) 1.077 (0.058) 0.973 (0.022) 0.976 (0.021) 0.975 (0.021) 

 计数 1.039 (0.017) 0.946 (0.029) 1.392 (0.215) 0.926 (0.014) 0.912 (0.013) 0.916 (0.011) 

 无序类别 0.500 (0.004) 0.314 (0.005) 0.480 (0.057) 0.341 (0.008) 0.320 (0.007) 0.314 (0.006) 

 有序类别 0.121 (0.004) 0.095 (0.002) 0.143 (0.047) 0.110 (0.005) 0.100 (0.005) 0.099 (0.006) 

Default Credit 

20% 实值 1.327 (0.110) 0.635 (0.103) 1.830 (0.262) 0.772 (0.116) 0.676 (0.114) 0.671 (0.101) 

 正值 1.147 (0.023) 0.746 (0.015) 1.148 (0.041) 0.775 (0.024) 1.339 (0.014) 2.133 (0.273) 

 计数 1.014 (0.025) 0.930 (0.033) 1.018 (0.013) 1.001 (0.023) 0.963 (0.010) 0.969 (0.001) 

 无序类别 0.441 (0.004) 0.165 (0.005) 0.296 (0.019) 0.244 (0.006) 0.207 (0.006) 0.199 (0.006) 

 
误差，在 MAR 条件下亦呈现类似结果。 

在真实数据集上，H-MIWAE 的竞争力主要体现在部分属性类型。在 Adult 数据集上，其在 MCAR
和 MAR 条件下的计数型属性均取得了各对比方法中最低的平均插补误差，在无序类别型属性上也表现

出较强的竞争力。在 Default Credit 数据集上，H-MIWAE 在实值型和无序类别型属性上的平均插补误差

普遍低于 GAIN，并随训练重要性样本数的增加而逐渐降低。总体来看，H-MIWAE 能够有效处理真实数

据中的多种异质属性，但不同属性类型的性能收益存在差异。 
进一步比较 H-MIWAE 的不同训练设置可以发现，较大的 trK 在多数实验条件下对应更低的插补误

差，但表现最优的 trK 并不固定，其相对表现具有明显的数据集和属性类型差异。 

3.3. 训练与插补重要性样本数的联合影响 

在 MCAR 条件下，为考察训练重要性样本数和插补重要性样本数对插补性能的联合影响，本文固定

各 trK 设置下已训练模型的参数，改变 impL ，并比较不同 trK 下插补误差随 impL 的变化。图 2 展示了四个

具有不同变化模式的实验条件下，插补误差随 impL 的变化，完整结果见附录。 
图 2 及附录中的完整结果表明，较大的 trK 往往需要较大的 impL 才能体现其插补优势，且这一现象具

有明显的属性类型差异。其中，计数型属性上的规律最为稳定，无序类别型属性中也较为明显，而其余

属性类型则表现出更强的数据依赖性。 
不同训练设置的相对表现并非保持一致。在 Adult 数据集 20%缺失率的计数型属性和 Default Credit 

数据集 40%缺失率的无序类别型属性中， tr 20K = 在较小 impL 下的插补误差较高，但随着 impL 增大，其误

差下降更为明显，并最终实现相对排序的反转。相比之下，Synthetic-HET5 在 20%缺失率下的有序类别型 
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注：点和误差线分别表示四组配对重复的均值和标准差。 

Figure 2. Imputation error versus impL  under different training importance-sample settings 

图 2. 不同训练重要性样本数下插补误差随 impL 的变化 

 
属性未出现相同的变化模式。 

统一采用 eval 1000K = 进行评价后，不同 trK 训练所得模型在观测数据重要性加权下界和 nESS 上呈现

出不同特征，具体结果见表 3。其中，下界估计随 trK 的变化因数据集和缺失率而异，而 nESS 则随 trK 增

大而持续降低，对应的重要性权重分布逐渐趋于集中。 
 

Table 3. Importance-weighted lower bound and nESS at eval 1000K =  
表 3. eval 1000K = 时的重要性加权下界与 nESS 

数据集 缺失率 诊断量 tr 1K =  tr 5K =  tr 20K =  

Synthetic-HET5 20% 下界 −12.1634 ± 0.0262 −12.1138 ± 0.0207 −12.1183 ± 0.0177 

  nESS 0.8933 ± 0.0075 0.7582 ± 0.0076 0.5183 ± 0.0217 

 40% 下界 −9.3134 ± 0.0520 −9.2110 ± 0.0355 −9.2138 ± 0.0334 

  nESS 0.8919 ± 0.0070 0.7885 ± 0.0216 0.5547 ± 0.0245 

Adult 20% 下界 −26.7832 ± 0.6111 −26.0004 ± 0.0401 −25.9103 ± 0.1572 

  nESS 0.6150 ± 0.0220 0.5173 ± 0.0261 0.3394 ± 0.0254 
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续表 

 40% 下界 −20.6121 ± 0.2623 −19.7317 ± 0.0494 −19.6685 ± 0.0372 

  nESS 0.6672 ± 0.0262 0.6092 ± 0.0130 0.3803 ± 0.0347 

Default Credit 20% 下界 −111.5428 ± 0.2487 −107.7468 ± 0.4478 −106.3956 ± 0.1212 

  nESS 0.1410 ± 0.0168 0.0559 ± 0.0027 0.0249 ± 0.0022 

 40% 下界 −85.9698 ± 2.0902 −110.0845 ± 5.4602 −85.6637 ± 7.9902 

  nESS 0.1712 ± 0.0090 0.0866 ± 0.0031 0.0413 ± 0.0039 

注：数值为四组配对重复的均值 ± 标准差。 
 

为进一步考察不同训练设置下的重要性采样特征，图 3 展示了 Adult 数据集在 20% MCAR 条件下的

样本级 nESS 和最大归一化权重分布。随着 trK 从 1 增至 20，nESS 的中位数由 0.6881 降至 0.3451，最大

归一化权重的中位数则由 0.0095 升至 0.0156，表明较大的训练重要性样本数对应更加集中的权重分配。

在自归一化重要性采样中，权重集中可能使有限粒子估计对高权重粒子的抽取更加敏感。结合图 2(a)的
计数型属性插补结果， tr 20K = 的模型在较大的 impL 下才体现出插补优势，这与上述有限样本重要性采样

的特征相符，提示插补预算可能在不同训练设置的性能差异中发挥作用。 
 

 
注：(a) 固定 eval 1000K = ，每条测试记录的指标先对 5 次独立评价取平均；白色圆点、白色横线和黑色粗线分别表示

均值、中位数和四分位区间；(b) 采用对数纵轴。 

Figure 3. Sample-level importance-weight diagnostics on Adult under 20% MCAR 
图 3. Adult 数据集 20% MCAR 条件下的样本级重要性权重诊断 

3.4. 计算效率分析 

重要性样本数的选择不仅影响插补性能，还关系到计算开销。为分析不同采样预算下的计算成本，

本文在 20% MCAR 条件下，分别考察训练重要性样本数( trK )对训练优化耗时的影响，以及插补重要性

样本数( impL )对插补耗时的影响，结果如表 4 所示。 
由表 4 可见，在所考察的三个数据集上，随着 trK 从 1 增至 20，训练优化耗时仅小幅增长，而插补

耗时随 impL 增大明显增加。以 Adult 数据集为例，当 impL 从 20 增至 2000 时，插补耗时由 0.083 s 增至 1.106 
s。结合前述插补性能分析，较大的插补重要性样本数能够在部分属性类型上降低插补误差，但也伴随着

更高的计算开销。 
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Table 4. Training optimization and imputation times under 20% MCAR 
表 4. 20% MCAR 条件下的训练优化与插补计算时间 

数据集 
训练优化耗时(min) 独立插补耗时(s) 

K = 1 K = 5 K = 20 L = 20 L = 500 L = 2000 

Synthetic-HET5 16.01 (1.36) 16.27 (1.12) 16.68 (1.52) 0.081 (0.002) 0.283 (0.012) 1.058 (0.034) 

Adult 55.93 (2.05) 56.56 (2.19) 59.28 (3.81) 0.083 (0.006) 0.287 (0.012) 1.106 (0.051) 

Default Credit 81.12 (2.87) 81.93 (2.82) 82.99 (2.45) 0.141 (0.008) 0.497 (0.012) 1.931 (0.051) 

注：数值为四组重复实验的均值(标准差)。训练耗时为参数优化步骤的累计时间；插补耗时基于( tr 5K = )的模型，每

次处理 256 条测试记录。 

4. 讨论 

较大的 trK 往往需要足够的 impL 才能充分体现其插补优势。在多样本训练目标下，重要性重加权形成

的有效变分近似可以比原始识别分布更加灵活，但这并不意味着 ( )o, |q sφ z x 会随 trK 增大而同步改善[13] 
[14]。对于有序分类型属性插补阶段仍以该识别分布作为重要性采样的提议分布，因而不同训练设置对

impL 的依赖也会有所不同。 
在 H-MIWAE 中，这种依赖进一步受到异质预测结构的影响。相同的潜变量重要性权重需要用于估

计不同属性类型的条件预测量，而不同属性类型由条件预测分布得到点插补值的规则并不相同。识别分

布与后验之间的近似差异，因而会在有限 impL 下以不同方式传递到各类属性的预测风险中。这使得 trK 与

impL 之间的关系呈现出明显的类型依赖，而非对所有属性一致的变化模式。 
多样本训练带来的收益并不必然体现为提议分布采样效率的同步提高。重要性重加权允许模型在原

始识别分布仍存在近似偏差时，获得较好的观测数据目标；而在缺失值预测中，同一识别分布又继续承

担重要性采样提议分布的作用。由此，训练目标的优化与后续有限样本推断之间存在一定不一致性：前

者可以从重加权中获益，后者仍受到提议分布质量的制约。观测数据重要性加权下界与 nESS 的差异正

体现了这种不一致性，也说明最终插补性能取决于模型训练与后续重要性采样的共同作用。 
本文在 MCAR 和 MAR 缺失条件下考察了 H-MIWAE 的异质属性插补性能，并重点分析了 MCAR

条件下训练与插补重要性样本数的联合影响。然而，现有研究仍限于特定的异质表格数据及所构造的缺

失机制。后续工作可进一步考察非随机缺失(missing not at random, MNAR)等更复杂的缺失情形，并将 trK
与 impL 的联合分析扩展至更丰富的数据结构与条件预测任务。 

5. 结论 

本文围绕异质缺失数据的重要性加权变分插补问题，构建 H-MIWAE，并将五类属性的概率建模、观

测数据训练与重要性加权条件预测统一于同一框架。通过明确区分训练重要性样本数 trK 和插补重要性

样本数 impL ，本文进一步将多样本训练与有限样本插补作为两个相互关联的阶段进行分析，并从属性类

型层面考察二者在异质缺失数据中的作用。由此形成了从异质概率建模、多样本训练到类型特异插补的

统一分析框架，为研究重要性加权方法在异质缺失数据中的训练与预测行为提供了基础。 
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