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摘  要 

随着工业化和城市化的快速发展，空气质量问题已成为全球关注的焦点。乐山市作为四川省的一个重要

城市，也面临着空气质量下降的严峻挑战。为了有效预测和应对空气污染问题，本研究采用时间序列分

析方法，使用双向长短期记忆网络、贝叶斯优化算法以及粒子群优化算法对乐山市的历史空气质量指数

进行了深入分析与预测。 
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Abstract 
With the rapid development of industrialization and urbanization, air quality has become the focus 
of global attention. Leshan City, as an important city in Sichuan Province, is also facing the severe 
challenge of declining air quality. In order to effectively predict and deal with air pollution, this 
study adopts the method of time series analysis, and uses the bidirectional long short-term memory 
network, Bayesian optimization algorithm and particle swarm optimization algorithm to analyze 
and predict the historical air quality index of Leshan City. 
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1. 引言 

在当今城市化进程加速、环境污染日益严峻的背景下，准确预测城市空气质量成为保障居民健康、

制定环保政策的重要前提。乐山市位于四川省，处于岷江、青衣江、大渡河的三江汇流之处，这种地理

特征使得乐山在生态环境保护方面具有特殊的重要性。城市空气质量的预测不仅对于乐山市当地居民的

生活质量有着极大的影响，同时也对其他地区的生态环境保护具有示范作用。 
在关于空气质量预测的研究中，研究者探索了多种混合模型的应用。黄怡容等[1]基于卷积神经网络

(CNN)和长短期记忆神经网络(LSTM)构建了鄱阳湖生态经济区的大气污染物浓度时间序列预测模型，实

验证明该模型在预测精度上优于传统的 LSTM 模型；张诗云等[2]提出一种基于变分模态分解和蜣螂优化

算法的 LSTM 模型，可以大幅降低噪声干扰并提升预测精度；曹还君与李长云[3]通过麻雀搜索算法(SSA)
对 LSTM 进行优化，进一步增强了空气质量预测能力；周建国等[4]结合二次分解、优化算法、双尺度预

测和误差修正，不断优化 LSTM 和极限学习机(ELM)的关键参数，从最终的空气质量指数中发现基于二

次分解、LSTM-ELM 和误差修正的模型具有最高的预测精度；朱菊香等[5]提出一种基于孤立森林算法、

同步压缩小波变换算法、改进麻雀搜索算法和 LSTM 的混合模型，其实验结果表明，该混合模型降低了

均方根误差，提高了拟合度。 
本文通过对双向长短期记忆网络(BiLSTM)进行贝叶斯优化和粒子群算法的超参数调优，构建了基于

PSO-BiLSTM 的空气质量指数预测模型。通过和 BiLSTM 模型、BO-BiLSTM 模型的对比验证，发现 PSO-
BiLSTM 模型的预测结果与实际 AQI 值最为接近，展现了显著的预测优势。 

2. 基本理论 

时间序列分析是一种强大的工具，可用于研究和预测空气质量数据。本文以双向长短期记忆网络、

贝叶斯优化(BO)以及粒子群优化(PSO)算法为基础，构建了 PSO-BiLSTM 空气质量指数预测模型，以深

入分析和预测乐山市空气质量的动态变化。 

2.1. LSTM 模型 

长短期记忆网络(LSTM)是对传统递归神经网络的改进，它通过引入特定的门控机制，有效解决了梯

度消失和梯度爆炸的问题，LSTM 的每个单元由单元状态、遗忘门、输入门和输出门组成，这些关键门

共同作用于信息的筛选与传递[6]。LSTM 单元结构如图 1 所示。其中 tf 为遗忘门， ti 为输入门， tO 为输

出门， th 为本单元隐藏状态的输出， tC 为本单元存储的状态信息， tC 为当前时刻信息， tx 为当前的输入，

⊗表示矩阵对应元素相乘，⊕表示矩阵相加[7]。 
遗忘门决定状态记忆单元中的遗忘部分[7]。它接收当前输入 tx 和前一时刻的隐藏状态 1th − ，并通过一

个 sigmoid 激活函数 ( )xσ 计算得到一个介于 0 和 1 之间的值，所得值越接近 0，表示越多信息会被遗忘；
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所得值越接近 1，表示更多信息会被保留。权重矩阵 fW 对 1th − 和 tx 进行拼接，并通过线性变换生成一个

新的向量。偏置项 fb 用于对输出进行细微调整，从而提升模型的灵活性。遗忘门函数表达式为 

[ ]( )1,t f t t ff W h x bσ −= ⋅ +                                 (1) 

 

 
Figure 1. Cell structure of LSTM 
图 1. LSTM 单元结构 

 
输入门决定状态记忆单元中的保留部分且更新单元信息[7]。输入门接收当前输入 tx 的信息，并通过

两个步骤处理。首先，sigmoid 层计算哪些值需要更新，其值在 0 到 1 之间，表示更新的强度。接着，tanh
层生成新的候选值，用于更新记忆单元。权重矩阵 iW 和 cW 分别作用于前一时刻的隐状态 1th − 和输入 tx ，

以确定哪些信息需要被更新和生成新的候选值。偏置项 ib 和 cb 用于对这些计算进行调整，以增加模型的

灵活性。输入门函数表达式为 

[ ]( )1,t i t t ii W h x bσ −= ⋅ +                                   (2) 

[ ]( )1tanh ,t c t t cC W h x b−= ⋅ +                                 (3) 

遗忘门控制记忆单元中的信息保留程度。遗忘门的输出 tf 决定了前一时刻记忆状态中需要保留的部

分，输入门的输出 ti 和候选值 tC 决定了当前输入加入的新信息。表达式为 

1t t t t tC f C i C−= ⋅ + ⋅                                     (4) 

输出门决定下一个隐藏状态的值[7]。它首先通过一个 sigmoid 激活函数计算出输出门的激活值 tO ，

这个值决定了当前隐藏状态的哪些部分会对下一个时刻的隐藏状态产生影响。权重矩阵 oW 将前一时刻的

隐藏状态 1th − 和当前输入 tx 连接在一起，以线性变换的方式生成输出门的激活值。偏置项 ob 则用于对这个

计算进行调整，进一步提高模型的精确度。最后，输出门的激活值 tO 与当前细胞状态 tC 的 tanh 变换结果

相乘，得出当前的隐状态 th 。表达式为 

[ ]( )1,t o t t oO W h x bσ −= ⋅ +                               (5) 

( )tanht t th O C= ⋅                                   (6) 

2.2. BiLSTM 模型 

BiLSTM 模型能学习双向时间特征，在普通的 LSTM 基础上，通过进一步组合序列传递的反转信息，
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能实现更好的预测性能，提高了模型预测的精度，因此能对传统 LSTM 网络模型进一步优化[8]。 
BiLSTM 模型结构如图 2 所示，W1、W2、W3、W4、W5、W6 为权重系数，BiLSTM 具有前向、后向 2

个 LSTM 网络，双中间层结构共同提取特征并在输出层将提取到的特征向量进行拼接组合，以此达到更

为全面的特征信息表达[9]。 
 

 
Figure 2. Model structure of the BiLSTM 
图 2. BiLSTM 模型结构 

 
BiLSTM 模型通过两个 LSTM 层来实现对序列数据的双向理解[10]。首先，前向 LSTM 层从序列的

起始端逐步向前处理，记录每个时间点之前的信息，与此同时，后向 LSTM 层从序列的末端开始反向处

理，记录每个时间点之后的信息。这样，每个时间点的输出都包含了来自序列两端的上下文信息。最终，

这些来自两个方向的信息在每个时间点上被整合起来，形成对整个序列的全面理解，使得 BiLSTM 在处

理诸如语言模型、文本分类等任务时，能够更加精准地捕捉到词与词之间的复杂关系。 

2.3. 贝叶斯优化算法 

超参数是机器学习模型在学习流程启动之前所预设的一系列参数，超参数无法直接通过训练数据的

分析来优化，但超参数的选择对模型最终的预测性能有着至关重要的影响[11]。 
贝叶斯优化(Bayesian Optimization, BO)是一种有效的全局优化算法，通过建立一个代表目标函数的

概率模型来进行序贯的超参数搜索，并通过不断更新模型来减少实验次数以寻找最优解[12]，其核心包括

两部分：一是使用高斯过程回归建立目标函数的数学模型，计算每个点的函数值的均值和方差；二是基

于后验概率分布构造采集函数，以确定每次迭代中的最优采样点[13]。贝叶斯定理作为贝叶斯优化的基础，
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描述了如何结合先验信息和观测数据来更新对目标函数的后验概率分布，对应方程为 

( ) ( ) ( )
( )

|
|

P B A P A
P A B

P B
⋅

=                                 (7) 

上式表示代理模型的参数 A 和观测数据 B 的关系。其中， ( )P A ， ( )P B 分别为参数 A、数据 B 先验

概率， ( )|P A B 表示给定数据 B 后参数 A 的后验概率； ( )|P B A 表示 B 给定时 A 的似然函数。 
高斯过程通过对贝叶斯优化中的目标函数建模并获得其后验概率，从而实现了对未知函数的精确拟

合与优化。高斯过程有两个关键组成部分：数学期望和协方差函数，即 

( ) ( ) ( )( ), ,f x GP x K x xµ ′=                                 (8) 

其中， ( )f x 为 x 的目标函数， ( ) ( )( )x E f xµ = 为 ( )f x 的数学期望； ( ),K x x′ 为协方差函数。x′是贝叶斯

优化过程中的新采样点，是高斯过程根据当前已知数据选择的下一个评估点。GP (高斯过程)是一种用于

对目标函数 ( )f x 进行建模的方法，依赖于数学期望 ( )xµ 和协方差函数 ( ),K x x′ 来描述输入数据点之间

的关系。 
采集函数又叫 AC 函数，AC 函数通过已观测到的数据集构造后验分布，并通过最大化 AC 值选择下

一个采样点 1tx + ，即 

( )1 arg maxt
x R

x xα+
∈

=                                      (9) 

其中， 1tx + 为下一时刻采样点， ( )xα 为采集函数[14]。 
贝叶斯优化 BiLSTM 模型的流程如图 3。 
 

 
Figure 3. Flowchart of the Bayesian optimization process 
图 3. 贝叶斯流程图 

2.4. 粒子群优化算法 

粒子群优化(Particle Swarm Optimization, PSO)是一种进化计算技术，该算法最初是受到飞鸟集群活

动的规律性启发，进而利用群体智能建立的一个简化模型[15]。粒子群算法在对动物集群活动行为观察基
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础上，利用群体中的个体对信息的共享使整个群体的运动在问题求解空间中产生从无序到有序的演化过

程，从而获得最优解，群体中的每个粒子代表待优化问题的一个潜在解，这些粒子通过“群体”和“个

体”的最优位置不断调整飞行方向来寻找问题的最优解[15]。其流程图如图 4。 
 

 
Figure 4. Flowchart of the particle swarm optimization algorithm 
图 4. 粒子群优化算法流程图 

 
PSO 优化算法中，对于 xN 维搜索空间，假设粒子的种群数为 pN ，记第 i 个粒子的位置 

( )T

,1 ,2 ,, , , ,  1,2,3, ,
xi i i i N Px x x x i N= =                             (10) 

第 i 个粒子的速度： 

( )T

,1 ,2 ,, , , ,  1,2,3, ,
xi i i i N Pv v v v i N= =                             (11) 

在 n + 1 优化步中第 i 个粒子的位置和速度更新为： 

( ) ( )
1 1

, , ,

1
, , 1 1 , , 2 2 ,

n n n
i j i j i j

n n n n n n n n
i j i j i j i j j i j

x x v

v v c r b x c r g xω

+ +

+

 = +


= + − + −
                        (12) 

其中 1
,
n
i jx + 表示第 i 个粒子位置的第 j 个分量， 1

,
n
i jv + 表示第 i 个粒子速度的第 j 个分量，而上标“n + 1”表

示优化步； 1c 和 2c 分别为个体和社会学习因子； 1
nr 和 2

nr 为 [ ]0,1 区间上服从均匀分布的随机数；ω 为惯性

权重系数； ,
n
i jb 为第 i 个粒子的个体最优位置 ( )T

,1 ,2 ,, , ,
x

n n n n
i i i i Nb b b b=  的第 j 个分量； n

jg 为群体的全局最优

位置 ( )T

1 2, , ,
x

n n n n
Ng g g g=  的第 j 个分量[16]。 

2.5. 模型评价指标 

RMSE 为预测值与实际值之间均值误差平方和的算术平方根，对误差较大的数据值较敏感[14]。 

( )2

1

1 ˆRMSE
m

i i
i

y y
m =

= −∑                                  (13) 
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MAE 为预测值与实际值的绝对误差平均值，不易受极端值的影响[14]。 

1

1 ˆ
m

i i
i

y y
m =

ΜΑΕ = −∑                                  (14) 

MAPE 为预测值与实际值之间相对误差的平均百分比，对于不同量级的预测问题更具可比性。 

1

ˆ100%MAPE
n

i i

i i

y y
m y=

−
= ∑                               (15) 

其中 ˆiy 代表第 i 个样本的预测值， iy 代表第 i 个样本的实际值，m 代表样本数量。 

3. 数据来源及模型应用 

3.1. 数据来源 

本篇文章中所使用的乐山市空气质量数据，来源于中国空气质量在线监测分析平台

(https://www.aqistudy.cn/)。我们从 2015 年 1 月 1 日至 2023 年 12 月 31 日，共计 3287 天。空气质量数据

按年以及整体进行描述性统计如表 1。 
 

Table 1. Descriptive statistical results 
表 1. 描述性统计结果 

年份 观测值 平均值 标准差 最小值 中位数 最大值 

2015 365 84 41 28 78 267 

2016 366 83 37 29 75 327 

2017 365 90 48 24 81 408 

2018 365 65 33 0 60 214 

2019 365 69 34 24 59 205 

2020 366 66 30 22 60 217 

2021 365 69 31 22 62 200 

2022 365 73 31 22 67 202 

2023 365 76 36 24 71 228 

2015~2023 3287 74 37 0 67 408 

 
乐山市近年来的空气质量分析如表 1 所示，在 3287 天的监测期间，AQI 平均值大约为 74，这一数

值处于二级水平，表明空气质量总体上是可接受的。然而，对于极少数异常敏感的人群，某些污染物可

能会对他们的健康产生轻微影响。观测数据显示，AQI 的最小值为 0，最大值为 408，没有达到极端的“爆

表值”(500)，这表明乐山市没有发生过严重的空气污染事件。 
特别值得注意的是，通过对比各个年度的 AQI 统计结果，2018-2022 年间的平均 AQI 相对较低。这一

改善趋势可能得益于乐山市在此期间实施的一系列积极有效的措施和政策。例如，乐山市政府制定了《乐

山市大气污染防治三年攻坚行动总体方案》，明确了空气质量改善的具体目标和行动计划。在工业源污染

控制方面，乐山市推动了水泥、钢铁、陶瓷和化工等行业的深度治理，并鼓励企业进行环保技术改造，实

现绿色清洁生产。同时，扬尘源污染得到了有效控制，通过加强建筑工地的扬尘管理和提升道路清扫保洁

工作。针对移动源污染，乐山市优化了城区货运车辆的绕行方案，并对渣土运输车和“黑烟车”进行了专

https://doi.org/10.12677/sa.2025.145132
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项整治。此外，面源污染也得到了严格的控制，包括加强对露天焚烧和烟花爆竹燃放的管理。 
综合这些措施，乐山市近年来的空气质量总体尚可，且在最近五年内呈现改善趋势。为了进一步描

绘了空气质量分布的详细情况，我们绘制 AQI 的核密度估计如图 5 所示。 
 

 
Figure 5. Kernel density distribution of AQI 
图 5. AQI 核密度分布 

 
从分布图来看，乐山市的 AQI 主要集中在在 0~200 之间。 

3.2. 模型应用 

首先对数据进行了数据预处理，并采用 MinMaxScaler 将所有 AQI 值缩放至[0, 1]区间。数据集按 7:3
比例划分为训练集和测试集，并将 2023 年的数据作为验证集，用于评估模型的泛化能力。在模型结构方

面，首先引入一层一维卷积层(Conv1D)，包含 32 个卷积核，卷积核大小为 3，激活函数为 ReLU，用于

提取时间序列的局部特征。随后连接两层 BiLSTM 层，第一层设置 78 个神经元并返回完整序列，第二层

设置 64 个神经元输出最终状态。在 BiLSTM 层之后加入 Dropout 层以防止过拟合，dropout 率为 0.2，最

后通过一层全连接(Dense)输出层生成预测值。训练阶段，首先使用贝叶斯优化进行 10 次迭代，初步筛选

出较优超参数组合；接着应用粒子群优化算法，设置粒子数为 15，优化维度为 3，最大迭代次数为 20，
最终得到最优参数表如表 2 所示。模型使用 Adam 优化器进行训练，损失函数为均方误差(MSE)，训练轮

数为 50，batchsize 为 32。 
 

Table 2. Optimal parameters 
表 2. 最优参数表 

 LSTM 神经元数量 最佳学习率 最佳批量大小 

贝叶斯优化 23.00 0.0041 16.00 

粒子群优化 23.00 0.0054 11.00 

 
为了评估不同模型的预测性能，我们设计了对比实验，涵盖了单一的 BiLSTM 模型、BO-BiLSTM 模

型和 PSO-BiLSTM 模型，能更清晰地展现不同模型的预测效果。通过呈现 2023 年 9 月至 2023 年 12 月
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的 AQI 对比分析，可以清晰地看到不同模型在实际预测中的表现差异。 
 

       
(a) BiLSTM                                   (b) BO-BiLSTM 

 
(c) PSO-BiLSTM 

Figure 6. Comparison of model prediction results 
图 6. 模型预测结果对比 

 
如图 6 所示，三种模型的预测值均在一定程度上能够反映实际值的总体变化趋势，但在拟合程度和

预测精度上存在差异。超参数对模型预测性能的影响至关重要。Bi-LSTM 模型使用未经精细调优的超参

数，往往难以适应乐山市空气质量数据的复杂特征，导致模型无法充分学习数据中的规律。特别是在 AQI
波动剧烈时，模型无法精准捕捉数据变化，预测值与实际值在部分时间段偏离较大。贝叶斯优化虽然在
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某些场景下表现出较高的精度和效率，但在搜索超参数空间时，有可能陷入局部最优解。这意味着找到

的并非全局最优的超参数组合，而只是在某个局部区域内表现较好，因此无法大幅度提升模型性能，改

进效果相对有限。在乐山市空气质量预测中，采用 BO-BiLSTM 模型虽有一定改进，但在某些关键节点

仍出现明显偏差。相比之下，粒子群优化算法通过“群体”和“个体”的最优位置不断调整飞行方向来

寻找问题的最优解。这种方式相比贝叶斯优化更不容易陷入局部最优，从而能够找到更优的超参数组合。

在乐山市空气质量预测中，PSO-BiLSTM 模型的预测曲线与实际值曲线贴合更为紧密，对 AQI 的波动趋

势把握更准确，在整体时间段内的预测误差相对其他两个预测结果较小。由此表明，PSO-BiLSTM 模型

在这三种模型中预测效果更佳，能够为 AQI 预测提供更可靠的结果。为了进一步量化各个模型的预测结

果，采用了 RMSE、MAE、MAPE 等评价指标，并将结果汇总在表 3。 
 

Table 3. Evaluation metrics 
表 3. 评价指标 

预测模型 RMSE MSE MAE 

BiLSTM 22.0691 487.0455 17.5424 

BO-BiLSTM 21.8895 479.1515 17.2215 

PSO-BiLSTM 21.8710 478.3419 16.9246 

 
由表 3 可知，PSO-BiLSTM 的预测结果拟合效果表现最佳，相较于单一的 BiLSTM 模型、BO-BiLSTM

模型，PSO-BiLSTM 的均方根误差(RMSE)分别降低了 0.815%、0.898%，均方误差(MSE)分别降低了 1.62%、

1.79%，平均绝对误差(MAE)分别降低了 1.83%，3.53%。这些结果进一步证明了 PSO-BiLSTM 模型在预

测空气质量指数方面的准确性最高，具有显著优势。下一阶段将引入气象等外部环境因素，以期进一步

提升模型对空气质量变化的感知能力与预测精度。 

4. 结论与建议 

AQI 是评估环境质量的关键指标，反映空气污染水平。在经济增长的同时，改善空气质量成为各地

的共同目标。本研究利用乐山市的数据，通过 BiLSTM 模型预测未来空气质量趋势。BiLSTM 模型因其

双向记忆特性，能综合历史和未来信息，提供更全面的预测。实验表明，PSO-BiLSTM 模型在预测精度

上优于标准 BiLSTM，推荐作为空气质量预测的首选模型。该模型有助于捕捉乐山市 AQI 变化规律，为

环境管理和政策实施提供支持，帮助相关部门提前应对空气质量问题，保护公众健康和环境。 
本研究虽取得一定成果，但为进一步提升预测效果，可进一步从以下方面入手：首先，数据集的局

限性可能影响模型训练和预测精度。增加更多历史数据或扩大数据时间跨度，可增强模型稳定性和泛化

能力。其次，本研究主要基于历史数据的时间序列分析，未充分考虑气象条件、工业排放、交通流量等

外部因素，这些因素可能在特定情况下影响预测准确性。因此，未来的研究可以引入多变量分析方法，

综合考虑气象数据、政策变化以及其他环境因素，以提高预测的全面性和准确性。 
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